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RESUMO

ARAUJO, Vivian de Oliveira. Clusterizagdo através de drvores de padroes fuzzy e
programagdo genética cartesiana. 2017. 122f. Dissertagdo (Mestrado em Engenharia
Eletronica) — Faculdade de Engenharia, Universidade do Estado do Rio de Janeiro, Rio de
Janeiro, 2017.

Esta dissertagdao apresenta um modelo de clusterizagdo fuzzy. Ao invés de utilizar a
abordagem tradicional de sistemas fuzzy baseados em regras, foi utilizado o modelo de
Arvore de Padrdes Fuzzy (APF), que é um modelo hierdrquico, com uma estrutura baseada
em arvores que possuem como nds internos operadores logicos fuzzy e as folhas sdo
compostas pela associagao de termos fuzzy com os atributos de entrada. O modelo sintetiza
uma arvore para cada grupo, que serd uma descri¢do “logica” do grupo o que permite analisar
e interpretar como ¢ feita a clusterizacdo. O método de aprendizado concebido utiliza
Programagdo Genética Cartesiana onde a funcdo de aptiddo reflete a qualidade da
clusterizagdo obtida através de diferentes indices. O modelo proposto foi comparado com
diferentes técnicas de clusterizacdo tais como: k-means, k-medoids, hierarquico, Fuzzy C-
means, Mapas de Kohonen e DBSCAN em bases de dados artificiais e do UCI Machine
Learning Repository, tendo apresentado resultados competitivos. Ele também foi aplicado
para resolver um problema de segmentagao de mercado em uma operadora de telefonia com
resultados promissores.

Palavras-Chave: Aprendizado de méaquina; Arvores Fuzzy de Padrdes; Programacdo Genética

Cartesiana; Clusterizacdo; Interpretabilidade.



ABSTRACT

ARAUJO, Vivian de Oliveira. Clustering over fuzzy pattern trees and cartesian genetic
programming. 2017. 122f. Dissertagao (Mestrado em Engenharia Eletronica) — Faculdade de
Engenharia, Universidade do Estado do Rio de Janeiro, Rio de Janeiro, 2017.

This work presents o method for fuzzy clustering. Instead of the traditional fuzzy
based rules, it was used a model called Fuzzy Pattern Trees (FPT), which is a hierarchical
tree-based model, having as internal nodes, fuzzy logical operators and the leaves are
composed of a combination of fuzzy terms with the input attributes. The method was obtained
by creating a tree for each cluster, this tree will be a “logic class” description which allows the
interpretation of the results. The learning method originally designed for FPT was replaced by
Cartesian Genetic Programming where the fitness function reflects the quality of the
clustering obtained through different indices. The FPT method was compared against other
clustering techniques, such as: k-means, k-medoids, Agglomerative, Fuzzy C-means,
Kohonen and DBSCAN on several datasets from artificial bases and the UCI Machine
Learning Repository and it presented competitive results. It was also used to solve a
segmentation problem from a mobile operator with promising results.

Keywords: Machine Learning; Clustering; Cartesian Genetic Programming; Clustering;

Interpretability.
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INTRODUCAO

Segundo Tsiptsis (TSIPTSIS, 2011), o consumidor ¢ o mais importante bem para
uma empresa, ndo pode haver uma prospecc¢ao de negocio sem consumidores satisfeitos
que permanecgam leais e que desenvolvam um relacionamento com a organizagao. Este ¢
0 motivo para que a organizacdo planeje e implemente uma estratégia para tratar
consumidores. O CRM (do inglés, Customer Relationship Management) € uma
estratégia para construir, gerenciar e fortalecer lealdade e uma relagdo de longa duragao
com o cliente.

O CRM deve possuir uma abordagem centralizada no cliente, seu escopo deve
ser personalizado na identificagdo e compreensdo de consumidores que possuem

necessidades distintas, preferenciais e escolhas. Possui dois principais objetivos:

e Retengdo do cliente por satisfacao;

e Desenvolvimento por compreensdo do cliente.

Para compreender melhor o cliente, uma das técnicas que pode ser utilizada ¢ a
segmentacao de mercado. Ela consiste em obter um grupo de clientes que compartilham
um conjunto semelhante de necessidades e desejos e pode ser realizada para campanhas

das seguintes formas (KOTLER, 2003):

e Segmentacdo geografica pressupde que se criem programas de marketing sob
medida para necessidades e desejos de grupos de clientes locais em areas
comerciais, bairros e até lojas individuais;

e Segmentacdo demografica propde que o mercado seja dividido por varidveis
como idade, tamanho da familia, ciclo de vida da familia, sexo, renda, ocupacao,
grau de instrugdo, religido, raca, geracdo, nacionalidade e classe social. Uma
razdo para sua utilizacdo ¢ a facilidade de mensuragao;

e Segmentagdo psicografica divide os consumidores em diversos grupos em tragos
psicologicos/de personalidade, estilos de vida ou valores;

e Segmentagdo baseada no comportamento divide em grupos segundo seu

conhecimento, atitude, uso ou reagdo a um produto.

A segmentacdo do mercado ¢ uma aplicagao popular da mineragao de dados para
segmentacao de consumidores, o propdsito ¢ adaptar produtos, servicos e mensagens de

marketing para cada segmento. Segundo Kotler, tradicionalmente, o mercado ¢
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segmentado com base em pesquisas e parametros demograficos. O desafio ¢ aplicar este
conceito em clientes que ndo foram incluidos na pesquisa, ou mesmo, pessoas de um
mesmo grupo demografico podem exibir diferentes perfis psicograficos (BERRY,

1997), tornando a melhor abordagem, a segmentagao por comportamento.
Alguns exemplos de campanhas alvo:

e Estimar quais clientes tem mais propensao para deixar a empresa;
e Estimar quais clientes tem mais chance para trocar ou iniciar o uso ou utilizar

mais um produto, etc.

Para ser possivel identificar estes segmentos, as técnicas de clusterizagdo sdo
utilizadas, pois ela ¢ um método que tem como objetivo determinar um numero finito de
grupos que descrevem conjuntos de dados que estdo agrupados de acordo com
similaridades entre seus objetos.

A maior vantagem das técnicas de clusterizacdo ¢ ser possivel gerenciar um
grande numero de atributos e criar segmentos guiados pelos dados analisados. Estes
segmentos criados ndo sdo baseados em conceitos pessoais, intuicdes e percepcoes e,
sim, na similaridade entre os dados. O objetivo € que os grupos detectados tenham uma
homogeneidade interna e heterogeneidade entre os grupos. Entretanto, a clusterizacdo ¢
considerada o mais dificil e desafiador problema do aprendizado de méaquina, devido a
sua natureza nao supervisionada, além dos algoritmos terem bastante sensibilidade a
inicializag¢do, podendo resultar em solugdes que nao sejam as melhores (HRUSCHKA,
2009). Em uma perspectiva de otimizacdo, a clusterizagdo pode ser formalmente
considerada como um caso particular de grupamento NP-Dificil. Esta questdo estimulou
a busca por algoritmos eficientes de aproximagdo. Particularmente, algoritmos
evolucionarios sdo metaheuristicas amplamente consideradas eficazes em problemas do
tipo NP-Dificil, provendo solugdes quase 6timas para este tipo de problema em tempo
razoavel. Partindo desta premissa, uma grande quantidade de algoritmos evolucionarios
foi proposta na literatura, estes algoritmos sdo baseados na otimizacdo da fungdo

objetivo (também chamada fun¢do de aptidao) que orienta a pesquisa evolucionaria.

Os Algoritmos Evolucionarios sao inspirados no principio darwiniano da
evolucdo das espécies e na genética. Do mesmo modo que a Evolucdo Natural produz
individuos mais aptos a sobreviver em um meio-ambiente, os Algoritmos

Evolucionarios podem ser vistos como procedimentos de otimizagdo que melhoram o
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desempenho de uma populagao de solugdes em potencial em relacdo a um problema
especifico. Segundo este principio, uma populagdo de individuos evolui ao longo de
geracdes ou ciclos, pela sobrevivéncia dos mais aptos. Os principais Algoritmos
Evolucionarios sdo: os Algoritmos Genéticos, a Programacao Genética, as Estratégias
Evolutivas e a Programacdo Evolutiva (HRUSCHKA, 2009), (SANTOS; DO
AMARAL, 2014).

Os Algoritmos Evolucionarios desenvolvem solugdes de clusterizagdo que
tendem a promover uma solu¢ao computacional mais eficiente ¢ com maior qualidade
que algoritmos tradicionais, pois utiliza informagdes de solugdes ja avaliadas para gerar
solugdes potencialmente, além de possuir a capacidade de encontrar solugdes para
problemas complexos e que envolvam um grande espago de pesquisa.

Ao longo do processo evoluciondrio, o conjunto de potenciais solugdes vai
sofrendo alteracdes provocadas por operadores, geralmente denominados operadores
genéticos, que permitem criar novos individuos a partir dos individuos j& existentes.
Uma vez que a aplicacdo continuada destes operadores aumenta progressivamente o
tamanho do conjunto de potenciais solu¢des, em cada iteragao ¢ também aplicado um
operador de selecdo que escolhe probabilisticamente os melhores elementos da iteragao
anterior. Para que se possa aplicar este operador ¢ necessario utilizar uma funcdo de
avaliacdo que, quando aplicada a um determinado elemento, indique o valor desse
elemento enquanto solugdo para o problema. Este processo permite concentrar a
pesquisa em zonas mais promissoras do espago, aumentando progressivamente as
possibilidades, ndo s6 de se encontrar uma solugdo para o problema, mas também de
encontrar melhores solu¢des (GRILO, 2003).

Uma particdo de um conjunto de dados ¢ uma colecdo de k clusters nao
sobrepostos dos mesmos. Usualmente o k ¢ definido a priori pelo usuario, porém ha
algoritmos evolucionarios que buscam a melhor quantidade de clusters, pois este valor
ndo ¢ conhecido.

Alguns trabalhos ja& publicados consideram a solugdo de problemas de
clusterizagdao quando o nimero de clusters ja é conhecido anteriormente, por exemplo,
com a utilizagdo de k-means. Este método pode encontrar solugdes sub-6timas, sendo
necessario que o algoritmo seja processado repetidamente com diferentes prototipos de
inicializagdo. SO ¢ possivel garantir que a melhor solu¢do foi encontrada se todos os

protétipos forem avaliados, neste caso dependendo da complexidade dos dados e
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quantidade dos mesmos este algoritmo pode ser ineficiente ou computacionalmente
inviavel (MURTHY, 1996), (BEZDEK, 1994), (KIVIJARVI, 2003), (KRISHINA,
1999), (FRANTI, 1997), (SCHEUNDERS, 1997), (KROVIL,  1992),
(BANDYOPADHYAY, 2002), (ESTIVILL-CASTRO, 1997), (SHENG, 2004) e (LU,
2004).

Outros trabalhos utilizam algoritmos em que a quantidade de clusters ndo ¢
conhecida a priori. Estes algoritmos tém por objetivo encontrar um nimero ideal de
grupos € a sua solucdo correspondente (NALDI, 2007), (PAN, 2007), (MA, 2007),
(HRUSCHKA, 2003), (HANDL, 2007), (COLE, 1998), (COWGILL, 1999),
(CASILLAS, 2003) e (ALVES, 2006).

As solugdes geradas sdo armazenadas em clusters e, cada nova solucdo deve ser
incluida no cluster mais relacionado de acordo com uma métrica de distancia. Cada
cluster possui uma solucao central que o representa, e vai sendo preenchido com
solucdes até que um limiar seja atingido. Nesse momento, acredita-se que esse cluster
indica um espago promissor de busca e, entdo, um procedimento de busca local ¢
aplicado a solucao central (DE OLIVEIRA, 2007).

A representacao do genotipo € similar tanto quando a quantidade de clusters €
conhecida inicialmente quanto quando o algoritmo o define. A representagdo pode ser:
binaria onde cada solugdo de cluster ¢ representada como uma string binaria de
tamanho N, onde N ¢ o numero de objetos (cada posi¢ao corresponde a um objeto),
também pode ser inteira representada de duas formas: como um vetor com N posigoes
onde N ¢ a quantidade de objetos onde cada solugdo de cluster ou vetor de k elementos,
em que a representacdo ¢ realizada por niimeros reais associada ao centroide, neste caso
0 espago em memoria para representar o genotipo aumenta em relacdo aos outros

métodos de representagao (HRUSCHKA, 2009).

Ja a fun¢do de aptiddo, para o caso em que a quantidade de clusters ¢ fixa, pode
propor a maximizar a distancia entre k& medoids (ESTIVILL-CASTRO, 1997),
(LUCASIUS, 1997) e (SHENG, 2004) ou mesmo, minimizar o somatdrio da distancia
euclidiana ao quadrado (BANDYOPADHYAY, 2002), (MAULIK, 2000), (MERZ,
2002) e (MURTHY,1996) ou avaliar a regido de alta densidade de dados
(correspondente a um cluster) separada por uma regido de baixa densidade de dados

(DE OLIVEIRA, 2007) ¢ (ESTER, 1996).
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No caso que a quantidade de clusters nao € conhecida a priori, a funcao de aptidao
pode ser baseada no critério de variancia (CASILLAS, 2003), (COLE, 2008) e
(COWGILL, 1999), na distancia intra cluster e inter cluster (TSENG, 2001), entre

outros métodos.

Muitos algoritmos de clusterizagdao requerem que o usudrio insira certos parametros
como o numero de clusters e a dimensionalidade média do cluster, que sao dados que
ndo sdo dificeis de determinar, porém nao muito praticos dependendo da quantidade de
dados envolvida (AGGARWAL, 2000) e (ZHANG, 2004). Em algoritmos hierarquicos,
0 usuario avalia posteriormente a solucdo e, assim, a quantidade de clusters, com o
resultado da particdo dos dados. Consequentemente, a saida destes algoritmos ¢ muito

sensivel ao conhecimento do usuario (BOCK, 1996) e (LEE, 2000).

Para superar estes inconvenientes, uma subarea dos Algoritmos Evolucionarios
usada ¢ a Programacao Genética (PG). A PG ¢ uma técnica que permite que
computadores resolvam problemas sem que precisem ser explicitamente programados
para tal (KOZA, 1992). A PG parte de uma declaragdo de alto nivel sobre “o que se
necessita ser feito” e cria automaticamente um programa de computador para resolver o
problema. Este mecanismo também ¢ conhecido como “programagdao automadtica”

(DIAS, 2010).

A Programagdo Genética Cartesiana (PGC) (MILLER, 2009) ¢ uma forma de
programagdo genética na qual os programas sdo representados por uma grade

bidimensional de nds, ou seja, por grafos aciclicos direcionados.

O beneficio da utilizagao de grafos ¢ o fato de que grafos sdo mais gerais, flexiveis e
compactos e podem ser aplicados em diversos dominios (DHARWADKER; PIRZADA,
2011), neste tipo de representacdo ha a reutilizagdo implicita dos nos pertencentes ao

grafo direcionado.

Dentre as vantagens da PGC esta a caracteristica de neutralidade que ¢ responsavel
por minimizar o bloat, que ¢ comum em outros métodos de programacdo genética
(BANZHAF, 1994), (MILLER; SMITH, 2006), (MILLER, 2001). Neste caso, ¢
preferivel arvores mais compactas e de melhores aptiddes, que por consequéncia exigem

um menor esfor¢o computacional.

As vantagens adicionais da PGC sdo: foco em conceitos e interpretagdo de

problemas como um programa de computador e capacidade de encontrar dependéncia e
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independéncia de varidveis e estabelecer relagdes entre as mesmas (YUVARAJU,

2013).

Os campos de aplicagdo de algoritmos de clusterizagdo evolucionarios sao
essencialmente o mesmo que os de algoritmos ndo evolucionarios, porém o uso de
estratégias evolucionarias € aparentemente mais apropriado quando o numero

aproximado de clusters ndo ¢ conhecido (HRUSCHKA, 2009).

Quando o conjunto de dados pode ser representado de forma eficiente em um grafo,
pode-se aborda-lo como um problema de agrupamento de dados em grafos. Esse
problema consiste em definir grupos de nds que apresentem alta conectividade intra-
grupo e baixa conectividade inter-grupo (KAWAIJL, 2004), (KRAUSE, 2005) e
(HUTTENHOWER, 2007). Este modelo tem uma vantagem ndo encontrada em muitos
algoritmos e modelos de agrupamento de dados: a possibilidade da avaliagao da
qualidade das parti¢des geradas, sempre tendo um limitante superior (6timo) para ser
atingido, o que ¢ uma questdo simples e direta para modelos de agrupamento

(NASCIMENTO, 2010).

Na Figura 1 ¢ demonstrado em (a) um possivel genotipo traduzido em uma estrutura
de grafo, ja em (b) apenas para auxilio na compreensao de como se origina de o
gendtipo, finalmente em (c) cada componente ligado dentro deste grafico ¢ finalmente

interpretado como um conjunto individual, tal como visualizado pelas elipses.

r
Fositien: 12345678 kﬂ_l}‘ E = 'r?'D

fé.;)-—(l\- 0 [

Gienotype:

a) h) c)

Figura 1: Representacio de grafo (HANDL, 2007).

Neste trabalho, ao invés de utilizar a codificagdo proposta por Handl, optou-se por
representar Arvore de padrdes fizzy (APF), onde cada arvore representara um cluster. A
APF ¢ um modelo hierarquico, com uma estrutura similar a uma arvore, em que os nés
sdo marcados com operadores l6gicos fuzzy e operadores matemadticos e as folhas sdo

compostas por termos fuzzy associadas ao atributo de entrada. Um né assume os valores
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de seus descendentes como entrada e realiza uma combinacdo usando o operador
escolhido e envia a saida para o seu sucessor. A vantagem deste método se refere a
interpretacao do resultado, comumente cada arvore pode ser considerada como uma

descri¢do logica de um grupo (SENGE; HULLERMEIER, 2011).

O uso de APFs ¢ interessante por possuir um mecanismo de selecdao de atributos
embutidos, além disso, elas sdo atrativas do ponto de vista de interpretabilidade

(SENGE; HULLERMEIER, 2011).

Além de avaliar o modelo proposto em bases de dados artificiais e outras
frequentemente usadas na literatura, este trabalho também propde a aplicacao deste
método em um caso de segmentagdo de mercado. O proposito da segmentacdo ¢ adaptar
produtos, servicos e mensagens de marketing para cada segmento. A divisdo de clientes
em segmentos tem sido tradicionalmente baseada em pesquisa de mercado e dados
demograficos. Pode haver um segmento "jovem e solteiro” ou um "segmento leal ao
produto", o problema com segmentos com base em pesquisa de mercado ¢ que ¢ dificil
saber como aplica-los a todos os clientes que ndo faziam parte do inquérito. O problema
com cliente segmentados com base em dados demograficos ¢ que nem todos os "jovens
e solteiros" ou "ninhos vazios” na verdade tem os gostos e afinidades de produtos
atribuido ao seu segmento. A abordagem de mineragdo de dados ¢ identificar o

comportamento destes segmentos.

Os trabalhos relacionados na area de pesquisa de clusterizagdo para segmentagao

sao apresentados conforme abaixo:

e Em (JANSEN, 2007), os algoritmos K-means, K-medoids ¢ Fuzzy C-means sdao
utilizados para obter dois tipos de informacdes a segmentagao dos clientes
(habitos, preferéncias, etc.) e agrupar por perfil dos clientes (idade, género,
valores, etnia, etc.), o objetivo ¢ definir quais acdes de marketing serdo adotadas
para cada segmento. Para determinar a quantidade de clusters foram utilizados
os métodos de validagao tradicionais, como o indice de Dunn;

e Em (CHAN, 2005), ¢ estudado o caso de leilao online utilizando Redes auto-
organizaveis de Kohonen, o objetivo do modelo ¢ auxiliar os compradores a
submeter um lance vencedor a um preco razoavel, considerando o
comportamento do vendedor. Atualmente, sites de leildo fornecem,

normalmente, a identificacdo do usuario. Os grupos foram divididos em trés



22

tipos de ofertas: pacientes, impulsivas e analiticas, com base neste modelo, um
concorrente pode tomar uma decisdo mais acertada;

e Em (VENKATESAN, 2007) ¢ tratada a questdo de seguro para automoveis, o
objetivo ¢ segmentar os clientes de acordo com caracteristicas valorizadas para a
escolha do produto. O K-means foi o algoritmo utilizado e para a escolha da
quantidade de clusters foi utilizada a analise do somatorio das distancias de cada
ponto ao centro de cluster, esta avaliagdo mostra o nimero de clusters contra o
somatorio das distancias dos pontos aos centros dos clusters, onde ha uma
depressdo ou “joelho”, representa o nimero estimado de clusters a ser utilizado;

e Em (HSIEH, 2004), ¢ apresentado um modelo utilizando Redes auto-
organizaveis de Kohonen para tratar dados bancarios, o objetivo € prever o
comportamento de um cliente existente em relacdo a um produto de crédito
disponivel. E utilizado o algoritmo Apriori apés a clusterizagio para descobrir as
relagdes possiveis entre os atributos, focando em caracteristicas demograficas e

geograficas para a constru¢ao e manutencao da base de clientes mais rentaveis.

Este trabalho apresenta um método para clusterizagio que sintetiza Arvores de
Padrdes Fuzzy (APF) de forma automatica. O método de aprendizado de APF foi
substituido pela Programacdo Genética Cartesiana (PGC). A PGC ¢ um método de
busca global capaz de explorar espacos de busca bastante grandes de forma eficiente ¢ a
representacdo dos programas na forma de grafos pode ser facilmente utilizada para
representar APFs. Foram realizados diversos estudos de casos para obter uma melhor
compreensdo do funcionamento deste método, desenvolver estratégias e avaliar o

desempenho em relagdo a métodos tradicionais de clusterizagdo.

O restante desta dissertagao esta dividido da seguinte forma: o Capitulo 1 apresenta
conceitos dos algoritmos tradicionais de clusterizagdo, o Capitulo 2 introduz as Arvores
de Padrdes Fuzzy, o Capitulo 3 descreve a Programagao Genética Cartesiana introduz as
Arvores de Padrdes Fuzzy, o Capitulo 4 apresenta o modelo proposto, o Capitulo 5
discute sobre os resultados obtidos e o Capitulo 6 apresenta a conclusdo e a sugestao de

trabalhos futuros.
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1 CLUSTERIZACAO

A clusterizagdo ¢ um método que tem como objetivo determinar um nimero
finito de grupos que descrevem conjuntos de dados que estdo agrupados de acordo com
similaridades entre seus objetos.

Para ilustrar o desafio da clusterizagdo, o nimero total de diferentes formas de
agrupamento de n elementos de um conjunto em k clusters, conforme exposto em

(CHIOU, 2001) e (COLE, 1998) equivale a fungao N(n, k) apresentada em:

N(nk) = %Z;(’:)(—l)i(k - D" (1)

E importante observar que hia um crescimento exponencial do numero de
solucdes possiveis para um problema de k-clusterizagao, considerando a equacao (1),
para combinar 10 elementos em 2 clusters, 100 elementos em 2 clusters, 100 elementos
em 5 clusters e 1000 elementos em 2 clusters, tem-se N(10, 2) = 511, N(100, 2) =
6,33825 x 10%° , N(100, 5) = 6,57384 x 1057 ¢ N(1000, 2) = 5,3575 x 10°*% formas
diferentes.

Para o problema de clusterizagdo automatica o nimero total de combinagdes

sofre um incremento significativo, sendo definido de acordo com a equagao:

K
N =S ) (D=0 @

Dessa forma, para um conjunto com 10 elementos, a clusterizagdo automatica
tem que considerar 115.975 diferentes maneiras de combinar os elementos em um
numero de clusters que pode variar de 1 a 10.

Ja a similaridade ¢ comumente definida em termos de o quao "perto" entre si os
dados estdo no espago, sendo assim, normalmente a similaridade ¢ expressa através de
medidas de distancia, que, por exemplo, podem estar relacionadas ao coeficiente de
correlagdo ou a distancia euclidiana.

A "qualidade" de cada cluster pode ser representada em relagdo a méxima
distancia entre dois objetos em um cluster. A distancia do centro ¢ uma medida
alternativa para medir a qualidade do cluster e ¢ definida pela média da distancia de
cada dado para o centro do cluster (HAN, 2001). Diferentemente das fungdes de
distancia baseadas em correlagdo, a distancia euclidiana leva em consideracao a
magnitude das diferencas dos valores dos dados. Dessa forma, ela preserva mais

informagao sobre os dados e pode ser preferivel (LOPES, 2004).
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A similaridade pode ser calculada utilizando a distancia “city-block”
(Manhattan) que corresponde a soma das diferencgas entre todos os atributos de dois
elementos (x e y), ndo sendo indicada para os casos em que existe uma correlagcdo entre
tais atributos (OCHI, 2004).

A similaridade também pode ser dada pela correlagdo de Pearson que ¢ uma
medida para o quao bem uma linha reta pode ser adequada para um gréafico de dispersao
(scatterplot) de x e y. Se todos os pontos no grafico de dispersdo repousam sobre uma
linha reta, o coeficiente de correlacdo de Pearson ¢ ou +1 ou -1, dependendo se a
inclinacao da linha € positiva ou negativa. Se o coeficiente de correlacdo de Pearson ¢
igual a zero, ndo existe correlagdo linear entre x e y. A correlagdo de Pearson
automaticamente centraliza os dados pela subtragdo da média, e os normaliza pela
divisdo pelo desvio padrao. Essa normalizagao ¢ util em varias situagdes, porém existem
casos em que a magnitude dos atributos precisa ser preservada. (LOPES, 2004).

Para cada algoritmo avaliado, uma técnica de calculo de similaridade pode ser
empregada, a escolha da técnica de similaridade afeta a forma com que os grupos sdo
formados, portanto a escolha correta da medida tem papel fundamental no sucesso da
clusterizagdo em encontrar os grupamentos presentes nos dados, como exemplo, para a
analise de documentos ¢ comumente utilizada a correlagao de Pearson descentralizada
ou cosseno do angulo entre dois vetores de dados, a distancia euclidiana ndo ¢ utilizada,
pois os valores dos atributos nao sdo escalares.

Assim, para cada tipo de conjunto de dados sera avaliada a medida que
apresentara a melhor distribui¢do de clusters para o conjunto de dados, nesta avaliagdo
serdo utilizados os indices de avaliagdo que serdo apresentados no final deste Capitulo.

A Figura 2 exemplifica uma representacdo de uma clusterizacao utilizando a

distancia do centro como medida de similaridade.
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Representagao 2-D com 2 clusters de dados

®  Cluster 1
*  Cluster2 .
Centroids

Figura 2: Representacio 2-D com 2 clusters de dados. O centro de cada cluster esta marcado com
“X” (DO AUTOR).

O modelo de clusterizacao ¢ incluido em métodos nao supervisionados, € como
os grupos ndo sao conhecidos preliminarmente, o algoritmo analisa o padrao de dados
de entrada e identifica um agrupamento, podendo analisar dados comportamentais,
identificar grupos de consumidores ou mesmo, sugerir uma solucdo baseada nos
padrdes dos dados. Esta solugdo, se construida corretamente, pode revelar grupos com
distintas caracteristicas e conduzir a uma segmentagao com maior significado e valor
para o negocio (TSIPTSIS, 2011), (HAN, 2011). Pode ser utilizado também para
diversas aplicagdes, como: processamento de imagens (SUMAN, 2008), (FRANEK,
2011), (ZHANG, 2008), bioinformatica (CHENG, 2000), (EREN, 2013), (EISEN,
1998), categorizagao de documentos (YANG, 1997), (LEWIS, 1992).

As técnicas de clusterizagdo podem ser divididas em trés tipos principais:
overlapping (cada dado pode pertencer a mais de um grupo), particional (normalmente,
produzem clusters por meio da otimizacao de uma fung¢do) e hierdrquico (constréi uma
hierarquia de clusters, isto €, uma arvore de clusters). Os dois ultimos sdo relacionados
j& que o modo hierarquico ¢ formado por uma sequéncia de clusters particionais.

Na Figura 3 sdo descritos o exemplo de arvore de clusters utilizacdo os dois

tipos de clusterizagao hierarquica que sera abordada em item posterior.
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Figura 3: Exemplo de arvore de clusters na clusterizacio hierarquica (TSIPTSIS, 2011).

Formalmente, este problema pode ser definido da seguinte maneira: dado um
conjunto formado por X = {x;, x2, ..., xn} , com cada objeto x; possuindo p atributos
(dimensdes ou caracteristicas), ou seja, X, = { x: |, x; >, ..., x; 7}, deve-se construir k
grupos C; = {1, ..., k} a partir de X , onde os objetos de cada grupo sejam homogéneos

segundo alguma medida de similaridade.

Uk,ci=x A3)
CiNCj= @ i,ji=1, ..., ke i#j 4)
Ci + 0i=1,..k (5)

Estas restrigdes determinam, respectivamente, que: o conjunto X corresponde a
unido dos objetos dos grupos, cada objeto pertence a exatamente um grupo e todos os
grupos possuem ao menos um objeto.

Se a condigdo 5 for flexibilizada, as partigdes de dados sdo do modo
overlapping, como o algoritmo Fuzzy C-means que serd detalhada em item posterior
(onde cada dado pode pertencer a mais de um grupo) (SEMAAN, 2012).

Cada algoritmo de agrupamento possui suas proprias caracteristicas, o que gera
uma grande variedade de soluc¢des possiveis para o agrupamento de um determinado
conjunto de dados. Alguns algoritmos possuem parametros livres que influenciam na
particdo obtida, o que gera uma diversidade ainda maior de solu¢des. Dependendo da
aplicagdo, se existir algum conhecimento prévio sobre o conjunto de dados, ele pode ser
utilizado na analise. Também pode ndo ser possivel agrupar toda a base de dados de
uma Unica vez. Nesses casos, ¢ importante que um agrupamento final seja gerado a
partir de agrupamentos obtidos separadamente (NALDI et al, 2009).

Os algoritmos analisados serdo apresentados nos itens que se seguem, todos os

algoritmos foram executados no software Matlab versao R2011a.
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1.1 Métodos Particionais

Os métodos particionais produzem K agrupamentos com de n objetos, geralmente
otimizando uma fung¢ao objetivo. Uma desvantagem do método ¢ que a func¢do objetivo

usada tem como requisito o numero de agrupamentos, K, como entrada.

Os métodos particionais mais conhecidos e utilizados sdo: K-means, K-meddides e

suas variacdes (HAN, 2011).

1.1.1 Redes auto-organizaveis de Kohonen

Os mapas auto-organizaveis de Kohonen, também denominados de SOM (self-
organizing map) sdo considerados uma arquitetura de redes neurais artificiais de
estrutura articulada, com aprendizado competitivo ¢ ndo supervisionado (SILVA;

FLAUZINI, 2010).

Em um mapa auto-organizavel, os neurdnios estdo colocados em nés de uma grade
que ¢ normalmente uni ou bidimensional, os mapas de dimensionalidade mais alta sdao

também possiveis, mas ndo sao tao comuns (HAYKIN, 2011).

Os processos auto-organizados possuem algumas caracteristicas basicas, como:
coletividade, onde unidades que fazem parte deste coletivo competem, com chances de

sucesso semelhantes, por recursos limitados. (COSTA, 1999).

Enquanto o treinamento da maior parte das redes neurais necessita que padrdes de
entrada e padrdes de saida sejam conhecidos (treinamento supervisionado), os mapas
auto-organizaveis de Kohonen utilizam apenas padrdoes de entrada para realizar seu
treinamento (treinamento nao supervisionado). Esse tipo de rede ¢ util em aplicagdes
onde somente os padrdes de entrada sejam conhecidos, nao existindo padrdes de saida

para serem relacionadas a entrada (HONKELA, 1997).

A estrutura de uma rede neural SOM inclui a camada de entrada, camada de saida e
pesos. A camada de entrada contém os nos de entrada , a camada de saida inclui os nés
de saida , além disso, sdo definidos pesos entre a camada de entrada e a camada de

saida (XIAO, 2012).
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As redes SOM utilizam métodos de treinamento competitivo para detectar
similaridade e correlacionar os padrdes do conjunto de dados de entrada, agrupando
esses dados em grupos (clusters). O processo de treinamento competitivo consiste em
“premiar” o neurdnio cujo vetor de pesos estiver mais proximo do vetor de entrada
aplicado a rede. O prémio do vencedor ¢ o ajuste de seus pesos, fazendo com que o
vetor de pesos fique mais proximo do vetor de entrada, de modo que quando uma
entrada semelhante for apresentada, este neurénio tem mais chances de ser o vencedor.
Uma das métricas de similaridade normalmente utilizada ¢ a distancia euclidiana entre

esses dois vetores (SILVA; FLAUZINI, 2010).

O neur6nio que obtiver a menor distdncia em relagdo ao vetor de entrada serad
declarado vencedor e seus pesos serdo ajustados de forma que ele se aproxime ainda

mais do vetor de entrada (SILVA; FLAUZINI, 2010).

As conexoes laterais sdo usadas para que um neuronio vencedor possa influenciar
(colaborar) na resposta produzida pelos demais neurdnios. A influéncia exercida pela
conexao lateral entre dois neurdnios vizinhos serd proporcional a distancia entre eles.
As conexoes laterais sdo fornecidas por mapas topoldgicos de vizinhanga (SILVA;

FLAUZINI, 2010).

A Figura 4 mostra duas topologias para a implementacdo do mapa auto-
organizavelFigura 4: Exemplos de topologias linear (a) e em duas dimensdes (b)

(SILVA; FLAUZINI, 2010).

(a) possui n neurdnios organizados em uma dimensdo, enquanto que na Figura 4:

Exemplos de topologias linear (a) e em duas dimensdes (b) (SILVA; FLAUZINI, 2010).

(b) os neurdnios estdo organizados em um mapa de duas dimensdes. Nas duas
Figuras o vetor de X=x;.. x,, representa o dado de entrada que sera apresentado a todos

os neurdnios da topologia (SILVA; FLAUZINI, 2010).
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Figura 4: Exemplos de topologias linear (a) e em duas dimensdes (b) (SILVA; FLAUZINI, 2010).

Adicionalmente a topologia, ¢ necessario especificar o critério de vizinhanga entre
os neurdnios. Essa informagdo ird indicar como 0s neurdénios irdo cooperar com seus

vizinhos (SILVA; FLAUZINI, 2010).

Considerando que um determinado neurdénio venceu a competigdo, para uma
amostra de entrada, seu vetor de pesos e dos seus vizinhos serdo ajustados. O maior
ajuste sera feito para o neurdnio vencedor, ao passo que seus vizinhos serdo ajustados

com taxas menores (SILVA; FLAUZINI, 2010).

O mecanismo de Kohonen funciona da seguinte forma: os pesos sindpticos iniciam
contendo valores aleatoriamente baixos, ¢ um sinal de entrada x (com valores que
representam uma informacao qualquer) € provido para a rede sem que se especifique a
saida desejada (caracteristica da rede ndo supervisionada). O sinal de entrada X com

dimensao m ¢ descrito como (GONCALVES, 2007):
X =[x, %3 o, xm]" (6)

A rede consiste essencialmente de duas camadas: uma camada de entrada / e uma
camada de saida U (camada de Kohonen). A entrada da rede corresponde a um vetor p-
dimensional, X, geralmente no espago R”. Todas as p componentes do vetor de entrada
alimentam cada um dos neuronios do mapa. Cada neurénio i pode ser representado

~ — __ T 4
entdo por um vetor de pesos W, = [wj, Wiz, ..., Wi]' também no espago p-
dimensional possui a mesma dimensdo do vetor de entrada. Para cada padrdo de entrada

um neurdnio € escolhido o vencedor, ¢, usando o critério de maior similaridade

(COSTA, 1999):

1% — well = min{llx; — w,I} (7)
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A representagdo da distancia Euclidiana é dada por ||.[|, ja os pesos do neurdnio
vencedor, juntamente com os pesos dos seus neurdnios vizinhos, sao ajustados de

acordo com a seguinte equagdo (COSTA, 1999):
w,(t+1) = w(0) + he(O[x() —w, ()] ®)

Na equacgdo 8, ¢ indica a iteragdo do processo de treinamento, x(t) é o padrdo de

entrada e h.;(t) é o nucleo de vizinhanga em torno do neurdnio vencedor.

Ao final do treinamento espera-se que o mapa esteja topologicamente ordenado, ou
seja, n; padroes que estejam proximos no espaco p-dimensional de atributos devem ser
mapeados em neurdnios que estejam proximos no espago do grid, geralmente no mesmo
neurénio ou em neurdnios vizinhos, porém dois neurdnios vizinhos no espaco do grid

podem estar distantes no espago de atributos (COSTA, 1999).

Na Figura 5, gerada a partir do software Matlab ¢ a representacdo da matriz U, as
linhas vermelhas conectam neuronios vizinhos. As cores nas regides que contém as
linhas vermelhas indicam as distancias entre os neurdnios, as mais escuras representam

distancias maiores e as mais claras representam distancias menores.

SOM Neighbor Weight Distances

Figura 5: Representacio das distincia entre os neurénios (DO AUTOR).

Uma vez garantido que ndo sejam observadas mudancas significativas no mapa
formado, a convergéncia do seu algoritmo de aprendizagem que pode ser realizada, o
arranjo de neurénios do SOM reflete caracteristicas estatisticas importantes do espago
de entrada. As principais propriedades da rede podem ser resumidas como seguem

(HAYKIN, 2001):
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e Aproximacdo do espaco de entrada: o SOM tem como objetivo basico
armazenar um conjunto grande de vetores de entrada encontrando um
conjunto menor de prototipos (vetores de pesos sindpticos w;) de modo a
fornecer uma boa aproximacao para o espago de entrada original;

e Ordenacdo Topolodgica: ao realizar o mapeamento nao-linear dos vetores de
entrada para o arranjo de neurdnios da rede, o algoritmo do SOM tenta
preservar ao maximo a topologia do espago original, ou seja, procura fazer
com que neurdnios vizinhos no espago de saida apresentem vetores de pesos
que representem padrdes vizinhos no espago de entrada;

e (asamento de Densidade: o mapeamento efetuado pelo SOM reflete a
distribuicdo de probabilidade dos dados no espago de entrada original.
Regides do espaco de entrada de onde os vetores de amostra sdo retirados
com uma alta probabilidade de ocorréncia sdo mapeadas para dominios
maiores no espago de saida, e, portanto, com melhor resolugcdo que regides
no espaco de entrada de onde vetores de amostra x sdo retirados com uma

baixa probabilidade de ocorréncia.

O algoritmo pode ser descrito simplificadamente conforme abaixo:
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1. Inicio: Gerar os vetores de pesos iniciais x;,i=1,..,n, onde n é o numero
de neurdnios;

2. Um padrdo de entrada x;= @a,fp”,ﬁJ, X, € RP & selecionado
aleatoriamente de todo conjunto de padrdes;

3. Uma funcdo de ativacdo é usada para calcular o estado de cada neurdnio

i em relagdo ao padrdo Xi.Usando a distédncia euclidiana, tem-se:

p

d (my, x) = Z[xkj(t) - Xy (t)]z

j=1
4. O neurdnio vencedor, ¢, é escolhido de acordo com a equacdo:
1X = well = min{llx; — wll}

5. Os pesos sindpticos do neurdnio vencedor, ¢, como também os pesos dos
neurdénios que estdo dentro da vizinhanca de ¢ sd&o atualizados através
da equacgéo:

wi(t+1) = W) + h(@©[x(t) —w, ()]

6. O termo h¢.é uma funcdo decrescente com o tempo e com a disténcia do
neurénio i ao neurénio vencedor ¢, formado pela taxa de aprendizado a(t),
funcdo de vizinhanca h(d,t)er; é a posicdo do neurénioi na camada de
Kohonen:

hei(t) = a(O).h(lre — il )

7. Repetir de 2 a 5 até o algoritmo de treinamento convergir.

Figura 6: Algoritmo simplicado Kohonen (COSTA, 1999).

1.1.2 K-means

O método K-means ¢ muito popular para clusterizacdo em geral (ZHA, 2001), seu
objetivo ¢ a minimiza¢dao de uma medida de custo, que ¢ o somatério das distancias dos
padrdoes de um grupo aos seus respectivos centros, ou seja, minimizar a varidncia. A
minimizagdo do custo garante encontrar um minimo local da fungdo objetivo, que

dependera do ponto inicial do algoritmo (DE CASTRO, 2002).

O método requer que se determine previamente o nimero de clusters que deve ser
formado, por isso, ¢ necessario que se faga muitos testes para validar o modelo, a
solucdo o6tima requer uma analise preliminar e a avaliacdo de diferentes solucdes (HAN,

2011).
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O algoritmo K-means utiliza como medida de similaridade mais comum a distancia
euclidiana e iterativamente calcula a distancia entre todos os dados. O processo se inicia
selecionando k dados iniciais como centros de clusters, cada dado ¢ agrupado para o
cluster mais proximo. A medida que novos dados sio adicionados ao cluster, o centro é
recalculado para refleti-los, este processo iterativo ¢ repetido até a convergéncia e

finalizagdo da migracdo dos dados entre os clusters (HAN, 2011).

Normalmente, os clusters sdo obtidos pela otimizagdo de uma funcdo objetivo e a
aproximacao dos dados pode ser analisada a partir da formagdo de uma matriz de

distancia ou das similaridades de acordo com a métrica de distancia estabelecida.

Embora o algoritmo convirja sempre, quando os grupos nao sdo hiperesféricos e
bem separados, ele pode ndo encontrar o agrupamento ideal, isto ¢, obtem-se um
minimo global da fun¢do objetivo. O maior problema com este algoritmo ¢ que ¢
significativamente sensivel a selecao inicial dos centros dos grupos podendo convergir
para um sub-6timo local da fung¢do objetivo se os centrdides ndo forem bem escolhidos
inicialmente. Uma solugdo para tentar reduzir este efeito ¢ executa-lo multiplas vezes e

escolher o agrupamento de dados que minimize o erro quadratico (DUARTE, 2008).

Este algoritmo s6 pode ser aplicado a dados que possibilitem definir a média de
cada um dos grupos, além de ndo ser apropriado para descobrir grupos com formatos
ndo convexos ou grupos de tamanhos muito diferentes. Além disso, o método k-means
tem sensibilidade quando existirem outliers na distribuicdo de dados, (GANDHI, 2014)
j& que um pequeno numero deste tipo de dados pode influenciar substancialmente o
centroide do grupo, uma vez que este ¢ representado pela média, que ¢ uma medida

bastante sensivel a outliers (DUARTE, 2008).

Este método de clusterizagdo ¢ muito usado em analise exploratoria de dados e
mineracao de dados em qualquer campo de pesquisa, especialmente com o crescimento
da capacidade computacional alinhado ao aumento da ocorréncia de grande base de
dados. Por ser de facil implementacdo, eficiente computacionalmente e com baixo
consumo de memoria, ¢ um algoritmo muito utilizado para clusterizagao, podendo ser
usado como etapa inicial para algoritmos com maior complexidade computacional

(COSTA, 1999).

O algoritmo pode ser descrito simplificadamente conforme abaixo:
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1. Inicio: Escolher o numero de agrupamentos, K, e os valores iniciais dos
K protétipos ou vetores de média, X,x(0), k =1,2,..,K. Outros pardmetros que
podem fazer parte da inicializados do algoritmo: o numero maximo de
iteracdes, thix € um valor para erro, &;

2. Para t=1,..,tgix, classifique os objetos x;i=1,2,..,n, como pertencentes
ao agrupamento C, que satisfaca a equacdo:

— — 2 ..
up) =1 |lx;— x t-D|? < ||xi— X, (t—1)|| Jk#j,j=1,2,...,K.

3. Determine o valor da funcdo objetivo com a particdo obtida, minimizacéo
do erro quadréatico;

4. Recalcule os vetores de médias, x((0), k=1,2,..,K,baseado na informacao
uy (t);

5. Repetir os passos 2 a 4 enquanto t < tpmay ou Up(t)— up( —1) #0 ou
|EZ () — Egt—1)|>¢.

Figura 7: Algoritmo simplicado K-means (COSTA, 1999).

Considerando um conjunto de dados conforme Figura 8 (a). Seja K=3 e
considerando o algoritmo da Figura 7, escolhe-se arbitrariamente trés objetos como os
trés centros iniciais de grupo (marcados com um “+”’), cada objeto ¢ incluido no grupo
com centro mais proximo, tal distribui¢do forma silhuetas em circulo como se vé na

Figura 8 (a) (DUARTE, 2008).

Este novo agrupamento ird procurar uma atualizacdo dos centros de massa dos
grupos. Isto ¢, o valor médio de cada grupo ¢ recalculado baseado nos objetos que ficam
no grupo. Relativamente a estes novos centros, os objetos sdo redistribuidos pelos
grupos com centro mais perto. Tal redistribui¢do forma novas silhuetas em forma de

circulo com curvas tracejadas, como se mostra na Figura 8 (b) (DUARTE, 2008).

Este processo ¢ iterativo, conduzindo a Figura 8 (c), quando ndo se verifica

nenhuma redistribui¢do dos objetos o processo termina (DUARTE, 2008).
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Figura 8: Exemplo de clusteriza¢cio com o algoritmo k-means (DUARTE, 2008).
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1.1.3 Fuzzy C-means (FCM)

O algoritmo FCM tem como objetivo encontrar grupos fuzzy para um conjunto
de dados. Para alcangar este objetivo, o algoritmo precisa minimizar uma funcao que diz
respeito a minimizagdo das distancias entre os dados e os centros dos grupos aos quais
tais dados pertencem com algum grau de pertinéncia (YONAMINE, 2002) (XU, 2005).

Um conjunto fuzzy A definido no universo de discurso X ¢ caracterizado por uma
fungdo de pertinéncia pa, a qual mapeia os elementos de X para o intervalo [0,1].

No algoritmo, k£ agrupamentos sao representados como um conjunto C={Cj, ..,
Ci} de vetores chamados “prototipos” e determinam os centros dos clusters. Cada vetor
prototipo sempre estd associado a representagdo de um grupo do conjunto de dados e,
para isso, deve residir no mesmo espaco R’ que os dados do conjunto. O conjunto C ¢

representado por uma matriz de dimensao & x p.

O objetivo do algoritmo ¢ a busca de uma configuragdo 6tima de parametros para

minimizar Jey (U, C), que € dado por:
Jew (U ©) = Bfeq By ud(C, 5)? ©)

Este indice de desempenho mede, para todos os elementos, a soma das distancias
ponderadas de cada elemento a cada um dos centros de cluster da particdo. Quanto

menor o valor de Jeum (Uy, C), melhor a partigao fuzzy.

Na formula, d(a), x;) ¢ a distancia euclidiana entre o vetor de dados X, e o prototipo

-
do grupo €, , ¢ ¢ o nimero de grupos a ser determinado pelo algoritmo, #» ¢ o nimero de
dados no conjunto de dados e Uj, ¢ chamada “matriz de particdo”, de dimensdes ¢ x n.

Esta matriz ¢ definida por:

U1 0 U
Uh= . . .

Ugi ° Ugn

Nesta matriz de parti¢do, cada elemento uj; esta entre 0 € 1 e indica a associagdo de

um dado a um grupo. Um dado X; estd associado ao grupo representado pelo prototipo

—

C, se uj; para este cluster for maior que para os outros.

Com o processo de minimizagao, os dados s@o associados aos grupos de forma que,

quanto menores forem as distincias entre o dado X e o vetor prototipo € associado a ele,
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menor ¢ o valor da equacao (10). Este processo deve obedecer a condigdo abaixo que
garante que a soma das pertinéncias de um dado uj; a todos os grupos de C seja igual a
1, onde cada coluna da matriz de parti¢ao deve possuir o valor 1 em uma e somente uma

célula:
th(=1ul'j = l,V] € 1, ey, L (10)

Adicionalmente, uma segunda restrigdo ao processo de otimizagdo de Jcm visa
garantir que todos os grupos possuam, no minimo, um dado associado. Esta restricdo ¢
dada pela equagdo (11) de forma que cada linha da matriz de particdo deve possuir o

valor 1 em pelo menos uma célula.
Z;‘l=1uij = 1,Vl' €l,..,c. (11)

As equacgdes (12) e (13) sdo implementadas no processo de minimizagdo de Jeu,

onde a atualizacdo de Uy, ¢ dada por:

U;:

t+1={ Maior valor de pertinéncia, se i = argminled(a), i]’) (12)
ij

Menor valor de pertinéncia, caso contrario.

tr1

ij € o valorda

Em (12) ¢ ¢ o contador de iteragdes do processo de otimizacdo e u

pertinéncia do dado j ao grupo i na iteragdo #+1, faz com que cada dado seja associado

ao grupo cujo prototipo que possui a menor distancia dentro todos os prototipos.

Ja, em (13) a atualizagdo de C estabelece novos vetores prototipos para grupos de

acordo com a média de todos os vetores de dados associados a eles.

—>t+1_ Z?:luijx_j)

L n
j=1

(13)

uij

O resultado deste algoritmo ¢ dependente da inicializacdo do pardmetro ¢ e do
conjunto de vetores protdtipos C e a vantagem relacionada a ambiguidade mantém mais

informagdo em relagdo aos dados (LU et al, 2013).

O algoritmo pode ser descrito simplificadamente conforme abaixo:
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1. Inicio: Determinar a quantidade de partic¢des k e um valor pequeno e
positivo para um erro maximo,€&, permitido no processo;

2. Inicialize o conjunto de protdétipos C aleatoriamente, escolhendo c
dados do conjunto ou inicialize tais vetores escolhendo
aleatoriamente ¢ dados do conjunto de dados;

3. Inicialize o contador de iteracdes t como t = 0;

4. Calcular U, segundo equacdo:

- —
t+1_ ) Maior valor de pertinéncia,se i = argmm{‘:ld(cl, X )

u
1 oA . 7o
) { Menor valor de pertinéncia, caso contrario.

5. Calcular C segundo equagédo:

—>t+1_ Z]p:l Ujj f{

1 n_ .
j=1 Wij

6. Repetir os passos 4 e 5 enquanto ”C“)— C“_D” <é¢€

Figura 9: Fuzzy C-means (PERES, 2012).

1.1.4 K-meddbides

Devido ao método k-means ter sensibilidade quando um outlier for inserido, na
distribuicao de dados, este método busca solucionar esta questdo alterando o calculo
para o dado mais centralizado no cluster, medoide, ao invés de um centro médio

(GANDHI, 2014).

O algoritmo Partitioning Around Medoids (PAM) ¢ iniciado com a selecdo de &
dados aleatoriamente que sao definidos como medoides representando k clusters e todos
os dados restantes sdo agrupados de acordo com a menor distdncia das medoides. Apos
este processo, uma nova medoide ¢ determinada de forma a representar mais

precisamente o cluster e todo o processo ¢ repetido (GANDHI, 2014).

O objetivo € que apos analisar todas as medoides e dados que o algoritmo escolha o
par que aperfeigoa a qualidade global da clusterizagdao e realize a troca (IBRAHIM,

2013) e o processo continua até nenhuma medoéide ser alterada (GANDHI, 2014).
Um exemplo simples para uma funcao objetivo pode ser dada pela equagdo (18):

E=3K,Di (18)
Na equacdo (18) Di ¢ a soma das distancias euclidianas entre cada membro de um
cluster i ¢ o medodide correspondente. Se os clusters sao homogéneos € compactos, o

que ¢ desejavel, os valores de Di para cada cluster tendem a ser pequenos. A fungao
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objetivo, neste caso, deve ser minimizada, para produzir um bom resultado dentro de

um processo de otimiza¢do (RENNO; SOARES, 2000).

O algoritmo pode ser descrito simplificadamente conforme abaixo:

1. Inicio: Escolher o numero de agrupamentos, k e a base de dados com n
elementos.

2. Escolher, arbitrariamente, k elementos da base de dados como as
meddides iniciais dos grupos;

3. Atribua cada elemento remanescente ao grupo com a meddide mais proédéximo;
4. Aleatoriamente, selecione um elemento que n&o esteja como meddide, r;

5. Calcule o custo total, E, de trocar a meddide Oj pelo elemento r;

6. Se E < 0 entdo troque Oj por r para formar o novo conjunto de k-
meddides;

7. Repetir os passos 2 a 6 enquanto até que ndo haja mudanca de objetos de

um grupo para outro.

Figura 10: Algoritmo k-medoides (GANDHI, 2014).

Para um grande conjunto de dados, o algoritmo PAM funciona ineficientemente,
exemplificando esta afirmacgdo, para cada medodide, serdo investigados (n — k)
possibilidades de troca, no caso de um conjunto de dados de 1000 objetos e definindo

10 clusters, seriam avaliadas 9.900 trocas em cada iteracdo do algoritmo.

Devido a questdo acima, Kaufman e Rousseeuw também propuseram o algoritmo
Clustering for Large Applications (CLARA) que utiliza uma amostra contendo m dos k
objetos e realiza o algoritmo PAM sobre ela, de forma a determinar os k-medoéides que
minimiza e utilizando apenas m objetos. Entdo, definidos os medoides, os (k —m)
objetos restantes sdo agrupados, em funcdo da menor dissimilaridade em relacao ao
conjunto de medodides. Se a amostra ¢ bem realizada, e consequentemente
representativa, os medoides determinados sobre a amostra tendem a se aproximar no
espaco de atributos dos medodides que seriam obtidos considerando todo o conjunto de k

objetos (RENNO; SOARES, 2000).

O algoritmo CLARA ¢ bem mais rdpido que o PAM, pois examina apenas um
subconjunto de k-meddides possiveis, mas a qualidade do dependente da qualidade da

amostra e sua aplicabilidade cresce junto com o niimero de objetos a serem analisados

(RENNO; SOARES, 2000).
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1.2 Métodos Hierarquicos

Desenvolvidos inicialmente no campo da biologia, as técnicas hierdrquicas
ganharam popularidade devido a fatores como versatilidade, simplicidade e variedade
de métodos disponiveis, como também ao aspecto intuitivo de que graus relativos de
semelhanca entre os objetos poderiam ser visualizados em uma representacao

hierarquica, como, por exemplo, em uma arvore (COSTA, 1999).

A base da clusterizacdo hierarquica ¢ que a solugdo produz uma sucessao de
particoes, cada qual correspondendo a um diferente numero de agrupamentos, nao
requer que seja definido um nimero a priori de agrupamentos. Através da analise do

dendrograma pode-se inferir o nimero adequado de agrupamentos (EVERITT, 1993).

Os métodos hierarquicos requerem uma matriz contendo as métricas de distancia
entre os agrupamentos em cada estdgio do algoritmo; esta matriz ¢ conhecida como
matriz de dissimilaridades entre agrupamentos. Como ilustragdo, a matriz de
dissimilaridades em um estagio do algoritmo com trés agrupamentos (C;, C> e C3) pode

ser exemplificada na Tabela 1:

Tabela 1: Exemplo de matriz de dissimilaridade (DO AUTOR, 2016).

C |G |G

Ci| 0 ]01]05

C |01 0 |07

C|05107] 0

Pela Tabela 1 ¢ possivel observar que C; e C> tem menor dissimilaridade que C> e

Cs.

Os métodos hierarquicos sdao subdivididos conforme abaixo exemplificados na

Figura 11:

e Mc¢étodos aglomerativos considerados no préximo item, que consideram no

inicio que os # objetos sdo n subgrupos e por meio de unides sucessivas, uma
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de cada vez, chega-se a um unico agrupamento contendo todos os objetos no
final do processo (COSTA, 1999);

e Mc¢étodos Divisivos sao menos comuns entre os métodos hierarquicos devido
a sua ineficiéncia e exigéncia computacional maior que os métodos

aglomerativos (COSTA, 1999).

Aglomerativo
Passo 1 Passo 2 Passo 3 Passo4

v

{"’f }
(i) pas
R | | | |
Passo 4 Passo 3 Passo 2 Passo 1 Passo ()

Divisivo

Figura 11: Agrupamento hierarquico aglomerativo e divisivo (DUARTE, 2008)

1.2.1 4lgoritmo Hierarquico Aglomerativo

As técnicas aglomerativas operam geralmente sobre uma matriz de similaridades ou
dissimilaridades, Dij = (i,j = 1, 2, ..., n) produzindo uma sequéncia de parti¢des dos
dados, P™, P™ ..., Pl. A primeira particdo consiste de n agrupamentos contendo um
elemento apenas e a ultima, consiste de um agrupamento contendo todos os n objetos

(EVERITT, 1993).

Em (WILLIAMS, LANCE, 1967) foi desenvolvida uma férmula de recorréncia
generalizada que permite a determinacdo das novas distancias entre o agrupamento
formado (Cy) e todos os [ agrupamentos, Dy;, onde C, = C; U Cje(; € outro
agrupamento qualquer. A féormula (19) apresenta a vantagem de necessitar, em cada
estagio da analise, apenas das informagdes da matriz de similaridades (ou
dissimilaridades) do estdgio anterior e funciona para muitos métodos aglomerativos,

onde os pardmetros a;, @;, f e y definem cada um dos métodos:
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Dkl = ai'Dki + aJDjk + IBDU + Y'|Dik - D]k| (19)

Os parametros «a;,@;, f ey definem as principais técnicas aglomerativas e sdo

apresentadas a seguir, adicionalmente a Tabela 2:

e Ligacdo simples (individual): também denominado de método dos vizinhos mais
proximos, ¢ caracterizada por considerar a dissimilaridade entre dois
agrupamentos C; ¢ C; como a menor dissimilaridade dentro de cada par de
objetos (COSTA, 1999). E mais indicado quando os clusters ndo tem a forma
hiperesférica e nem hipereliptica (EVERITT, 1993);

e Ligacdo completa: o procedimento de ligacdo completa ¢ semelhante ao da
ligacao simples ou individual, exceto em que o critério de agrupamento se baseia
na distancia maxima entre individuos em cada agregado e representa a menor
esfera (didmetro minimo) que pode incluir todos os objetos em ambos os
agrupamentos. Todos os objetos em um agrupamento sdo conectados um com o
outro a alguma distdncia maxima ou similaridade minima (MACIEL, 2008);

e M¢édia das ligagdes: o agrupamento ¢ caracterizado pela média de todas as
dissimilaridades entre os seus membros, sendo menos sensivel a outlier que o
item anterior ¢ gerando agrupamentos mais homogéneos do que o método de
ligagdo simples (COSTA, 1999);

e Me¢étodo de centroide: a distdncia entre dois agrupamentos ¢ a distancia entre
seus centroides, geralmente euclidiana. Neste método, toda vez que os
individuos sdo reunidos, um novo centroide ¢ computado, também existe uma
mudancga no centroide do cluster toda vez que um novo individuo ou um grupo
de individuos ¢ acrescentado a um cluster existente (MACIEL, 2008);

e M¢étodo Ward: propde que os agrupamentos sejam formados objetivando
otimizar um critério, a fusdo entre agrupamentos em geral prioriza a unido dos
grupos que minimiza a varidncia ou a soma dos quadrados dos desvios (ou
distancias) em relagdo a média dentro dos agrupamentos. Este método tem uma
tendéncia a formas agrupamentos com o mesmo numero de objetos (COSTA,

1999).

No caso do método Ward a proximidade entre dois grupos ¢ definida como o
aumento no erro quadratico que resulta da jungdo de dois grupos e o calculo do aumento

no erro quadratico na junc¢ao de dois grupos ¢ calculado como disposto na equacao (20):
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A(A+ B) = YicausllXi — Maypll?-ZieallX; — myll? = X epll®; — migll* =

ngpng — = 2
e lm, — mpl| (20)

Tabela 2: Comparacio entre os métodos hierarquicos (DO AUTOR, 2016).

Método a; B y

Ligacdo simples 0.5 0 -0.5

Ligacgdo completa 0.5 0 0.5

Média das ligagdes i 0 0
il + 1)1

Centroide [l lil. 1jl 0
il + 1)1 (el + 1jD?

Ward lil + |k| |k 0

lil+ 1l + [kl lil+ 1l + [kl

O dendrograma ¢ a representagao grafica, em forma de arvore, da estrutura dos
agrupamentos, onde as folhas representam os clusters formados por apenas um
elemento. A medida que a altura da arvore cresce, os dados juntam-se para formar

clusters maiores até que todos fagam parte de um mesmo cluster (EVERITT, 1993).

25

Figura 12: Dendrograma (DO AUTOR).

O algoritmo pode ser descrito simplificadamente conforme abaixo:
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Inicio: Conjunto de dados X com n objetos;

Calcular a matriz de similaridades nxn a partir do conjunto de X;

Enquanto ndo se verificar a condigdo de término, repetir de 4 a 7:

Atribuir cada objeto X a um grupo (n grupos);

Calcular a métrica de ligagdo (medida de similaridade) entre todos os

pares de grupos de forma a encontrar o par de grupos mais semelhantes;

6. Fundir o par de grupos mais semelhantes com o objetivo de formar novo
grupo;

7. Atualizar a matriz de similaridades: suprir as linhas e as colunas
correspondentes aos grupos fundidos e adicionar uma linha e uma coluna
correspondente as similaridades entre o novo grupo e 0S grupos ja
existentes anteriormente;

8. Construir dendrograma com base nas fusdes efetuadas.

Figura 13: Algoritmo hierarquico aglomerativo (DUARTE, 2008).

Uma das principais desvantagens de métodos hierarquicos ¢ que a fusdo de
agrupamentos em um determinado estagio ndao podera ser corrigida em estagios

posteriores (MACIEL, 2008).

1.3 Métodos Baseados na Densidade

Existem situacdes em que a distribuicdo de dados apresenta diferencas de densidade
e os métodos acima ndo apresentam resultados satisfatorios, sendo preferencial a
utilizacdo de métodos baseados na densidade, pois atingem melhores resultados

(CAMILO, SILVA, 2009).

1.3.1 Density Based Spatial Clustering of Applications with Noise (DBSCAN)

Os algoritmos de agrupamento baseados em densidade t€ém como objetivo a
determinagdo de regides de alta densidade de objetos separados por regides de baixa
densidade (SEMAAN et al, 2012). O algoritmo DBSCAN pode identificar clusters em
grandes conjuntos de dados, verificando a densidade local de elementos presentes nos
mesmos. Além disso, o usuario recebe uma sugestao sobre qual o valor do pardmetro
que seria adequado, requisitando a necessidade de um conhecimento minimo do
dominio, ¢ capaz de descobrir grupos de formatos arbitrarios em bases de dados

espaciais ¢ com ruidos (FERREIRA et al, 2015). Ele também pode determinar qual
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informacao deve ser classificada como ruido ou outlier. Apesar disso, o seu

processamento € rapido e escalar com o tamanho da base de dados (ESTER, 1996).

O algoritmo utiliza-se de um conceito de densidade tradicional baseada em centro,
ou seja, a densidade de um objeto x; ¢ a quantidade de objetos em um determinado raio

de alcance de x;, incluindo o préprio objeto (SEMAAN et al, 2012).

A abordagem da densidade baseada em centro realiza a classificagdo dos objetos em

(SEMAAN et al, 2012) da seguinte forma:

e Interiores (ou centrais) que sdao objetos que pertencem ao interior de um grupo
baseado em densidade;

e Limitrofes, que ndo ¢ um objeto central, mas ¢ alcangdvel por ao menos um
objeto central, ou seja, esta dentro do raio de vizinhanga de algum objeto central;

e Ruidos que sdo os demais objetos que ndo sdao centrais € nem estdo na

vizinhanca de um objeto central.

A Figura 14 ilustra a classificacdo dos objetos no algoritmo DBSCAN.

Ponto de borda Ponto dendcleo
Ruido P

5 o / b [']

L ]
! F : 1\ s \
' - I w n A o |
r‘V . 'I ¢ | \ Y /
. 0 - 3 ] ; ‘s - G - e

Figura 14: Classificacdo dos objetos ( adaptado de TAN et al, 2005)

E necessario especificar o parametro Eps que ¢ valor que descreve a medida de
proximidade, isto €, quantos pontos vizinhos préximos um par de pontos necessita ter
em comum para serem considerados proximos, ou seja, raio maximo da vizinhanga. Ja o
parametro MinPts ¢ valor relativo da densidade minima, ou seja, nimero de vizinhos
proximos que um ponto precisa ter para ser considerado “ponto de nucleo”. Assim, as
regides com alta densidade sdo definidas como clusters separados por regides sem ou

com pouca densidade (NAGPAL, 2013).
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Idealmente tem-se que saber os parametros Eps ¢ MinPts adequados, pois pode-se
recuperar todos os pontos que sdo alcangaveis por densidade a partir de um dado ponto
usando os parametros corretos, tornando o algoritmo DBSCAN muito sensivel aos

parametros definidos pelo usuario (TAN et al, 2005)

O algoritmo pode ser descrito simplificadamente conforme abaixo:

1. Inicio: Definir os valores Eps e MinPts;

2. Arbitrariamente selecionar um ponto central;

3. Recuperar todos os pontos alcangédveis do centro, respeitando os
parametros: Eps e MinPts.

4. Se o ponto é de interior, um cluster é formado;

5. Se o ponto é limitrofe ou n&o alcancavel pelo ponto central deve ser
analisado o préximo ponto da base de dados;

6. Continuar o processo até todos os pontos serem processados.

Figura 15: Algoritmo DBSCAN (TAN et al, 2005).

GUHA (1998) afirma que o algoritmo DBSCAN também sofre do problema de falta
de robustez que atinge os métodos hierdrquicos de clusterizagdo que utilizam todos os
objetos, ¢ como o método nao desempenha qualquer etapa de pré-clusterizagdao e
trabalha diretamente sobre a base de dados inteira, ele pode ter alto custo computacional
no caso de bases de dados grandes. O autor ainda diz que métodos baseados em
densidade usando amostragem aleatoria para reduzir o tamanho da entrada podem nao
ser possiveis. A razao para isto ¢ que o tamanho das amostras deve ser grande, para que
ndo existam variagdes substanciais na densidade dos objetos dentro de cada cluster na

amostra utilizada em relacdo a populacao total (TAN et al, 2005).

1.4 Comparaciao entre os métodos

Na Tabela 3 ¢ realizada a comparagao das principais caracteristicas dos métodos de
clusterizagdo tradicionais.
E possivel tratar dados categoricos utilizando a técnica “1 para N”. Por exemplo, um
29 99

atributo possui trés opcoes (N=3) de valor categorico (“professor”, ”técnico” e “aluno”),

o mesmo serd traduzido em trés atributos e serd codificado da seguinte forma:
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“professor”: 100, “técnico: 010” e “aluno”: 001. Esta técnica aumenta a dimensao dos

dados.
Tabela 3: Comparacio entre os métodos (DO AUTOR, 2016).
K-means FCM K-medoids Aglomerativo DBSCAN SOM
(PAM)
Hiperparametros Quantidade Quantidade de Quantidade | Quantidade de Raioe Vetores
de entrada de clusters clusters de clusters clusters. quantidade de pesos
minima de iniciais e
objetos na forma do
vizinhanga Mapa.
Outliers Sensivel Sensivel Naio sensivel Dependente Nio Sensivel
da técnica sensivel
escolhida
. L. . L. . . Hiperesférico . .
Formato do Hiperesférico Hiperesférico Hiperesférico Arbitrario Esférico
e arbitrario
cluster
Fungdo Objetivo E=Y ||xi — Jem (Un, C) = E= Z{.‘zl Di Nao ha Nao ha Nao ha.
mil |2 fo1 27=q u;d(
G357
Complexidade O(Kn) Variavel O(K(n-K)?» O(n? log(n)) O(nlogn) Variavel

1.5 Indicacoes de validade

Nas avaliagdes experimentais dos algoritmos de agrupamento sdo usados

frequentemente conjuntos de dados com apenas duas ou trés dimensdes, para que se

torne possivel verificar visualmente a validade dos resultados obtidos, porém, no caso

de conjuntos de dados multidimensionais (mais do que trés dimensoes), a visualizagao

eficaz do conjunto de dados usando ferramentas de visualizacdo ¢ mais dificil para

identificar grupos em espacos de elevada dimensionalidade. O escalonamento

multidimensional (MultiDimensional Scaling — MDS) ¢ constituido por um conjunto de

técnicas estatisticas usadas frequentemente na area da visualizagdo de informacao, de

forma a explorar, similaridades e dissimilaridades nos dados. A partir de uma matriz de
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similaridades entre os objetos de dados, as técnicas de escalonamento multidimensional
atribuem uma localizacdo de cada objeto num espaco dimensional menor, apropriado

para a visualizagao (DUARTE, 2008).

O objetivo das medidas de validade ¢ aferir o quanto um determinado agrupamento
de dados corresponde a estrutura natural dos dados. Nesta analise existem as seguintes
propriedades principais que sdo seguidas na maior parte dos indices: a dispersdo, que
avalia o quanto os objetos de um grupo estdo proximos e outros objetivos do mesmo
grupo, como medida usual tem-se a variancia e a separacdo que avalia o quanto os

grupos estdo afastados entre si (DUARTE, 2008).

1.5.1 Coeficiente de Silhouette

O valor da silhouette para cada ponto ¢ a medida do quao similar este ponto ¢ em
relagdo os outros pontos do mesmo cluster. Esta medida ¢ definida de acordo com as

equagoes (20) e (21) (DUARTE, 2008):

N bD-w(D)
s = o owdd 1)

b(i) = min {(B(, k)} (22)

Na equacgdo (21) w(i) é a média da distancia do ponto i-ésimo para os outros pontos
do mesmo cluster ¢ B(i, k) é a média da distancia desde o ponto i-ésimo para os pontos

de um outro cluster (DUARTE, 2008).

Esta medida varia desde +1, indicando pontos que estdo em uma distancia muito
proxima dos clusters vizinhos, “0”, que indica pontos que ndo possuem clusters
definidos e -1 que indica pontos que provavelmente estdo dispostos no cluster incorreto

(DUARTE, 2008).

Por defini¢do, este método nao pode ser utilizado quando ¢ definido somente um
cluster para o conjunto de dados, ja que w(i) = 0 para todo i e, por sua vez, s(i) =

1 para todo i (DUARTE, 2008).
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1.5.2 indice de Davies e Bouldin

Considere-se Sc;c; uma medida de similaridade entre dois grupos C; € Cj, baseada

numa medida de dispersdo de um grupo C; (dispci) e numa medida de dissimilaridade

. dispcl.+ dispcj
entre dois grupos C; € C; (dcicj) e e
itj

O indice de Davies e Bouldin (DB) define-se como:
1
DB = —¥ilisc, (23)

Na equacio (23), S¢, = max; j-1,.k, i» jScics valores baixos de DB indicam grupos

dissimilares, ja que DB representa a similaridade média entre cada um dos grupos do

conjunto de dados com o grupo mais semelhante correspondente (DUARTE, 2008).

1.5.3 Indice de Calinski e Harabasz

O indice Calinski e Harabasz escolhe como melhor esquema de agrupamento aquele

em que se obtém o maior valor do indice, o calculo ¢ dado por (DUARTE, 2008):

B(K)/(K-1)

CH (K) = 58 /o

(24)

Na equacdo (24), W (k) = Zle Z:Z 1||xl- - cj”2 ¢ a dispersdo interna dos grupos ¢

2 . . .
B(k) = Zlenj ||cj - c|| ¢ a dispersdo entre os grupos € ¢ o centro do conjunto de

dados (DUARTE, 2008).

1.5.4 indice de Dunn

Na equagdo (25), dci,cj ¢ uma fun¢do de dissimilaridade entre dois grupos C; € C;
definida como dci,cj = minxaeci,xbecjdxwxb. O diametro de um grupo ¢ definido por

diam(C;) = maxy, x,ec,dx, x, € pode ser considerado como uma medida de dispersdo

(DUARTE, 2008).
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de.c,
Dunn = min;_ min;_; L 25
i=1,...K j=i+1,..., K max—, _gdiam(C;) ( )

.....

Valores elevados deste indice de validagdo indicam a presenca de grupos compactos

e bem separados no conjunto de dados (DUARTE, 2008).

Resumindo o entendimento em relagao aos indices de validag¢ao avaliados, todos os
indices determinam que quanto maior o mesmo, maior a qualidade referente a

clusterizacao realizada.
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2 ARVORES DE PADROES FUZZY

Ideias, conceitos e ferramentas da logica fuzzy podem ser utilizados de variadas
formas para aperfeicoar os métodos de aprendizado de maquina. Neste caso, arvore de
padrdes fuzzy (APF) € um modelo hierarquico, com uma estrutura similar a uma arvore,
em que os nds sao os operadores logicos fuzzy e operadores matematicos, no Capitulo 4
mais detalhes em relagcdo aos operadores que serdo considerados no método proposto e
as folhas sdo compostas por termos fuzzy associadas ao atributo de entrada. Um no
assume os valores de seus antecedentes como entrada e realiza uma combinag¢ao usando
o operador escolhido e envia a saida para o seu sucessor, ou seja, a leitura da arvore
ocorrerd no sentido de baixo para cima. A vantagem deste método se refere a
interpretagdo do resultado, pois cada arvore descreve quais atributos tem o maior peso
na defini¢do do cluster formado. Comumente cada arvore pode ser considerada como
uma descrigdo légica de um grupo (SENGE; HULLERMEIER, 2011).

Um conjunto fuzzy A definido no universo de discurso X ¢ caracterizado por uma
fungdo de pertinéncia pa, a qual mapeia os elementos de X para o intervalo [0,1].

Na légica nebulosa, os termos fuzzy sao os valores expressos linguisticamente,
(por exemplo, alto, muito alto, ndo alto, etc.), onde cada termo linguistico ¢ interpretado
como um subconjunto fuzzy do intervalo unitério.

Os modificadores sao termos ou operagdes que modificam a forma dos
conjuntos fuzzy (ou seja, a intensidade dos valores fuzzy), podendo-se citar, por
exemplo, os advérbios muito, pouco, extremamente, quase, mais ou menos, entre
outros. Estes podem ser classificados em aumentadores, quando aumentam a area de
pertinéncia de um conjunto fuzzy, ou, analogamente, diminuidores, quando diminuem a
area de pertinéncia de um conjunto fuzzy.

Um classificador baseado em arvore de padrdes € construido criando uma arvore
para cada cluster. Sdo inseridos os valores dos atributos que se deseja classificar nas
entradas das arvores de cada cluster e a predigdo do cluster que esse conjunto de dados
pertence ¢ feita escolhendo a arvore que tem o maior valor de saida.

Arvores de padrdes sdo interessantes especialmente para a interpretagdo dos
resultados. A Figura 17 mostra um exemplo de aprendizado preferencial

(HULLERMEIER, 2008), onde cada cluster corresponde a uma possivel escolha. Neste
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caso a arvore pode ser vista como a medi¢do do grau de utilidade dessa alternativa em

funcao da entrada.

Neste exemplo, ¢ possivel verificar que o atributo “idade” ¢ particionado em

jovem, meia idade e idoso conforme Figura 16.

Particdo Fuzzy

Pertinéncia

__ Jovem
—— Meia idade
Idoso

Universo de discurso
Figura 16: Particionamento do atributo idade (DO AUTOR, 2016)

Assim, assumindo que a arvore de padrdao corresponde a escolha de uma
alternativa especifica, pode ser concluido a partir da Figura 17 que o produto A ¢ 1til
para uma pessoa jovem e com alta renda ou para meia idade com alto grau de educagao,
com a mesma analise para os produtos B e C, ¢ possivel determinar quais grupos
escolheriam quais tipos de produtos.

Assim, ¢ possivel observar que uma arvore pode informar que dois grupos
distintos de consumidores podem consumir um mesmo produto, como ocorre com o
produto A, trazendo mais informagdes sobre a caracteristica de cada grupo de
consumidor do que o retornado por uma clusterizacao tradicional, em que ¢ necessario

que o responsavel pela andlise seja mais intuitivo para observar as caracteristicas

apresentadas em cada grupo.
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Figura 17: Exemplo de marketing de arvore de padrio (SENGE; HULLERMEIER, 2011)

Como descrito na Figura 17, nos internos representam agregacdo de valores de
dois atributos, para esta operagao podem ser utilizados trés familias de operadores: t-
norms, t-conorms. Estes operadores sao mostrados nas Tabelas 4 ¢ 5, a e b denotam o
grau de pertinéncia, a serem agregados conforme Figura 18 e dois operadores de média:
weighted average (WA) e ordered weighted average (OWA) (SENGE;
HULLERMEIER, 2011).

Py iz Pla
A | MIN | |{-]"'l"-'-'i'l-|'u.!l.|l.||l

- "
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Figura 18: Exemplo de arvore de padrio (SENGE; HULLERMEIER, 2011)

O operador OWA, de média ponderada ordenada, ¢ uma combinagdo de k

nameros vy, vy, ..., Vi € ¢ definido pela equagdo 26.
OWA,, (v{,vy,...,v;) ¥ Z{-‘zl Wi . V(i) (26)

Na equacgdo 16, T é a permutagdo entre o conjunto de niameros de {1, 2, ..., k} tal
que Vy(1) < Vr2) < ... < Uyk), ou seja, de forma decrescente e w = (Wy, Wy, ..., wy) €
o vetor de pesos que satisfaz a condi¢do w; = 0 parai = 1,2, ..., k, com a condi¢do que
o somatorio dos pesos de 1 a k deve ser igual a 1. O operador WA ¢ calculado de forma

similar, mas ¢ operador de média ponderada.
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Tabela 4: Operador Fuzzy, t-norm (SENGE; HULLERMEIER, 2011)

Nome do operador Definicao
Minimo min(a, b)
Algébrico ab
Lukasiewicz max(a + b — 1,0)
Einstein ab

2— (a+ b—ab)

Tabela 5: Operador Fuzzy, t-conorm (SENGE; HULLERMEIER, 2011)

Nome do operador Defini¢do
Minimo max(a, b)
Algébrico a+b— ab
Lukasiewicz min(a + b, 1)
Einstein a+ b
1+ab

O primeiro método de aprendizado proposto por Huang, Gedeon e Nikravesh
(HUANG; GEDEON; NIKRAVESH, 2008), ¢ chamado de Bottom-up Induction. Nele,
a inducdo das arvores procura criar uma representacao “logica” para cada grupo de uma
forma iterativa.

O processo ocorre do fundo para o topo, em cada iteracdo do processo,

combinam-se as duas melhores arvores candidatas para criar uma nova arvore.

No modelo proposto, o0 método de aprendizado do APF foi substituido e em seu
lugar foi utilizada a Programagao Genética Cartesiana (PGC). A PGC ¢ um método de
busca global capaz de explorar espacos de busca bastante grandes de forma eficiente ¢ a
representacdo dos programas na forma de grafos pode ser facilmente utilizada para

representar APFs.
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3 PROGRAMACAO GENETICA

Os Algoritmos Evolucionarios sdo inspirados no principio darwiniano da
evolugdo das espécies e na genética. Do mesmo modo que a evolugdao natural produz
individuos mais aptos a sobreviver em um meio-ambiente sujeito a constantes
mudangas, os Algoritmos Evoluciondrios podem ser vistos como procedimentos de
otimiza¢do que melhoram o desempenho de uma populagcdo de solu¢des em potencial

em relagdo a um problema especifico.

Os principais Algoritmos Evoluciondrios sdao: os Algoritmos Genéticos, a
Programacdo Genética, as Estratégias Evolutivas e a Programacdo Evolutiva

(HRUSCHKA, 2009).

A Figura 19 descreve o desenvolvimento basico de um algoritmo evolucionario.

Inicio
1. t=0;
2. Inicializa P(t); Primeira geracdao.
3. Inicializa P(t); Populacdo inicial aleatério.
4. Avalia P(t); Calcula a funcédo de aptiddo para cada individuo.
5. Enquanto o critério de parada ndo é atendido, realizar os passos
abaixo:
6. t=t+l; Prbéxima geracéo
7. Seleciona P(t) de P(t-1)
8. Altera P(t);, Crossover e mutacdo.
9. Avalia P(t);, Calcula a funcdo de aptiddo para cada individuo.
10. Retorna ao passo 5.
Fim

Figura 19: Desenvolvimento de um algoritmo evolucionario

Na Programagdo Evolutiva cada individuo da populagdo ¢ representado por uma
maquina de estados finitos e a reproducdo ¢ feita apenas por operadores de mutacao,
sendo que todos os individuos da populacao atual geram novos descendentes. O elitismo
mais utilizado garante a sobrevivéncia apenas dos k-melhores individuos, £ < N, onde N
¢ o tamanho da populacdo. O elitismo total, no entanto, pode diminuir
significativamente a diversidade de individuos, podendo estagnar em 6timos locais e/ou

aumentar o tempo de convergéncia do algoritmo (FOGEL, 1962).
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As Estratégias Evolutivas foram desenvolvidas com o objetivo de solucionar
problemas de otimizacdo de pardmetros. Neste algoritmo um individuo da populacdo
gera um Unico descendente e ambos competem pela sobrevivéncia, o modelo original

possui uma convergéncia lenta (GABRIEL, DELBEM, 2008) ¢ (DE JONG, 2006).

Os Algoritmos Genéticos tém como seu principal diferencial a utilizagdo do
operador crossover, além do operador de mutagdo preservando solugdes candidatas e
provocando a troca de informagao entre as solugdes exploradas (GABRIEL, DELBEM,
2008).

Ja a Programagdao Genética (PG) ¢ uma técnica que permite que computadores
resolvam problemas sem que precisem ser explicitamente programados para tal
(KOZA,1992). Na PG, os individuos sdo codificados na forma de arvores, onde cada
folha contém constantes, varidveis ou parametros para a execugdo de procedimentos e

fungdes. Os nos internos contém operagdes primarias (GABRIEL, DELBEM, 2008).

Na etapa de avaliagdo ocorre por meio da execugdo do programa representado pela
arvore do individuo. Se este resolver o problema proposto ou se aproximar da resposta
correta tera um valor de aptiddo elevado; caso contrario, sua aptiddo serd baixa

(GABRIEL, DELBEM, 2008).
A PG ¢ util nos seguintes cendrios (SANTOS; DO AMARAL, 2014):

e A relacdo entre as varidveis ¢ desconhecida ou ha pouco conhecimento sobre
esta relagdo e ndo se dispde de métodos analiticos capazes de estabelecer
esta relagdo de forma satisfatoria;

e Situagdes em que os métodos matematicos convencionais ndo podem criar
solucdes analiticas. Em dominios nos quais as solugdes analiticas ndo sejam
possiveis, ou que estas solugdes tenham um tempo de execugdo impraticavel
ou que precisem de uma caracteristica indisponivel nos dados, por exemplo,
uma base de dados sem ruido. Nestes casos 0 uso da programacao genética ¢
adequado, pois garante uma boa solu¢do aproximada quando uma solugdo
exata ¢ impraticavel;

e Problemas em que pequenos aumentos no desempenho sdo facilmente
medidos e altamente recompensados. Existem dominios que possuem
solugdes muito avancadas, sendo dificil melhorar as solugdes ja existentes,

porém nestes dominios um pequeno aumento no desempenho pode ser muito
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valioso, a programacgao genética pode ser tutil no descobrimento de pequenas
relacdes que podem criar estes pequenos € valiosos aumentos no

desempenho.

Porém, este tipo de programacdao nao teve um bom desempenho para grandes

problemas. O maior fator para esta falha foi a ocorréncia do bloat (SOULE, 1998).

O bloat ¢ a tendéncia dos programas gerados com a PG ficarem muito maiores sem
que haja beneficio para a aptidao, gerando arvores muito grandes, dificultando a
interpretagdo das caracteristicas do cluster, nao apresentando qualquer efeito na
avaliacdo do individuo. Analises realizadas sobre o bloat em PG indicam que
representacdes de tamanho varidvel tem maior incidéncia do mesmo (SOULE;

HECKENDORN, 2002). O bloat pode causar o consumo total da memoria disponivel.

A Programacao Genética Cartesiana (PGC) (MILLER, 2009) ¢ uma forma de
programagdo genética na qual os programas sdo representados por uma grade

bidimensional de nés, ou seja, por grafos aciclicos direcionados.

Na representacdo de grafos, cada individuo g consiste em N genes gy, ..., gv € cada
gene g; pode assumir valores de alelos j no intervalo {/,...,N}. Assim, um valor j ¢
atribuido ao i-ésimo gene, que € interpretado como uma ligacao entre os itens de dados i
e j: na resolucdo de grupamento, os dois estardo no mesmo cluster. A decodificacdo
desta representagdo requer a identificagdo de todos os componentes ligados. Todos os
itens de dados pertencentes a um mesmo componente conectado sdo entdo atribuidos

para um cluster (HANDL, 2007).

O beneficio da utilizagao de grafos ¢ o fato de que grafos sdo mais gerais, flexiveis e
compactos e podem ser aplicados em diversos dominios (DHARWADKER; PIRZADA,
2011), neste tipo de representacdo ha a reutilizagdo implicita dos nds pertencentes ao

grafo direcionado.

Dentre as vantagens da PGC esta a caracteristica de neutralidade que ¢ responsavel
por minimizar o bloat, que ¢ comum em outros métodos de programacdo genética
(BANZHAF, 1994), (MILLER; SMITH, 2006), (MILLER, 2001). Neste caso, ¢
preferivel arvores mais compactas e de melhores aptiddes, que por consequéncia exigem

um menor esfor¢o computacional.

As vantagens adicionais da PGC sdo: foco em conceitos e interpretagdo de

problemas como um programa de computador e capacidade de encontrar dependéncia e
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independéncia de varidveis e estabelecer relagdes entre as mesmas (YUVARAJU,

2013).

Na PGC, os programas sao representados em uma sequéncia linear de nimeros
inteiros, que ¢ denominada cromossomo ou genodtipo conforme representado na Figura

20. Cada inteiro representa um gene, que pode ser de funcao, conexao ou de saida.

O programa gerado pela decodificacdo do genotipo ¢ chamado de fendtipo.

NG 1 No 2 N6 3 NG 4 N6 5 NG 6 Saidas

010 321 320 014 231 235 3 6 4

Figura 20: Genétipo ou cromossomo (adaptado de MILLER, 2011)

O genotipo tem um comprimento fixo, no entanto, o tamanho do feno6tipo pode ser

desde zero nds até o naumero de nds definido anteriormente no genotipo.

Assim, esta técnica utiliza um mapeamento do tipo genotipo-fendtipo e ndo requer
necessariamente que todos os nds devam estar ligados uns aos outros, resultando, assim,
em um fendtipo com sua variagdo de tamanho limitado. Isto permite que alguns nos do
genotipo fiquem inativos, ndo tendo qualquer influéncia sobre o fendtipo (PARIS,

2013).

A forma geral bidimensional da PGC, conforme Figura 21, ¢ uma grade de nds cujas
fungdes sao escolhidas a partir de um conjunto de fung¢des primitivas, cujo exemplo
pode ser visto na Tabela 4. Dois parametros ¢ e r, respectivamente, definem o niimero
de colunas e linhas da grade bidimensional, estes dois parametros sdo escolhidos pelo
usudrio. A partir do niimero de linhas e colunas, ¢ possivel determinar o nimero

maximo de nods permitidos, L,, = n.n, (PARIS, 2013).

Tabela 6: Funcées (DO AUTOR, 2016).

Funcao Referéncia da fungdo
Soma 0
Subtracao 1
Multiplicacédo 2
Divisdo 3
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A entrada de cada n6 pode ser uma entrada do sistema ou a saida de um né de uma
coluna anterior (MILLER; HARDING, 2009; MILLER; THOMSON, 2000; MILLER,
2011). O levelback (I) determina a conectividade entre os nos, isto €, restringe as
colunas que um n6 pode obter os seus dados de entrada, se o valor for igual a um, por
exemplo, um no6 s6 pode obter suas entradas a partir de um nd pertencente a coluna
imediatamente a sua esquerda ou da entrada priméria, adicionalmente, se for igual a ¢, o
nd poderd receber suas entradas de todas as colunas a sua esquerda e da entrada
primaria. Assim, a variacao deste parametro pode resultar em varias topologias para o

grafo conforme Figura 21 (PARIS, 2013).
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Figura 21: Exemplo de topologias possiveis (MILLER, 2011)

A quantidade de entradas dos nds ¢ chamada de aridade, e ¢ determinada de acordo
com a fungdo que necessita do maior numero de entradas entre as fun¢des do conjunto.
Tanto o levelback como a aridade, sao parametros a serem definidos pelo programador

(MILLER; HARDING, 2009; MILLER; THOMSON, 2000; MILLER, 2011).

Todos os dados de entrada ¢ saida dos nds sdo identificados consecutivamente,
iniciando em zero, o que garante um enderego Unico, que especifica de onde os dados de
entrada ou o valor de saida do n6 podem ser acessados (entradas (n), saidas (m))

(PARIS, 2013).

Um ndé pode ter apenas as suas entradas ligadas a ambos os dados de entrada ou a
saida de um né em uma coluna anterior. Em geral, pode haver certo nimero de genes de
saida (O;) que especifica de onde as saidas do programa sao retiradas, todos os nos de
uma funcdo F; sdo enderecos representados por nimeros inteiros, todos os genes de
conexao Cj sdao enderecos de dados absolutos tendo valores inteiros de zero até o

endereco do nd na parte inferior da coluna anterior (PARIS, 2013).



G, €
o
._: C
L T T,
I C 1,13 ('r' 1
: i@ﬂ'
C, : G
LT Cy
._n-l ral
Er-].n. C.r ]
rFc . C FC U
a 0 Bs | LA

........ B i C

fek sl ferti-1 0 Tiedinla B

L g Coriptin, z
3 @ n+2r-1 +{c+l]r—l o, ®
e L
Nivels de Volta 4

@ Entradas (n)
O Genes (nds)
@ Sakdas (m)

Figura 22: Forma geral da PGC (adaptado de MILLER, 2011)
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Na Figura 23 ¢ demonstrado um exemplo de gendtipo que ¢ representado pelos

seguintes parametros: n.=3, n,=2, I=n., n=2 ¢ m=4, onde o primeiro nimero representa a

funcdo, o segundo representa a entrada superior e o terceiro, a entrada inferior de cada

J4

no.

O nd que possui sua saida identificada com o nimero 6 ndo estd conectado a

nenhuma entrada de nos e a nenhuma das saidas do programa, isto significa que ele nao

serd decodificado, e portanto, representara pouca sobrecarga computacional.

Codificago

|QDI 100 131 201 044 254

2573‘

(b}

(c)

Figura 23: Obtencio do grafo (adaptado de MILLER, 2011)
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3.1 Mutacio

A mutagdo mais utilizada é determinada por um operador de ponto que ¢ quando um
alelo ¢ escolhido aleatoriamente e em seguida € alterado para um valor também valido e

aleatorio (PARIS, 2013).

O exemplo da Figura 24 destaca como uma pequena mudanca no genotipo, na saida,
pode produzir uma grande mudanca no feno6tipo. Os pontos em vermelho e pontilhado

significam genes inativos e a saida em azul onde ocorre a mutagao.

Genotipo Genotipo
gD TH0
2 3 [l 5 6 7

Fenétipo

Entrada
A

Entrada
B

(a) Antes
(b) Depois

Figura 24: Exemplo de mutac¢io pontual (adaptado de MILLER, 2011))

Segundo (MILLER, 2011), quando a taxa de mutacdo ideal ¢ utilizada, maiores
genotipos necessitam de um menor nimero de avaliagcdes da funcdo de aptidao para

alcancar o sucesso evoluciondrio que genotipos menores.

3.2 Redundincia

Uma forma de redundancia ¢ a inatividade de alguns genes que nao exercem
nenhuma influéncia sobre o fendtipo e por sua vez tem um efeito neutro sobre a aptidao.
O mapeamento genotipo-fenotipo (BANZHAF, 1994) consiste em separar o
espaco de busca dos gendtipos do espago de solugdes dos fenotipos. Muitos gendtipos
podem resultar em fenotipos com mesma aptidao, essa ¢ uma vantagem deste

mapeamento, pois estas variantes neutras sdo frequentes e importantes para a

variabilidade genética, esta caracteristica ¢ chamada de neutralidade.
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A neutralidade faz com que o processo evolucionario ultrapasse regides onde as
saidas teriam baixa “aptiddo”, evitando a estagnacdo em pontos sub-6timos. Mesmo que
uma mutacdo passiva ndo altere a aptiddo imediatamente, ela pode ser utilizada em uma
melhora futura.

As experiéncias feitas com a PGC (MILLER, 2011) concluem que ¢ mais
efetiva quando 95% dos genes estdo inativos, resultado que acentua o beneficio da
neutralidade.

Em (MILLER; SMITH, 2006) foi investigado, dentre outras caracteristicas e
propriedades da PGC, o papel da redundancia evolutiva onde foi possivel determinar
que o esfor¢co computacional seja menor ao mesmo tempo em que a neutralidade ¢
maior.

Em Programagao Genética, em relagdo ao desempenho para grandes problemas,
ocorre um fendmeno conhecido como bloat, que pode ser definido como o crescimento
do programa sem significante retorno em termos da fung¢do objetivo (TUNER, 2015),
criando um tempo limite para busca, deixando a criag@o e a avaliacdo do programa mais
demorada.

Mas, de acordo com (MILLER, 2001), o fato da pouca ocorréncia de bloat na
Programagdo Genética Cartesiana estd ligada a presenga de genes que podem ser
ativados e desativados.

A PGC vem sendo utilizado ha mais de duas décadas em diversas aplicagdes e
foi verificado através das experiéncias que o bloat nao ocorre de maneira significante na
PGC. Os programas usando a PGC s6 aumentam de tamanho se for necessario para o

aumento da aptidao (MILLER, 2001).

3.3 Funcio de avaliacao

A fungdo de avaliacdo tem por objetivo qualificar a solucdo apresentada em
termos do problema a ser resolvido. Neste trabalho, ela tem a funcdo de avaliara a
qualidade da clusterizagao realizada pelo algoritmo. O objetivo ¢ minimizar ou
maximizar o valor obtido pelo indice de validagao escolhido como fun¢ao de avaliagao
de forma a obter a melhor disposi¢do de clusters.

O individuo com maior aptidio, com a melhor disposi¢do de clusters, ¢

promovido para a proxima geragao até que um critério de parada seja atendido.
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Na Figura 23, por exemplo, como o objetivo ¢ obter fungcdes matematicas, a
funcdo de aptidao poderia ser considerada o calculo do erro em um conjunto de pontos

em que o valor da fung¢do ¢ conhecido.

3.4 Estratégia de evolucio

Tipicamente a PGC utiliza uma estratégia evoluciondria elitista 1 + A, onde
usualmente os experimentos utilizam A ¢ igual a 4, a populagdo inicial ¢ gerada
aleatoriamente pela defini¢do de cada gene em cada cromossomo por um alelo aleatdrio
valido (TURNER, 2015).

A Figura 25 apresenta a estratégia evolucionaria.

1. Cinco individuos (gendétipos)sédo criados aleatoriamente;

2. O individuo com maior valor na funcdo de aptiddo serd promovido para a
geragdo seguinte;

3. O operador mutagdo é aplicado quatro vezes no individuo mais apto da
geracdo anterior;

4. Serdo gerados quatro novos individuos, totalizando cinco como populacéo
atual;

5. O processo retorna para o passo 2 enquanto o critério de parada nédo for

atingido.

Figura 25: Estratégia evolucionaria (1+4) (adaptado de SANTOS; DO AMARAL; 2014)

No método proposto que sera apresentado no proximo Capitulo, o método de
aprendizado do APF foi substituido e em seu lugar foi utilizada a Programacao Genética
Cartesiana (PGC) para clusterizacao.

Os parametros obrigatorios necessarios como entrada para o algoritmo serao

detalhados no Capitulo 5.
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4 MODELO PROPOSTO

Este capitulo apresenta um método para clusterizagdo usando PGC com arvores
de padrdes fuzzy conforme Figuras 26 e 27.

O modelo ¢ baseado em conceitos apresentados nos Capitulos 1, 2 e 3 e propde
que a clusterizacdo seja tratada como um problema de otimizagdo. Deseja-se obter um
conjunto de arvores de padrdes fuzzy que maximizem (ou minimizem) o indice que
avalia a qualidade da clusterizagao.

Na Figura 26 ¢ detalhado o processo utilizando os algoritmos de clusterizagao
tradicionais. Nesta etapa serdo avaliados quais parametros de entrada retornardo o
melhor resultado para cada algoritmo.

Se o conjunto de dados puder ser representado de forma satisfatoria através de
clusters hiperesféricos, entdo o modelo proposto apresentard os clusters formados, sem
que nenhum tratamento adicional seja necessario. Entretanto, se esta hipdtese ndo for
observada, entdo o modelo proposto fara a divisdo do conjunto em diversos clusters
hiperesféricos e sua agregacao, para formar clusters de formato arbitrario. O algoritmo
de maquinas de vetores de suporte sera utilizado para auxiliar esta agregagao ¢ o método
sera detalhada em item posterior.

Os resultados obtidos pelos indices de validagdo serdo utilizados para avaliar a

disposi¢ao dos clusters.



Base de Dados

—> DBSCAN

— Kohonen

— K-means

P K-medoids

—» Fuzzy C-means

I

P Hierarquico

Figura 26: Apresentacdo geral do modelo (DO AUTOR, 2016)
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SVM

Clusters finais
agregados

Na Figura 27 ¢ apresentado o método proposto utilizando como parametros de

entrada a avaliagdo realizada anteriormente pelos métodos tradicionais.

serd detalhado nas proximas secoes.

Este

modelo



Base de dados

l

Modelo Proposto

Fuzzificagdo

»  Clusterizagao

Arvore

Parametros de entrada

Néo

Clusters finais

Figura 27: Apresentacdo geral do modelo (DO AUTOR, 2016)
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Nesta fase, os métodos de clusterizacdo classica apresentados no Capitulo 1

serdo utilizados para ajustar o modelo proposto. Adicionalmente, sera realizada a

analise de resultado destes mesmos algoritmos em comparagao com o modelo proposto.

Serdo utilizados os algoritmos DBSCAN, Kohonen, K-means, K-medoids, Fuzzy C-

means ¢ Hierarquico (Figura 26) para melhor avaliar os parametros de entrada

necessarios para o algoritmo PGC com arvores de padrdes fuzzy que € apresentado na

Figura 27.

Quatro bases de dados artificiais e duas bases adicionais que foram obtidas a

partir de problemas reais, como diagnostico de doengas, serdo utilizadas para comparar

os resultados apresentados pelos algoritmos.
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Sera utilizada a informacao da quantidade de clusters necessaria para a entrada
do algoritmo PGC e os resultados obtidos pelos indices de validade para avaliar a
eficiéncia de cada método em relagdo ao método proposto.

Para avaliar se para aquela base de dados estudada sera utilizado o método de
agrupamento de clusters, serdao avaliados os resultados obtidos pelos indices de
validacdo que indicam que a formato dos clusters ndo ¢ hiperesférico, sendo necessario

outro método par agrupar os dados corretamente.

4.1.1 Particionamento Fuzzy

O particionamento serd realizado em todo o conjunto de dados, que sera
utilizado no processo de obtencdo da estrutura da APF.

O particionamento ¢ feito escolhendo um atributo, por exemplo “idade” e
selecionando subconjuntos deste atributo.

No método proposto, cada atributo teve seu dominio dividido em cinco termos
linguisticos (termos fuzzy), denominados “Baixo”, "Médio-Baixo”, “Médio”, “Médio-
Alto”, “Alto”. A Figura 28 exemplifica a particdo de um atributo, cujo dominio ¢ o
intervalo [0,1]. O valor de cada atributo ativa a fun¢do de pertinéncia de cada termo
fuzzy produzindo um valor de pertinéncia no intervalo [0,1].

Cada atributo presente no banco de dados tera um valor de pertinéncia associado
a cada um dos conjuntos fuzzy. Esta relagdo entre atributos e termos fuzzy serdo as
entradas da grade computacional da PGC, somando um total de entradas de cinco vezes

a quantidade de atributos.
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Figura 28: Particdo Fuzzy (DO AUTOR, 2016).
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4.1.2 Operadores

Existem operadores utilizados na APF, como mostrado no Capitulo 3. Porém
com a intencdo de aumentar a compreensao da solugdo (arvore), decidiu-se reduzir a
quantidade de operadores, pois com base em experimentos preliminares a utilizacdo de
um conjunto reduzido de operadores ndo representou uma diminui¢do de acuricia
significativa e contribuiu para facilitar a leitura da expressao fornecida pela arvore.

Os operadores utilizados foram reduzidos para os seguintes:

Maximo = max(a, b) (27)
Minimo = min(a, b) (28)
WA =xa+ (1—x)b (29)
OWA = xmax(a,b) + (1 — x)min(a, b) (30)

Os operadores WA e OWA sdo operadores parametrizados, onde a e b sdo os
valores de entradas dos nos que serdo operados e x sera um valor aleatério dentro do
intervalo [0,1], que podera ser ajustado pelo operador de mutacao. Os operadores WA e
OWA sao utilizados para preencher o espago entre a maior combinagdo conjuntiva (t-
norma) e a menor combinagdo disjuntiva (t-conorma). Os operadores foram codificados

em numeros inteiros de acordo com a Tabela 6.

Tabela 7: Operadores utilizados (DO AUTOR, 2016).

Operador | Codigo
WA 0
OWA 1
Minimo 2
Maximo 3

4.1.3 Genotipo

Sera utilizado o modelo em que ¢ criado apenas um unico genotipo com n
saidas, onde cada saida representa um cluster e as alteragdes devido a mutacdo do
genoétipo podem influenciar diversos clusters (arvores) ao mesmo tempo. A populagdo

neste caso serd sempre igual a cinco, uma vez que a PGC usa a estratégia 1+ A.
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Assim, serdo gerados cinco genotipos aleatdrios na inicializagdo do algoritmo
conforme Figura 25 que descreve a estratégia evoluciondria.

Os genotipos sdo construidos por uma sequéncia de numeros inteiros, assim
neste modelo foi fixado o niimero de linhas da PGC em 1. Neste caso o tamanho do
genotipo ira mudar somente com a variacdo do nimero de colunas, onde cada coluna
possui um no e cada nd possui 3 genes.

Este modelo com o ntimero de linhas limitado em 1 prevé que arvores mais
simples sejam geradas, conforme definido por Miller, escolhendo um alto valor para o
numero de linhas serdo geradas arvores mais altas (MILLER, 2011).

O primeiro gene do no se refere a um dos operadores de acordo com a Tabela 6,
j& o segundo e terceiro genes do nd representam os genes de conexao, ou seja, 0s pontos
onde as entradas desse nd estdo conectadas seja uma entrada ou a saida de um no
anterior.

Por fim, a quantidade total de genes em um genotipo serd igual ao numero de
colunas vezes trés, mais os genes de saida.

Na Figura 29 sao representados trés gendtipos e suas respectivas arvores, no
genotipo os nos que estdo representados por “xxx” estdo inativos € ndo estdo conectados

a saida.
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Figura 29: Genétipo e suas arvores ((SANTOS; DO AMARAL, 2014).
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4.1.4 Clusterizacio

Alguns parametros devem ser definidos previamente, como: a quantidade de
linhas e colunas na grade computacional da PGC, o levelback, a quantidade maxima de
geragdes, o tamanho da populacdo, a taxa de mutacdo do gendtipo, a funcdo utilizada
para a avalia¢do do gendtipo e quantidade de clusters.

A primeira etapa ¢ a criagdo da populacdo de genoétipos inicial, que € criada de
forma aleatoria obedecendo aos limites impostos pelos parametros linhas, colunas,
levelback e tamanho da populacdo do modelo. A estratégia evolutiva utilizada ¢ 1+ A

com A=4.

4.1.5 Avaliacao e critérios de parada

A avaliagao dos genoétipos proposta serd realizada pelo critério de validagao
Calinski e Harabasz que escolhe como melhor aquele em que obtém o maior valor do
indice, ou seja, o individuo com maior aptiddo ¢ promovido para a proxima geracao.
Como resultado desta avaliacdo, este indice gera clusters no formato hiperesférico.

Outros indices como o Silhouette, Davies Bouldin ¢ Dunn também foram
avaliados, porém a utilizagao do Calinski e Harabasz obteve modelos com um melhor
desempenho em diferentes conjuntos de dados, sendo, portanto, o indice a ser utilizado
em primeiro lugar.

Os indices de validagdo para avaliagao dos genotipos Davies Bouldin e Dunn
foram descartados a partir da analise do conjunto de dados ES2 que sera apresentado no
Capitulo 5.

Utilizando o indice Silhouette para avaliar a formacao dos clusters gerados pelo
algoritmo PGC-APF conforme Tabela 8, ¢ possivel observar que os indices Davies
Bouldin e Dunn para avaliagdo do gen6tipo ndo apresentam resultados competitivos em
relagdo ao Calinski e Harabasz, pois quanto mais proximo do valor um, melhor ¢ o

resultado obtido na clusterizagao.

Tabela 8: Comparacio de funcio de aptidao para conjunto de dados ES2 (DO AUTOR, 2017)

Davies Bouldin | Dunn | Calinski

ES2 - Silhouette -0.2996 0.3005 | 0.8885
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Ja na Tabela 9, utilizando o indice de Dunn para avaliar a formacao dos clusters
conforme Tabela 9, ¢ possivel observar que o indice Silhouette para avaliacdo do
gendtipo ndo apresenta resultado competitivo em relagdo ao Calinski e Harabasz.
Quanto mais alto a valor do indice de Dunn, melhor é o resultado obtido na
clusterizagao.

A estratégia usada para gerar os dados da Tabela 9 ¢ a mesma que serd
apresentada no item 5.1.5, utilizando a etapa de agregag¢do de clusters quando o

conjunto de dados forma clusters de formato arbitrario.

Tabela 9: Comparacio de funcio de aptidao para conjunto de dados Banana 1 (DO AUTOR, 2017)

Silhouette | Calinski
Banana 1 - Dunn 0.0297 0.2307

Ja a quantidade de geracgdes ¢ definida como critério de parada, este parametro ¢
definido no algoritmo e determina a quantidade limite de geragdes. Ele ¢ util para
limitar o tempo total de execugao caso os outros critérios nao sejam acionados.

Além deste critério, ¢ avaliado o resultado obtido pela funcao de avaliagdo com

o indice de validacdo obtido com os resultados dos outros métodos de clusterizacao.

4.1.6 Arvore

Apos a clusterizacdo, ¢ aplicado um método de decodificacdo do gendtipo, que
parte da saida e varre o gendtipo para encontrar os genes que estdo conectados a esta
saida. Este método serd repetido para todos os nods conectados até que se tenha a
informag@o dos nods que estdo conectados para formar a solugdo e também a ordem de
conexao desses nos.

A quantidade de arvores geradas ¢ igual a quantidade de clusters formada,
assim, fazendo uma analise dos operadores e termos fuzzy presentes na arvore, ¢
possivel verificar a influéncia de cada atributo e de cada particdo por atributo para a
geracdo daquele cluster.

Fazendo a avaliagdao da arvore de um conjunto de dados bidimensional de teste

ES1, que serad apresentado com mais detalhes no Capitulo 5, que possui dois atributos
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de entrada que estdo associados a um termo fuzzy que representa um intervalo do
universo de discurso do atributo.

Para simplificar a andlise deste item, foram consideradas somente duas das
quatro arvores geradas por este conjunto que possui quatro grupos.

E possivel avaliar na Figura 30 que para este cluster, a particio "Médio-Baixo"
do atributo 2 tem maior influéncia na definicdo deste agrupamento, pois estd mais acima

na arvore.

Level Limes

Figura 30: Arvore do cluster "1" (DO AUTOR, 2016).

Ja a Figura 31 apresenta a particdo "Baixo" do atributo 2 ¢ "Médio-Baixo do
atributo 1, porém para avaliar qual delas apresenta maior influéncia, ¢ necessario
analisar o valor do operador WA.

O valor de pertinéncia obtido nos conjuntos fuzzy vai sendo agrupado através de
operadores que mantém os resultados parciais no intervalo [0,1], neste caso 0,41382,
para o atributo 2, o peso ¢ 0,41382 e para o atributo 1 ¢ o complemento, resultando em

0,58618. Logo, o atributo 1 tem maior influéncia na definicao deste cluster.



72

_ Level Lines

=]

Figura 31: Arvore do cluster "2" (DO AUTOR, 2016).

4.2 Agregacao dos clusters

O algoritmo de maquinas de vetores de suporte ((Support vector machines -
SVM) ¢ usado aqui para determinar o qudo proximos estdo dois clusters. Isto ¢
realizado calculando-se a fronteira de decisdo entres os clusters dois a dois e calculando
a mediana das margens dos vetores de suporte. Quanto menor esta mediana, mais
préximos eles estdo, o que significa que podem ser agregados em um novo cluster.

Conforme exemplificado na Tabela 3,clusters com formato arbitrario somente
podem ser reconhecidos pelo o algoritmo DBSCAN e algumas técnicas do Hierarquico
Aglomerativo. No caso do modelo proposto, a funcdo de avaliagao escolhida faz com
que sejam gerados clusters hiperesféricos.

Para realizar a agregacdo dos clusters, é definida uma quantidade maior para o
numero de clusters como parametro de entrada no método de clusterizagdo de forma
que clusters hiperesféricos possam ser agregados em formatos nao hiperesféricos.

O processo de agregacdo ¢ iniciado com a utilizagdo do algoritmo SVM que ¢
um método supervisionado baseado na teoria do aprendizado estatistico, que auxilia na
determinagdo de quais os clusters sao mais indicados para serem agregados.

Inicialmente, o SVM calcula a fronteira de decisdo entre os clusters dois a dois.
A seguir, para cada par de clusters calcula-se a mediana das margens dos vetores.
Quanto menor for o valor desta mediana, mais proximos estdo estes clusters, indicando

que sao mais indicados para serem agregados.
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O processo de agregacdo ¢ iniciado com a posse dos indices de clusters
definidos na etapa anterior através dos algoritmos de clusterizagao.

Os resultados obtidos com a agregacdo de clusters utilizando a SVM serdo
comparados com o apresentado pela clusterizagdo realizada anteriormente.

Na Figura 32 ¢ exemplificada a agregacao de clusters, a decisdo para que o
algoritmo utilize esta etapa depende da interpretacdo dos resultados obtidos pelos
indices de validacdo ou mesmo do conhecimento do formato dos clusters para o
conjunto de dados escolhido.

Este processo de agregacdo pode ser utilizado para clusterizagdo se o algoritmo
utilizado somente gerar clusters de formatos hiperesféricos conforme Tabela 3 e se o
indice de valida¢do avaliado indicar que este conjunto de dados gera clusters de formato
arbitrario ou mesmo se houver um conhecimento a priori sobre este conjunto, que
resultado da clusterizagdo através de grupos hiperesféricos nao trara resultados

satisfatorios.

Agregacéo dos
clusters

Sim—p SVM
Nao

Clusters finais

Clusters finais
agregados

Figura 32: Fluxo do SVM (DO AUTOR, 2016)

4.3 Analise de agrupamento

Nesta fase existem duas agdes principais conforme abaixo (HALKIDI;
BATISTAKIS, 2001) e demonstradas na Figura 34:
e Validagdo dos resultados, os resultados obtidos pelos algoritmos sao
verificados utilizando critérios e técnicas apropriadas;
e < A interpretacdo dos resultados. Em muitos casos, os especialistas na area
de aplicacdo tém que integrar os resultados de agrupamento com outra

evidéncia experimental e analise, a fim de chegar a conclusao certa.
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Figura 33: Etapas do processo de clusterizacio (HALKIDI; BATISTAKIS, 2001)

A andlise de agrupamento ¢ uma ferramenta importante em uma série de
aplicagdes em muitas areas de negdcios e Ciéncia. Uma das fungdes € a de geracao de
hipéteses em que a andlise de cluster ¢ usada aqui para inferir algumas hipoteses sobre
os dados (HALKIDI; BATISTAKIS, 2001). Por exemplo, € possivel encontrar em um
banco de dados de varejo que hé dois grupos significativos de clientes com base em sua
utilizagdo de servigos. Entdo, podem-se inferir algumas hipoteses para os dados, que
clientes em areas que apresentam maior falha de rede tendem a utilizar menos servigos
de mensagens de texto ou clientes em regides com maior renda contratam mais servigos
de recarga, por exemplo.

Esta ¢ uma caracteristica tipica de aplicagdes de agrupamento. Nos negocios, a
clusterizagdo pode ajudar os comerciantes a descobrir grupos significativos utilizando
informacdes disponiveis no banco de dados de clientes e caracteriza-los com base em

seus padrdes de compra. (HALKIDI; BATISTAKIS, 2001)
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5 EXPERIMENTOS

O objetivo do Capitulo de experimentos ¢ primeiramente comparar os resultados
obtidos pelos indices de validagdo definidos no Capitulo 1 para cada método de
clusterizagdo em cada conjunto de dados especificado na Tabela 10.

ApOs esta etapa, serd avaliada a correlacdo entre a matriz de proximidade e
incidéncia em que ¢ possivel verificar que em técnicas de clusterizagdo que obtém
formato de clusters hiperesféricos este resultado ¢ mais proximo de um, porém este
indice ndo consegue validar corretamente clusters de formato arbitrario.

O tratamento com o algoritmo SVM ¢ realizado para melhorar os resultados
verificados em algoritmos que tratam somente formato hiperesférico e neste passo
foram considerados somente conjuntos identificados anteriormente com clusters de
formatos arbitrarios.

Ap0s esta avaliagdo, conjuntos aleatorios sdo gerados com a mesma quantidade
de dados dos conjuntos de teste considerados e aplicados nos métodos que retornaram o
melhor resultado na etapa do algoritmo SVM. O objetivo desta etapa ¢ verificar se os
indices de validagdo retornados por conjunto aleatérios diferem aos obtidos por
conjuntos reais e sustentar que o método proposto apresenta resultados coerentes.

Por fim, ¢ avaliada a interpretabilidade das arvores obtidas pelos conjuntos
Breast Cancer, Iris e o exemplo de segmentacao de mercado, nesta etapa ¢ verificado
que as informacgoes retornadas pelas arvores auxiliam na identificagdo de caracteristicas
do cluster, diminuindo a necessidade de possuir um especialista para esta andlise, ou
mesmo, auxiliando o mesmo a comprovar que ha légica na analise.

Todos os algoritmos foram executados no Matlab na versao R2011a.

5.1 Estudo de casos com bases de dados artificiais

As bases abaixo serdo utilizadas serdo utilizadas para a avaliacdo dos algoritmos

de clusterizagao conforme Tabela 10.
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Tabela 10: Descricio das bases artificiais (DO AUTOR, 2016).

Nome Atributos | Pontos | Grupos
ES1 2 400 4
ES2 2 400 4
Banana 1 2 200 2
Banana 2 2 2000 2
Iris 4 150 3
Breast cancer 9 682 2

Os conjuntos de dados ES1, ES2, Banana 1 ¢ Banana 2 sdo bases de dados
artificiais para avaliacdo do resultado do algoritmo e apresentam resultados esperados
conhecidos.

Os conjuntos de dados Iris e Breast cancer sao bases de dados utilizadas em
arquivos cientificos com dados reais e tem como objetivo avaliar se a correta
interpretacdo dos resultados obtidos pelo algoritmo ¢ possivel. Estas bases foram
retiradas do UCI Machine Learning Repository.

Os métodos utilizados foram descritos no Capitulo 1 e sdo resumidos na Tabela

11 adicionando a principal caracteristica para cada um.

Tabela 11: Métodos de clusterizacio (DO AUTOR, 2016).

K-means FCM K-medoids Aglomerativo DBSCAN | SOM

(PAM)

. . . - . . Hiperesférico e . L.
Formato do | Hiperesférico | Hiperesférico | Hiperesférico P Arbitrario | Esférico
arbitrario

cluster

5.1.1 Avaliacdo de quantidade de clusters

Para cada clusterizagdo, ¢ registrada a soma das distancias euclidianas dos
pontos aos centros dos clusters. A partir dos resultados obtidos nesse processo, ¢
estimado o numero de clusters que melhor representa os padrdes existentes nos dados.
Essa estimativa ¢ feita pela andlise do grafico plotado a partir do nimero de clusters
contra o somatorio das distancias euclidianas dos pontos aos centros dos clusters

(KUMAR, 2006).
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Para o conjunto de dados ES1 e ES2 sdo apresentados os graficos para cada
algoritmo em que a quantidade de clusters ¢ um parametro de entrada. Na andlise ¢
possivel verificar a melhor disposicao de clusters para os métodos em que ¢ necessario
definir a quantidade de clusters como entrada, conforme apresentado nas Figuras 35 e
36 para o conjunto de dados ES1 e nas Figuras 37 e 38 para o conjunto de dados ES2.

Para os dados ES1 e ES2, o valor encontrado para a quantidade de c/usters como
entrada do algoritmo ¢ o mesmo que o esperado pelo nimero de grupos mapeado para

estes conjuntos de dados.
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Figura 34: Grafico da somas das distancias ES1 para o algoritmo K-means (esquerda) e K-medoids
(direita) (DO AUTOR, 2016).
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Figura 35: Grafico da somas das distancias ES1 (esquerda) para o algoritmo Fuzzy C-means e
Aglomerativo (direita) (DO AUTOR, 2016).
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Figura 36: Grafico da somas das distincias ES2 para o algoritmo K-means (esquerda) e K-medoids
(direita) (DO AUTOR, 2016).
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Figura 37: Grafico da somas das distincias ES2 para o algoritmo Fuzzy C-means (esquerda) e
Aglomerativo (direita) (DO AUTOR, 2016).

Em relagdo aos dados Banana 1 e Banana 2, sera utilizada a mesma analise,
porém sera considerado a melhor quantidade de clusters que foi obtida na maioria dos

algoritmos, seis para efeito de comparacdo de resultados.
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Figura 38: Grafico da somas das distincias Bananal para o algoritmo K-means (esquerda) e K-
medoids (direita) (DO AUTOR, 2016).
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Figura 39: Grafico da somas das distincias Banana 1 para o algoritmo Fuzzy C-means (esquerda) e
Aglomerativo (direita) (DO AUTOR, 2016).
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Figura 40: Grafico da somas das distincias Banana 2 para o algoritmo K-means (esquerda) e K-
medoids (direita) (DO AUTOR, 2016).
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Figura 41: Grafico da somas das distincias Banana 1 para o algoritmo Fuzzy C-means (esquerda) e
Aglomerativo (direita) (DO AUTOR, 2016).

5.1.2 Avaliacdo dos parametros de entrada

Para cada algoritmo, sera avaliado o retorno dos indices de validagao

apresentados no Capitulo 1 de forma a avaliar a eficiéncia de cada método.
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Este experimento foi executado trinta vezes para cada algoritmo e conjunto de
dados e calculada a média e o desvio padrdo para cada indice de validacao.

Para o algoritmo K-means e Aglomerativo Hierarquico, a distdncia euclidiana
foi utilizada como medida de similaridade.

Utilizando o algoritmo Hierarquico Aglomerativo, as técnicas aglomerativas que

apresentaram o melhor resultado para cada conjunto de teste sdo apresentadas na Tabela

12.

Tabela 12: Parametro linkage (DO AUTOR, 2016).

Nome Técnica
ESI 2.1.1  Average
ES2 2.1.2  Average

Banana 1 2.1.3  Single
Banana 2 2.14  Weighted

Para o algoritmo DBSCAN, os parametros de entrada Eps e MinPts para cada
conjunto de teste estdo dispostos na Tabela 13.

Para este algoritmo foi utilizado o indice de Dunn como avaliag@o para a escolha
dos parametros de entrada, pois ¢ um dos indices de validagdo que melhor avalia a
qualidade para clusters de formato arbitrario e conforme avaliacdo de Agrawal e Patel

(AGRAWAL; PATEL, 2015), obtém melhores resultados para o algoritmo DBSCAN.

Tabela 13: Parametros de entrada (DO AUTOR, 2016).

Nome Eps | MinPts
ES1 0.8 7
ES2 0.8 10
Banana 1 com 2 clusters | 2.1 3
Banana 1 com 6 clusters | 0.9 7
Banana 2 com 2 clusters | 0.9 30
Banana 2 com 6 clusters | 0.8 30

Para o algoritmo PGC-APF, os melhores resultados foram obtidos com:
linhas=1; colunas=20, levelback=19, tamanho da populacdo=5, taxa de mutacao=0.2 e
fun¢do de aptidao = critério de Calinski Harabasz. Para o algoritmo PGC, a curva de

desempenho do melhor individuo para cada geragao ¢ apresentada nas Figuras 42 e 43.
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Figura 42: Curva de desempenho ES1 (esquerda) e ES2 (direita) (DO AUTOR, 2016).
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Figura 43: Curva de desempenho Banana 1 (esquerda) e Banana 2 (direita) (DO AUTOR, 2016).

5.1.3 Avaliacdo dos indices de validacao

O primeiro conjunto de dados a ser avaliado ¢ o ES1 como pode ser observado
na Figura 44. Os grupos sdo visualmente separaveis, sem ruido.

Cada experimento foi executado trinta vezes para cada algoritmo e conjunto de
dados e calculada a média e o desvio padrao para cada indice de validagao, os resultados

obtidos serdo preenchidos nas tabelas no formato “média + desvio padrao”.
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Figura 44: Conjunto de dados ES1 (DO AUTOR, 2016).

O resultado obtido pela clusterizagdo para todos os algoritmos foi competitivo e

ndo apresentou diferengas, como pode ser verificado na Tabela 14.

Tabela 14: Valores dos indices para o ES1 com 2 clusters (DO AUTOR, 2016).

ES1 K-means K-medoids C-means Aglomerativo DBSCAN SOM PGC/APF
Silhouette 0.9981+0 0.9981+0 0.9981+0 0.9981+0 0.9981+0 | 0.9981+0 | 0.9981+0
CH 9261310 9261310 9261310 9261310 9261310 9261310 9261310
DB 0.0540 +0 0.0540+0 0.0540+0 0.0540+0 0.0540+0 | 0.0540+0 | 0.0540+0
Dunn 5.7062 +0 5.7062+0 5.7062+0 5.7062+0 5.7062+0 | 5.7062+0 | 5.7062+0

Para o conjunto de dados ES2, ¢ possivel verificar que o algoritmo DBSCAN
apresenta resultado sensivelmente melhor que os outros algoritmos. Esta melhora no
resultado ocorre devido a retirada dos ruidos do conjunto de dados.

Na Figura 45, ¢ possivel avaliar o conjunto de dados e analise realizada pelo

algoritmo DBSCAN, identificando os ruidos e os retirando da analise.

DBSCAN Clustering (¢ = 0.8, MinPts = 10)
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Figura 45: Conjunto de dados ES2 (DO AUTOR, 2016).
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Na Tabela 15, ¢ possivel identificar os indices de validag¢ao retornados por todos

os algoritmos avaliados para o conjunto de dados ES2.

Tabela 15: Valores dos indices para o ES2 com 2 clusters (DO AUTOR, 2016).

ES2 K-means | K-medoids | C-means | Aglomerativo | DBSCAN SOM PGC
Silhouette | 0.8893+0 | 0.8893+0 | 0.889740 0.8896%0 0.9083+0 | 0.8824+0.09 | 0.8885+107
CH 2128440 | 2128.4+0 | 2131.8+0 2124540 2487.8+0 | 2104.1£725 2120.04£33
DB 0.3889+0 | 0.3889+0 | 0.3896+0 0.3887+0 0.3670+0 | 0.3892+0.07 | 0.3895+10
Dunn 0.0412+0 | 0.041240 | 0.055040 0.0980+0 0.3670+0 | 0.0845+0.02 | 0.07165+10

Para o conjunto de dados Banana 1 ¢ Banana 2 serdo realizadas duas avaliagdes
em relacdo a quantidade de clusters de entrada, pois para o algoritmo DBSCAN e para o
PGC, o algoritmo apresenta o melhor indice de validagdo para a disposicao de dois
clusters.

Também sera considerada a andlise preliminar para os algoritmos em que a
melhor disposi¢do de clusters retornou seis clusters comparando com a disposicao de
dois clusters.

Para o algoritmo PGC-APF foram desativados os parametros: modificador e
complemento para diminuir o espaco de busca e para o algoritmo retornar um resultado
com mais de dois clusters para os conjuntos de dados Banana 1 ¢ Banana 2.

Na Tabela 16 compara os indices de validagdo obtidos por todos os algoritmos

avaliados para o conjunto de dados Banana 1 com a formagao de 2 clusters.

Tabela 16: Valores dos indices para o Banana 1 com 2 clusters (DO AUTOR, 2016).

Bananal K-means K-medoids C-means Aglomerativo | DBSCAN SOM PGC/APF
Silhouette 0.5525+0 | 0.5115+£0.3 | 0.5525+0 0.3672+0 0.3672+0 | 0.50024+0.6 | 0.572+103
CH 181,073+0 | 155.40+21 | 181,07310 110.9440 110.94+0 | 131.16%42 | 172.65+0.9
DB 0.9979+0 | 1.0706+0.6 | 0.9979+0 1.2856+0 1.2856+0 | 0.9032+0.1 | 1.015+10°
Dunn 0.0252+0 | 0.042+103 | 0.025240 0.2307+0 0.2307+£0 | 0.047+102 | 0.028+10!

O retorno do indice de Dunn relativamente maior para os algoritmos DBSCAN e

Hierarquico Aglomerativo, para o conjunto de dados Banana 1 e Banana 2, indica que

os dois conjuntos de dados formam clusters de formato arbitrario.

O algoritmo Aglomerativo, neste caso, ¢ capaz de avaliar corretamente os grupos

formados e ¢ competitivo aos resultados obtidos pelo DBSCAN, pois o método ligacao

simples ¢ capaz de identificar clusters de formato arbitrario.
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Na Tabela 17 compara os indices de validagao obtidos por todos os algoritmos

avaliados para o conjunto de dados Banana 1 com a formagao de 6 clusters.

Tabela 17: Valores dos indices para o Banana 1 com 6 clusters (DO AUTOR, 2016).

Bananal K-means K-medoids C-means Aglomerativo | DBSCAN SOM PGC/APF
Silhouette 0.687+107 0.6874+0 0.6900+0 0.153240 0.32024+0 0.6261+10"! 0.41+10!
CH 329.21+4.4 332.601+0 335.32+0 90.06910 83.852 40 | 285.15+41 151£10°?
DB 0.6076102 0.599610 0.589940 0.786110 0.7220+0 | 0.617£10" | 1.04+10!
Dunn 0.04611073 0.024810 0.023940 0.0700+0 0.0513+0 0.051+£102 | 0.01+1073

Para o conjunto de dados Banana 2 foi realizada a mesma analise que o conjunto

Banana 1. Na Tabela 18 compara os indices de validacdo obtidos por todos os

algoritmos avaliados para o conjunto de dados Banana 2 com a formacao de 2 clusters.

Tabela 18: Valores dos indices para o Banana 2 com 2 clusters (DO AUTOR, 2016).

Banana 2 K-means K-medoids C-means Aglomerativo | DBSCAN SOM PGC/APF
Silhouette | 0.555+£10* | 0.541£102 | 0.559+10°¢ 0.5952+0 0.453440 | 0.453+102 | 0.522+10°
CH 1872.6+2 1777.2+£126 | 1899.4+10! 2133.840 1343.740 | 1095.0+450 | 1636+107
DB 0.9683+104 | 0.9958+10 | 0.9636+£10 0.8782+0 1.112040 | 0.7889+10! | 1.030+102
Dunn 0.0042+10* | 0.0054£103 | 0.0088+0 0.0127£0 0.02461+0 | 0.0084+1073 | 0.004+107

Na Tabela 19 compara os indices de validagao obtidos por todos os algoritmos

avaliados para o conjunto de dados Banana 2 com a formagao de 6 clusters.

Tabela 19: Valores dos indices para o Banana 2 com 6 clusters (DO AUTOR, 2016).

Banana 2 K-means K-medoids C-means | Aglomerativo | DBSCAN SOM PGC/APF
Silhouette | 0.541£10* | 0.5458+107 | 0.544+107 0.40124+0 0.429940 | 0.4724+102 | 0.179£10!
CH 23974107 | 2422.4+52 | 2408+10! 1667.310 1258.610 | 1933.94247 | 1025+1072
DB 0.877+107 | 0.8534+102 | 0.867+1073 1.089+0 0.644240 | 0.820+102 | 1.456+10!
Dunn 0.008+10* | 0.0049+10 | 0.006410 0.01661+0 0.011140 | 0.011£103 | 0.004£1073

O indice de validagdo que melhor trata o formato de cluster arbitrario ¢ o de

Dunn. Com a avaliacao deste item, ¢ possivel verificar que os algoritmos DBSCAN e

Hierarquico Aglomerativo apresentam o melhor resultado na formacao de clusters de

formato arbitrario. A Tabela 20 compara os valores retornados pelo indice de Dunn para

todos os algoritmos.
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Tabela 20: Avaliacao dos conjuntos Banana 1 e Banana 2 (DO AUTOR, 2016).

Indice de Dunn K-means | K-medoids | FCM | Aglomerativo | DBSCAN | SOM | PGC/APF
Banana 1 com K=2 | 0.0252 0.0420 0.0252 0.2307 0.2307 0.0477 0.0285
Banana 1 com K=6 | 0.0465 0.0248 0.0239 0.0700 0.0513 0.0514 | 0.0114
Banana 2 com K=2 | 0.0042 0.0054 0.0088 0.0127 0.0246 0.0084 0.0044
Banana 2 com K=6 | 0.0086 0.0049 0.0064 0.0166 0.0111 0.0111 0.0042

5.1.4 Avaliacdo dos resultados

A correlacdo entre a matriz de proximidade, que mede a estrutura do
agrupamento (em termos de coesdo e isolamento) e a matriz de incidéncia que em suas
colunas e linhas apresenta cada elemento do conjunto de dados, cada cruzamento de
linha com coluna em que os dois elementos facam parte do mesmo cluster, ¢ atribuido o

valor “1”, do contrario “0”.

Tabela 21: Correlacio entre matriz de proximidade e matriz de incidéncia (DO AUTOR, 2016).

Correlagdo K-means | K-medoids | C-means | Aglomerativo | DBSCAN | SOM | PGC/APF
ES1 0.8644 0.8644 0.8644 0.8644 0.8644 0.8644 0.8644
ES2 0.7852 0.7852 0.7855 0.7851 0.7947 0.7827 0.7736
Bananal com K=2 | 0.5388 0.5215 0.5388 0.4269 0.4269 0.5113 0.5403
Bananal com K=6 | 0.6127 0.6120 0.6104 0.5419 0.4974 0.6035 0.5501
Banana2 com K=2 | 0.5441 0.5289 0.5473 0.5933 0.4771 0.4559 0.5223
Banana2 com K=6 | 0.5502 0.5515 0.5516 0.5125 0.4299 0.5432 0.4839

De acordo com a Tabela 21, ¢ possivel observar que os conjuntos de dados que
formam clusters hiperesféricos, ES1 e ES2 apresentam melhor resultado para a
correlacdo. Esta caracteristica ¢ resultado da definicdo do calculo da matriz de

similaridade, que utiliza a distancia de cada dado ao centro do cluster.

5.1.5 Estratégia de agregacio de clusters com SVM

O algoritmo SVM sera utilizado para agregar os clusters resultantes dos
algoritmos que tratam somente dados hiperesféricos, como K-means, K-medoids, Fuzzy
C-means, Kohonen e PGC-APF.

Para esta avaliagdo serdo utilizados somente os conjuntos de dados Banana 1 e

Banana 2. Na andlise anterior, ¢ possivel verificar que o algoritmo DBSCAN, que trata
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formato arbitrario, apresenta um melhor retorno para o indice Dunn que avalia com
maior qualidade este tipo de formato. O algoritmo Hierarquico Aglomerativo também
apresenta resultado competitivo.

Os outros indices avaliam com mais qualidade clusters de formato hiperesférico,
pois consideram no célculo a distancia para o centro do cluster.

Assim, de forma a solucionar a limitacdo de algoritmos que somente tratam
dados hiperesféricos, sera realizada neste item a etapa de agregacdo de clusters e o
indice de Dunn serd usado para realizar a comparagao no resultado dos algoritmos.

O processo ¢ iniciado com a defini¢do de um valor alto para a quantidade de
clusters do algoritmo de clusterizagdo em que este ¢ um parametro de entrada. Para o
conjunto de dados Banana 1 foram definidos 10 clusters e para Banana 2 foram
definidos 50 clusters como parametro de entrada do algoritmo de clusterizagao.

Sera atribuicao do algoritmo SVM realizar a agregacao destes clusters para 2
com o objetivo de formar clusters de formato arbitrario.

O algoritmo Hierarquico Aglomerativo nao sera considerado nesta etapa, pois a
técnica escolhida para tratar os dados trata clusters nao hiperesféricos e retornou
resultados competitivos ao algoritmo DBSCAN.

A Tabela 22 apresenta os dois melhores resultados obtidos pelos algoritmos de

clusterizagdo para o indice de validagdo de Dunn retirados da Tabela 14.

Tabela 22: indice de Dunn para Banana (DO AUTOR, 2016).
Banana 1 | Aglomerativo | DBSCAN
Dunn 0.2307 0.2307

Na Tabela 23 ¢ realizada a comparagao dos algoritmos que ndo obtiveram um
bom resultado para o indice de Dunn baseado na Tabela 14 com o valor do indice de

Dunn obtido pela etapa de agregagao utilizando o algoritmo SVM.

Tabela 23: Comparacio de indice de Dunn com SVM para Banana 1 (DO AUTOR, 2016).
Banana 1 K-means | K-medoids | FCM SOM | PGC/APF

Dunn sem SVM 0.0252 0.0420 0.0252 | 0.0477 0.0285

Dunn com SVM | 0.2307 0.2307 0.2307 | 0.2307 0.2307
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Para o conjunto de dados Banana 1 ¢ possivel verificar que o processo de
agregacao realizado pelo algoritmo SVM (linha 3) obteve os mesmos resultados que os
algoritmos que tratam clusters de formato arbitrario, concluindo que esta etapa sucedeu
em gerar clusters de formato arbitrario quando o algoritmo de clusterizacao final s6 gera
clusters hiperesféricos.

A Tabela 24 apresenta os dois melhores resultados obtidos pelos algoritmos de
clusterizagdo para o indice de validagdo de Dunn retirados da Tabela 16.

Tabela 24: Indice de Dunn para Banana 2 (DO AUTOR, 2016).

Banana 2 | Aglomerativo | DBSCAN
Dunn 0.0127 0.0246

Na Tabela 25 ¢ realizada a comparagdo dos algoritmos que ndo obtiveram um
bom resultado para o indice de Dunn baseado na Tabela 16 com o valor do indice de

Dunn obtido pela etapa de agregacao utilizando o algoritmo SVM.

Tabela 25: Comparacio de indice de Dunn com SVM para Banana 2 (DO AUTOR, 2016).
Banana 2 K-means | K-medoids | FCM SOM | PGC/APF

Dunn sem SVM 0.0042 0.0088 0.0054 | 0.0084 0.0044
Dunn com SVM | 0.0067 0.0090 0.0068 | 0.0104 0.0052

Para o conjunto de dados Banana 2 ¢ possivel verificar que o processo de
agregacao realizado pelo algoritmo SVM melhorou os resultados obtidos anteriormente,
porém ndo alcancou o resultado obtido pelo algoritmo DBSCAN.

Os dois conjuntos de dados estdo mostrados no Apéndice A.

5.1.6 Avaliacdo estatistica

Quando os dados de k amostras correspondentes se apresentam pelo menos em
escala ordinal, o teste de Friedman ¢ 1til para comprovar a hipoétese de nulidade, de que
as k amostras tenham sido extraidas da mesma populagdo (FRIEDMAN; RUBIN,
1967).

Foi considerado o indice de validagdo de Dunn para os conjuntos na Tabela 26
para o teste de Friedman. A comparagao entre todos os algoritmos retornou o valor zero,
que demonstra que nao existe diferenca estatisticamente significativa entre os resultados

obtidos pelos métodos estudados.
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Tabela 26: Teste estatistico de Friedman (DO AUTOR, 2016).

Diff K-means | K-medoids | C-means | Aglomerativo | DBSCAN | SOM | PGC/APF
ES1 0 0 0 0 0 0 0
ES2 0 0 0 0 0 0 0
Banana 1 - SVM 0 0 0 0 0 0 0
Banana 2 - SVM 0 0 0 0 0 0 0

5.1.7 Comparacdo com dados aleatorios

Para esta etapa serdo comparados os valores dos indices de validagao obtidos
pelo método proposto com os dois algoritmos que obtiveram o melhor resultado
utilizando o processo de agregacdo de clusters, Hierarquico Aglomerativo e SOM com
os obtidos com dados aleatorios.

Para a geragdao dos dados aleatorios foram utilizados os mesmos parametros de
entrada dos conjuntos Banana 1 e Banana 2.

O DBSCAN obteve os melhores resultados para os dois conjuntos, porém nao
foi utilizado como comparagdo nesta etapa, pois este classifica todos os dados como
ruido, nao obtendo qualquer valor dos indices de validagao.

Serdo geradas trinta vezes cada dado aleatorio e calculados a média e desvio
padrao para cada algoritmo e avaliar se o resultado obtido com os algoritmos estudados
¢ coerente e ndo um resultado do acaso.

Nas Tabelas 27 a 30, ¢ possivel avaliar que os resultados retornados por dados
aleatorios nao sdo comparaveis aos dados, para os conjuntos de Banana 1 e Banana 2, o

indice de Dunn que melhor representa a comparagao dos dados.

Tabela 27: Comparacio de dados aleatérios com conjunto de dados ES1 (DO AUTOR, 2016).

400 pontos | Aglomerativo Aglomerativo SOM SOM PGC/APF PGC/APF
X Dados aleatdrios ES1 Dados aleatdrios ES1 Dados aleatérios ES1
ES1
Silhouette 0.4549+107 0.99814+0 0.4533+107 0.9981+0 -0.060+1072 0.9981+0
CH 319.42+41 9261310 326.04+31 9261310 0.8950+10! 9261340
DB 0.9582+107 0.0540+0 1.0516+10°! 0.0540+0 25.396+15 0.0540+0
Dunn 0.0429+1073 5.70624+0 0.0190+1073 5.7062+0 0.0010+10* 5.7062+0
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Tabela 28: Comparacio de dados aleatérios com conjunto de dados ES2 (DO AUTOR, 2016).
400 pontos Aglomerativo Aglomerativo SOM SOM PGC/APF PGC/APF

X Dados aleatorios ES2 Dados ES2 Dados ES2

ES2 aleatorios aleatorios

Silhouette 0.4549+1072 0.889610 0.453+102 | 0.882+10"" | -0.060+102 | 0.888+107
CH 319.42441 2124.510 326.044+31 | 2104.1+£725 | 0.8950+10 | 2120.0+33
Média DB 0.9582+10°! 0.388710 1.051+10" | 0.389+10! | 25.396+15 | 0.389+1073
Dunn 0.0429+1072 0.098010 0.0194103 | 0.084+102 | 0.0010£10* | 0.071+102

Tabela 29: Comparacio de dados aleatérios com conjunto de dados Bananal (DO AUTOR, 2016).

200 pontos | Aglomerativo Aglomerativo SOM SOM PGC/APF PCG/APF
X Dados aleatoérios Bananal Dados aleatérios | Banana 1 | Dados aleatérios | Bananal
Bananal SVM
Silhouette 0.2563+10"! 0.367240 0.45135+102 | 0.367210 -0.0031+1072 0.3672+0
CH 3.6656+12 110.9440 97.106+11 110.94+0 0.7279+1 110.94+0
DB 0.6463+2 1.2856+0 1.2221+10! 1.2856%0 16.094+10 1.2856%0
Dunn 0.0875+10°! 0.2307+0 0.0327+10! 0.2307+0 0.0030+10 0.2307+0
Tabela 30: Comparacio de dados aleatérios com conjunto de dados Banana2 (DO AUTOR, 2016).
2000 Aglomerativo | Aglomerativo SOM SOM PGC/APF PCG/APF
pontos Dados Banana2 Dados Banana 2 Dados Banana2
X aleatorios aleatorios SVM aleatorios
Bananal
Silhouette 0.4503+10! 0.595240 0.4346+102 0.382+10! -0.0003+10! 0.461+1072
CH 981.22+172 2133.840 944.14+143 1053.5+561 0.6857+1 1122,04+98
DB 1.2784+10! 0.8782+0 1.2380+10! 1.272410! 50.869+272 1.047£1073
Dunn 0.0061+107 0.012740 0.0044+103 0.010£+1073 0.0004+10"! 0.005+1073

5.2 Interpretacio de resultados

Serdo utilizados os conjuntos Iris e Breast cancer para avaliar a interpretagao de

resultados. Estes conjuntos de dados foram retirados da base UCI Machine Learning e

sao utilizados para estudos de caso em artigos cientificos.

Para o algoritmo Hierarquico Aglomerativo, os parametros de entrada na Tabela

31 apresentaram o melhor resultado para cada conjunto de dados.
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Tabela 31: Parametros de entrada para Aglomerativo (DO AUTOR, 2016).

Nome Técnica

Iris 2.1.5 Ward

Breast cancer | 2.1.6  Ward

Para o algoritmo DBSCAN, os parametros de entrada Eps e MinPts para cada

conjunto de teste estdo dispostos na Tabela 32.

Tabela 32: Parametros de entrada para DBSCAN (DO AUTOR, 2016).

Nome Eps | MinPts
Iris 0.6 3
Breast cancer | 6 30

5.2.1 Avaliacdo da acuraria

O caélculo da acuracia dos algoritmos de clusterizacao foi realizado com base na
classificagdo dos conjuntos de dados que esta disponibilizada no UCI Machine Learning
Repository.

Para os dados Breast cancer, 119 dados foram considerados ruido para o
algoritmo DBSCAN.

A Tabela 33 mede a acurdcia, proximidade entre o valor obtido
experimentalmente pelos métodos e o valor verdadeiro provido pelo responsavel pelo
banco de dados.

Na analise ¢ possivel avaliar que todos os algoritmos estao competitivos. Apesar
do DBSCAN apresentar um melhor resultado, 17% dos dados ndo sdo avaliados por
serem considerados ruidos.

Cada experimento foi executado trinta vezes para cada algoritmo e conjunto de
dados e calculada a média e o desvio padrao para cada indice de validagao, os resultados

obtidos serdo preenchidos nas tabelas no formato “média + desvio padrao”.



Tabela 33: Avaliacio de acuracia para conjunto de dados breast cancer (DO AUTOR, 2016).

Algoritmo Acuracia (%)
K-means 95.454 +0.14
K-medoids 94.72140.00
C-means 95.014+0.00
Aglomerativo | 95.747+0.00
DBSCAN 98.046+0.00
SOM 96.627+0.82
PCG/APF 95.014+0.92

Para o conjunto de dados iris, 4 dados foram considerados ruido. Na Tabela 34 ¢
avaliada a acurdcia média de cada método. O método DBSCAN nido identificou

corretamente um dos clusters.

Tabela 34: Avaliacio de acuracia para conjunto de dados Iris (DO AUTOR, 2016).

Algoritmo Acuracia (%)
K-means 82.666+0.64
K-medoids 83.333+0.00
C-means 84.000+0.00
Aglomerativo | 82.666+0.00
DBSCAN 70.2177+0.00
SOM 88.666+4.65
PCG/APF 89.333+0.00

5.2.2 Interpretacio das arvores de padroes fuzzy

Para os dados Breast Cancer as arvores geradas sdo apresentadas conforme
Figuras 46 e 47.

Para este conjunto, a classificacdo retorna se o diagnostico do tumor se €
maligno ou benigno. Os valores dos atributos sdo retirados a partir da analise de um
exame de imagem realizado através da coleta de material do paciente.

Na Figura 46, pode ser avaliada que a particdo ou termo baixo do atributo
compactagao (A6L) e a particdo médio-alta da variagdo de comprimento (ASHM)

influenciam de forma significativa a determinagdo do tipo de tumor maligno.



Figura 46: Arvore do cluster 1, paciente com tumor maligno (DO AUTOR, 2016).

Level Lines
T -
Wal 51484
1-‘
LY
AsL ASHIL
height = 1

92

Na Figura 47, pode ser avaliado que valores baixos tanto do atributo textura

(A2L) e perimetro (A3L) determinam que o tipo de tumor do paciente avaliado ¢

benigno.

Level Lines

Figura 47: Arvore do cluster 2, paciente com tumor benigno (DO AUTOR, 2016).

=
i

Para os dados iris, cujas arvores geradas sdo apresentadas conforme Figuras 48 a

50, o objetivo ¢ classificar corretamente a flor produzida por uma planta.
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Para o primeiro cluster, ¢ possivel observar que valores na particio médio do
atributo dois (A2M), largura da sépala e alto do atributo trés (A3L), comprimento da

pétala determinam o grupo Iris setosa.
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Figura 48: Arvore do cluster 1, Iris setosa (DO AUTOR, 2016).

Para o segundo cluster, ¢ possivel observar que valores médio-baixo do atributo
um e dois, respectivamente comprimento e largura da sépala e médio do comprimento

da pétala determinam o grupo Iris virginica.
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Figura 49: Arvore do cluster 2, Iris virginica (DO AUTOR, 2016).

Para o terceiro cluster, & possivel observar que valores da partigdo médio-alto do
atributo um, comprimento da sépala e da parti¢do alto do atributo comprimento da

pétala (A3H) determinam a grupo Iris versicolor.
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Figura 50: Arvore do cluster 3, Iris versicolor (DO AUTOR, 2016).
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5.2.3 Avaliacdo dos termos

Nesta fase serdo avaliados quais termos mais se apresentaram nas Aarvores
obtidas em 30 repeti¢des da clusterizagdo realizada e qual o grau de influéncia na arvore
(altura do termo em relagdo ao tamanho da arvore).

Para o conjunto de dados Breast Cancer, os resultados sdo apresentados na
Tabela 35, em que ¢ possivel observar pelo exemplo das Figuras 46 e 47 que os termos
3L, 2L, 6L e SHM aparecem com frequéncia no processo de sintese das arvores sendo

um indicativo de sua importancia.

Tabela 35: Avaliacio de altura da drvore e importincia dos termos do conjunto Breast Cancer (DO

AUTOR, 2016).
Atributo L LM M HM H

Altura Of(rjofrjofl1]jO0|1]|0]1
1 - Raio 3(0(2(0(0(0]1|0(3]0
2 - Textura 6 |1|2(0(1]0|3]0|3]|0
3 - Perimetro 19|0/0(0f1]0|4]1]0]0
4 - Area 4 1014]0[2({0]1[2[1]0
5 - Variagdo de comprimento 4 1010(0(0|L(3]0]1]1
6 - Compactacao 9 (2/9(0]0(0]|1]0|3]0
7 - Concavidade 3(0{0(0|3|0j0|0|1]0O0
8 - Numero de porg¢des de concavidade | 5 |1 {00 |1[0|[5]0]0]|0
9 - Simetria 210/0(0|1]0]|3]0]1]|0

Para o conjunto de dados iris, os resultados sdo apresentados na Tabela 36, em
que ¢ possivel observar pelo exemplo das Figuras 48 a 50 que os termos 2M, 3L, 1LM,
2LM, 3M, 1HM e 3H aparecem com frequéncia no processo de sintese, o que ¢

indicativo da sua importancia.
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Tabela 36: Avaliacio de altura da arvore e importiancia dos termos do conjunto Iris (DO AUTOR,
2016).

Atributo L LM M HM H

Altura 0 [1[2[3[01]2]3] 0 1[2[3] 0] 1]2]3[01]2]3

1 - Comprimentoda | 6 {[2|0|0| 6 |1 |10 7 |0|0O|1]9 |1(0j0]12|0(1]0

sépala

2 - Largura da 6 [1(2|]0]6|1|0|0|6 |1[0|0]5|2|0[0] 7 ([2(|0|0

sépala

3-Comprimentoda |20 8|3 |1(12{4|0(0|10|2|0(0|24|7(0|0|12|1|0]|0
pétala

4 -Larguradapétala (12 (4|1 |0| 7 |O|O|O| S5 |2|0|1|14|2]|0|0O] S |1]0]|1

5.3 Analise de segmentacio de mercado

A base de utilizacdo do servico de mensagens curtas (do inglés, Short Message
Service, SMS) serd usada para aplicagio do método proposto adicionalmente a
comparagdo com as bases conhecidas. Este ¢ um servico provido por operadoras de
telefonia movel.

Atualmente, além da possibilidade de envio entre clientes de mesma operadora
ou operadores diferentes (interconexao), ¢ possivel para o cliente contratar servicos de
envio de noticias, entretenimento, alertas de transagdes bancarias, adquirir crédito para
telefone para uso de servigos, contratar pacotes de servigos, acessar canais de
atendimento da sua Operadora. No caso de um cliente corporativo, as empresas podem
se comunicar com seus clientes para promogdes, informar débitos, informacdes de
check-in de voos, etc.

Um dos grandes beneficios da utilizagdo de SMS por parte da comunicagao de
empresas ¢ nao necessitar que o cliente tenha pacote de dados contratado e ser
suportado por quase a totalidade dos aparelhos no mercado.

A SMSC (Short Message Service Center) ¢ a plataforma utilizada pelas
Operadoras para prestar este servico e funciona no modelo store and forward que
consiste de uma fila que recebe os pedidos de envio de SMS. A SMSC realiza a
primeira tentativa de entrega da mensagem para o telefone ou para a aplicagdo, se o
destino estiver disponivel, envia a mensagem. Do contrario, coloca na fila para tentar

posteriormente. Possui as seguintes funcionalidades bésicas:
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e Um prazo de armazenamento dos SMS, com mecanismo inteligente de
reenvio, ou seja, por tipo de destino pode ser definida quantas vezes a
haverd a tentativa de reenviar a mensagem e o espacamento de tempo
entre cada tentativa. No Brasil, o 6rgao regulador (Agéncia Nacional de
Telecomunicagdes, ANATEL) determina que o prazo limite para tarifar
um cliente € de 24 horas;

e A possibilidade de priorizar as mensagens na fila de entrega, ou seja,
servicos prioritarios podem ser entregues antes para o destino quando
estes estiverem na mesma fila de envio;

e A notificacdo de entrega tanto para o assinante do movel, se este origina
a mensagem quanto para a aplicacdo que enviou o conteudo. A
notificacdo de entrega informa se a mensagem foi enviada com sucesso
ou nao para o destino.

Na Figura 51 ¢ apresentada a arquitetura de rede. A SMSC ¢ um elemento

centralizador para as mensagens de texto de todos os assinantes da rede.

X B

Figura 51: Arquitetura geral de rede de telefonia mével (DO AUTOR, 2017)

Para iniciar a andlise, o primeiro passo ¢ a compreensdao de quais dados serao
utilizados, no caso da segmentacao por comportamento sao considerados dados como,
quantidades de mensagens, tipos de servigos utilizados, que serdo explicados mais
adiante neste item.

Ja a determinacdo da populacdo a ser segmentada serd baseada em clientes
ativos e que estatisticamente seja representativa, ou seja, a amostra da qual a andlise

serd realizada oferece conclusodes validas sobre a populagao.



98

O nivel de segmentacdo sera geografico e por comportamento, ou seja, serao
coletados dados de trés regides do Brasil para compor a massa a ser analisada e sera
avaliada a diferengca de comportamento de utilizagdo de servigos nestas regides. Esta
coleta serd realizada no elemento SMSC, pois ele centralizada as informagdes de
mensagens de texto originadas na rede de telefonia movel e de aplicagoes.

Este conhecimento esta contido na analise de registros dos assinantes (CDR, cal/
detail record), que sera utilizado na preparacao dos dados.

Os CDRs gerados na SMSC tem como sua principal funcdo registrar as
informacdes necessarias para realizar a cobranca aos usuarios pela utilizacdo dos
servicos oferecidos pela operadora e geracao de estatisticas para o 6rgao regulador.

Estes arquivos de CDRs podem ser fechados por tempo ou por tamanho. Neste
trabalho foram coletados arquivos e realizada a retirada de dados provenientes das
regides escolhidas.

As variaveis consideradas para o projeto abrangem os tipos de mensagens de
texto que podem ser enviadas pelo cliente movel para outro cliente ou para um servico e

as informagdes disponiveis nos CDRs sao:

e Destinatario;

e Originador;

e Data e hora de submisséo;

e Data e hora da entrega da mensagem,;

e Tamanho do texto inserido pelo cliente em bytes;

e Numero de tentativas de entrega (¢ maior que “uma”, se ha falha na primeira
tentativa);

e MSC (Mobile Switching Center), equipamento responsavel por realizar as
conexoes dos assinantes moveis a outros assinantes, de origem e de destino.
Se a origem ou o destino forem um assinante moével esta informacdo ¢
preenchida;

e Mensagem entregue com sucesso, insucesso ou expirada. A mensagem
expirada ¢ caracterizada pelo seguinte fluxo: ¢ iniciada a politica de reenvio,
porém alcancgada as 24 horas, ela ndo ¢ entregue para o assinante;

o International Mobile Number Subscriber Identity (IMSI) tanto do originador

quanto do destinatario, quando este forem um assinante movel. Esta
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informacdao ¢ uma identidade tinica do chip e identifica adicionalmente o
pais e a operadora;

e Tipo de mensagem (originada ou terminada na rede e recibo de entrega).

E importante destacar que existem dois tipos de falhas, a primeira é a falha
definitiva que ndo inicia a politica de reenvio, um dos exemplos ¢ quando uma
mensagem de texto ¢ encaminhada para a rede de uma operadora, porém aquele destino
ndo ¢ um telefone da mesma e sim de outra empresa e a segunda ¢ falha temporaria, em
que o assinante pode estar indisponivel, pois o telefone esta desligado, por exemplo.

O fluxo simplificado da mensagem de texto originada por um assinante movel ¢
descrito na Figura 52, onde o assinante inicia o envio com o “Message Transfer” e a
MSC encaminha esta mensagem para a SMSC utilizando protocolo especifico de rede,
j& a comunicacdo entre SMSC e a aplicag@o utiliza outro protocolo desenvolvido para

comunicag¢do entre o elemento e aplicagdes externas ou internas a operadora.

Mavel MSC SMSC Aplicacdo

Message Transfer

-
-

MO-Forward-SMS

h J

deliver_sm

= deliver_sm_resp

| _MO-Forwars_SMS_resp
-

Message Transfer resp
=

Maw el MSC SMSC Aplicacdo

Figura 52: Fluxo basico do SMS (DO AUTOR, 2016)

Os CDRs coletados a partir do servidor de uma operadora de telecomunicagdes,
cuja identidade ndo serd revelada nesse trabalho por questdes de confidencialidade dos
dados fornecidos, foram tratados por um especialista.

Os dados foram carregados em um banco de dados auxiliar (Access) para pré-
processamento “manual” para limpeza na base para a retirada de dados que
apresentavam campos vazios ou inconsisténcias, pois embora alguns algoritmos retirem
o ruido, como o DBSCAN, alguns procedimentos para lidar com dados incompletos ou
ruidosos que nem sempre sao robustos, necessitando esta etapa manual.

Esta retirada foi baseada no originador, ou seja, se o cliente que originou a

mensagem for da regido 1, esta sera considerada para anélise desta regido.
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Para filtrar somente as mensagens originadas por assinantes da operadora foi
utilizado o campo tipo de mensagem.

Os campos que se seguem foram escolhidos pela significAncia para analise da
segmentacdo por comportamento:

e Tempo de entrega da mensagem, este atributo ¢ a diferenca entre data e hora

da entrega da mensagem e data e hora de submissao;

e Destinatario;

e Originador;

o  MSC (Mobile Switching Center) do originador;

e Tamanho do texto inserido pelo cliente em bytes.

O destino sera consolidado por tipo de destinatario, conforme se segue para
analisar que tipos de servicos sdo de maior interesse na regiao estudada:

e Mensagens destinadas para clientes da mesma operadora;

e Mensagens destinadas para clientes de outra operadora.

Seré extraida a informagdo se a origem e o destino estdo no mesmo Codigo de
area ou ndo.

Se a MSC nao pertencer ao mesmo codigo de area do originador, significa que a
mensagem de texto foi originada por um assinante em roaming.

Neste trabalho, a avaliagdo dos resultados dos clusters dard a visdao de como
clientes de diferentes regides possuem perfis especificos em relagdo a utilizacdo de
servico. O objetivo ¢ atingir a qualidade do servico que ¢ o grau em que um Servigo
atende ou supera as expectativas do cliente. Se o cliente recebe um servi¢o acima de sua
expectativa, isto ¢, melhor do que o esperado, estard com um grau de satisfagdo elevado.
Se o servigo recebido for percebido abaixo do esperado, o grau de satisfacao sera baixo.
A qualidade ¢ julgada de acordo com a satisfacdo percebida e ¢ descobrir o que gera
valor para o cliente uma acdo fundamental para oferecer servicos mais indicados
conforme o perfil do usuario.

Deve-se encontrar uma maneira de fornecer um servigo que atinja os objetivos
do cliente (resolva seus problemas), de modo que seus valores fiquem evidenciados.
Isto faz com que cada servigo prestado seja individualizado, isto €, tenha a
personalidade do consumidor.

O interesse do receptor em receber a mensagem ¢ um dos fatores cruciais para o

sucesso da comunicacdo. Como a capacidade do cérebro para processar informacdes €
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limitada, os consumidores sdo muito seletivos quanto ao que dedicar sua atencdo. O
processo de percepcdo seletiva significa que as pessoas atendem a somente uma
pequena porcao dos estimulos a que sdo expostas.

Isto faz com que cada servigo prestado possa ser diferente por regido, trazendo

melhor resultado para a operadora e maior satisfacao para o cliente.

5.3.1 Avaliacdo dos dados com PGC-APF

A Tabela 37 informa a quantidade de pontos em cada conjunto de dados, cada

conjunto contém informagdes de trafego em cada regido.

Tabela 37: Conjunto de dados de segmentacdo (DO AUTOR, 2016).

Regido | Pontos
A 680
B 445

A Tabela 38 resume cada possivel cenario de trafego quando um cliente origina

uma mensagem de texto.

Tabela 38: Avaliacao de cenarios (DO AUTOR, 2016).

Envio entre clientes da mesma Envio entre clientes da mesma Cliente de origem na mesma
regido operadora localizagdo
Sim Nao Nao
Sim Sim Nao
Sim Nao Sim
Sim Sim Sim
Nao Niao Nio
Nao Sim Nao
Nao Nao Sim
Nao Sim Sim

Sera avaliado para cada regido o cenario de maior trafego para cada conjunto de
dados, no caso da regido A. Este cendrio é quando clientes de diferentes regides trocam
mensagens de texto e ndo sdo da mesma operadora. Adicionalmente, os clientes que

originam esta mensagem nao estdo em roaming.




102

Para regido B, o cenario ocorre quando os clientes sdo da mesma regiao e

operadora, além do originador ndo estar em roaming.

5.3.2 Interpretacio das arvores de padroes fuzzy

A proposta ¢ gerar uma monitoragdo que avalie o comportamento do trafego de
assinante em uma regido ao longo de cada hora por dia para que seja possivel avaliar

caracteristicas do trafego tanto para operacao quanto para marketing.

Para a regido A foram geradas cinco arvores da Figura 53 a 57, este valor foi o
retornando pelo indice de validacdo Calinski-Harabasz para a melhor disposicdo de

clusters, foi definido o nimero maxima de arvore de dez como entrada.

Na Figura 53, as mensagens sdo especificamente caracterizadas pelo atributo
dois (tamanho da mensagem), nas parti¢des alto e médio-alto (A2H e A2HM), devido a
esta caracteristica antes da mensagem ser entregue para o assinante de destino, essa ¢

enviada para avaliagdo de caracteristicas de spam, podendo ou ndo ser bloqueada.

Neste fluxo ¢ avaliado o comportamento do originador, como quantidade de
mensagens enviadas em uma faixa especifica do tanto e se o texto da mensagem se

repete com frequéncia, por exemplo.

Esta avaliagdo em relagdo ao tamanho da mensagem relacionada ao
comportamento de spam ¢ devido a um estudo de uma comunidade internacional que
avalia este comportamento em todo o mundo e direciona as operadoras em relagdo a

algumas caracteristicas a serem monitoradas.
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Figura 53: Arvore do cluster 1, sera avaliado pelo anti-spam (DO AUTOR, 2016).

Na Figura 54, o cluster 2 ¢ caracterizado por mensagens com alta quantidade de
caracteres (A2HM) no campo texto, porém com quantidade de caracteres menor que o
cluster 1.

Este cluster pode ser agregado pelo algoritmo SVM com o cluster 1, pois o

tamanho do texto continua maior que o valor de controle em que a mensagem ¢

considerada spam.
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Figura 54: Arvore do cluster 2, sera avaliado pelo anti-spam (DO AUTOR, 2016).
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O cluster 3 na Figura 55 ¢ caracterizado por mensagens com a quantidade de
caracteres de mensagem menor (A2LM e A2M) que o limite de indicador de spam.

Assim, estas mensagens serdo consideradas validas.

Level Lines
|
!_ OWAD 050512, ' OWAD 6304,
l- \
[ A2LM, AZHIY Az AZHM,
i'
I'
height = 2

Figura 55: Arvore do cluster 3, caracterizado por mensagens validas (DO AUTOR, 2016).

O cluster 4 na Figura 56 ¢ caracterizado por mensagens de texto com a varidvel
de tempo de entrega com valores nas particdes alto e médio (A1H e A1M). Os valores
para o atributo um indicam que o assinante de destino ndo estava disponivel durante
todo o tempo que a plataforma de SMS tentou entregar a mensagem de texto.

Esta ¢ uma indicagdo ruim tanto para operacdo, pois nao atende ao tempo
medido de entrega de 60 segundos da Anatel, causando impacto no indicador de
desempenho de rede, quanto ¢ mais custoso, pois gasta mais recursos de rede, pois sdao
realizadas muitas tentativas de entrega para uma mesma mensagem.

Esta caracteristica de mensagem com alta duragcdo na tentativa de entrega e
quantidade alta de caracteres ¢ uma indicagdo que esta mensagem pode estar sendo
originada por um spammer, que envia mensagens para toda a faixa numérica disponivel

da operadora, onde nao necessariamente o cliente de destino esta disponivel.
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Figura 56: Arvore do cluster 4, caracterizado por spam (DO AUTOR, 2016).

O cluster 5 na Figura 57 ¢ caracterizado por mensagens com a quantidade de
caracteres de mensagem menor que o limite de indicador de spam (A2L). Assim, estas
mensagens serdo consideradas validas.

A diferenga deste cluster para o 3 ¢ que o tamanho de mensagem indica que a

mensagem trocada possa ser um dialogo curto, como: "Sim" ou "Ja vou".

Level Lines
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Figura 57: Arvore do cluster 5, caracterizado por mensagens validas curtas (DO AUTOR, 2016).
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Para a regido B, as Figuras 58 a 60 apresentam as trés arvores geradas, este valor
foi o retornando pelo indice de validacao Calinski-Harabasz para a melhor disposi¢do de
clusters, foi definido o nimero maxima de arvore de dez como entrada.

O cluster 1 na Figura 58 ¢ caracterizado pela variavel de tempo de entrega com
valores nas parti¢des alto e médio (A1H e A1M). Como comentado para o cluster 4 na
regido anterior, ¢ uma indicagdo que esta mensagem pode estar sendo originada por um
spammer, que envia mensagens para toda a faixa numérica disponivel da operadora,
onde nao necessariamente o cliente de destino esta disponivel, tendo grande impacto no

operacional e nos indicadores de desempenho.
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Figura 58: Arvore do cluster 1, caracterizado por spam (DO AUTOR, 2016).

O cluster 2 na Figura 59 ¢ caracterizado com a quantidade de caracteres de
mensagem menor que o limite de indicador de spam, atributo 2 baixo (A2L), com a
maior parte das mensagens entregues em 60 segundos e poucas mensagens em até 5

minutos, este ¢ um comportamento valido.
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Figura 59: Arvore do cluster 2, caracterizado por mensagens validas (DO AUTOR, 2016).

O cluster 3 na Figura 60 ¢ comparavel ao cluster 1 da regido A, com os valores
médio-alto e alto do atributo dois, quantidade de caracteres no campo texto, indicando
que esta mensagen deve ser avaliada para processo de spam para identificar

caracteristicas adicionais para permitir ou ndo a entrega ao destinatario.
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Figura 60: Arvore do cluster 3, sera avaliado pelo anti-spam (DO AUTOR, 2016).



108

CONCLUSAO

Este trabalho apresenta um modelo utilizando Arvores de Padrdes Fuzzy e
Programacdo Genética Cartesiana para solucionar um problema de clusterizagao.

Foram realizados estudos de casos e comparagdo com outros algoritmos
tradicionais de clusterizagdo para avaliar quais tipos de dados sdo melhores avaliados
com este método e as vantagens em relacdo aos outros métodos.

Foi verificado que o método proposto apresenta desempenho similar em quase
todos os tipos de dados e para solucionar a limitacdo de tratamento de clusters
hiperesféricos foi utilizado o algoritmo SVM.

O algoritmo SVM sucedeu em agrupar conjunto de dados que formam clusters
em formato arbitrario, especificamente para dados menos densos, como o conjunto
Banana 1 atingiu o mesmo resultado que o algoritmo DBSCAN.

No caso de dados mais densos, como o conjunto de dados Banana 2, melhorou o
resultado original obtido pelo algoritmo de clusterizacao.

E importante salientar a importancia dos resultados obtidos pelas arvores para a
interpretagdao dos dados contidos em um cluster, favorecendo a avaliacdo do especialista
em relacdo ao grupo e tornando a andlise menos subjetiva que nos algoritmos
tradicionais.

As propostas para trabalhos futuros no desenvolvimento desta pesquisa estdo
listadas a seguir:

e Avaliar a adogao de um indice de validagdo que trata conjuntos de dados
que formam clusters de formato arbitrario. O indice de Dunn foi avaliado
e nao retornou bons resultados;

e O algoritmo DBSCAN podera ser testado como tratamento inicial para
os conjuntos de dados para a retirada de outliers antes da utilizacdo de
outras técnicas de clusterizacao;

e Avaliagio do modelo multiobjetivo, que ¢é a técnica onde diversos
objetivos sdo levados em conta ao mesmo tempo para a obtengdao da
solucdo. Por exemplo, pode-se utilizar diferentes indices de validagdo ao

mesmo tempo.
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APENDICE A

Este apéndice apresenta os testes realizados com os conjuntos de teste no item
5.1.3 e 5.1.5 que contem os resultados realizados pelos algoritmos de clusterizacdo e

matriz de proximidade do Capitulo 5.
A.1 Resultados das clusterizacoes realizadas

As Figuras 61 a 64 comparam dois algoritmos para os resultados das
clusterizagdes realizadas no Capitulo 4 para o conjunto de dados Banana 1 e 2, um que

trata somente formatos hiperesféricos (PGC-AFP) de clusters e o outro que trata

formato arbitrario.
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Figura 61: Resultado obtido pelo algoritmo PGC-AFP para Banana 1 com K=2 (DO AUTOR, 2016)

Dataset Clusterizado

Figura 62: Resultado obtido pelo algoritmo PGC-AFP para Banana 2 com K=2 (DO AUTOR, 2016)



121

DBSCAN Clustering (e = 2.1, Mir)|<F‘ts =3)
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Figura 63: Resultado obtido pelo algoritmo DBSCAN para Banana 1 (DO AUTOR, 2016)

DBSCAN Clustering (¢ = 0.9, MlnPts =30)
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Figura 64: Resultado obtido pelo algoritmo DBSCAN para Banana 2 (DO AUTOR, 2016)

A.2 Resultados obtidos com agrupamento de dados

Para o avaliagdo utilizando o SVM, somente os conjuntos de dados Banana 1 e
Banana 2 foram avaliados, pois estes geram clusters nao hiperesféricos.

Para comparagdo, serao destacados os resultados obtidos para o algoritmo PGC-

AFP.
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Figura 65: Agrupamento 10 clusters para Banana 1 algoritmo PGC-AFP em 2 por SVM (DO
AUTOR, 2016)

Dataset Clusterizado - Clusters Juntos

Figura 66: Agrupamento S0 clusters para Banana 2 algoritmo PGC-APF em 2 por SVM (DO
AUTOR, 2016)



