§ 4% Universidade do Estado do Rio de Janeiro
> Centro de Tecnologia e Ciéncias

| ’is;m,g@ Faculdade de Engenharia

Carlos Alberto Martins Junior
Classificacao de indices de satisfacao de usuarios de telefonia

movel usando aprendizado de maquinas

Rio de Janeiro
2021



Carlos Alberto Martins Junior

Classificagao de indices de satisfagdao de usuarios de telefonia mével

usando aprendizado de maquinas

Dissertacdo apresentada, como
requisito parcial para obtengcdo do
titulo de Mestre, ao Programa de
Pos-Graduagdo em  Engenharia
Eletronica, da Universidade do
Estado do Rio de Janeiro.

Orientador: Prof. Dr. Lisandro Lovisolo

Orientador: Prof. Dr. Marcelo Gongalves Rubinstein

Rio de Janeiro

2021



CATALOGAGAO NA FONTE
UERJ / REDE SIRIUS / BIBLIOTECA CTC/B

M386 Martins Junior, Carlos Alberto.
Classificagado de indices de satisfacdo de usuarios de telefonia
moével usando aprendizado de maquinas / Carlos Alberto Martins
Janior. — 2021.
63f.

Orientadores: Lisandro Lovisolo, Marcelo Gongalves
Rubinstein.

Dissertagao (Mestrado) — Universidade do Estado do Rio de
Janeiro, Faculdade de Engenharia.

1. Engenharia eletrbnica - Teses. 2. Aprendizado do
computador - Teses. 3. Redes neurais (Computacao) - Teses. 4.
Sistemas de telefonia celular - Teses. 5. Satisfagdo do consumidor
- Teses. |. Lovisolo, Lisandro. Il. Rubinstein, Marcelo Gongalves.
lll. Universidade do Estado do Rio de Janeiro, Faculdade de
Engenharia. IV. Titulo.

CDU 004.891:621.396.61

Bibliotecaria: Julia Vieira — CRB7/6022

Autorizo, apenas para fins académicos e cientificos, a reproducéo total ou parcial

desta tese, desde que citada a fonte.

Assinatura Data



Carlos Alberto Martins Junior

Classificagao de indices de satisfagcao de usuarios de telefonia mével

usando aprendizado de maquinas

Aprovado em:

Banca Examinadora:

Dissertagdo apresentada, como
requisito parcial para obtengdo do
titulo de Mestre, ao Programa de
Pos-Graduagdo em  Engenharia
Eletronica da Universidade do Estado
do Rio de Janeiro.

Prof. Dr. Lisandro Lovisolo (Orientador)
Faculdade de Engenharia — UERJ

Prof. Dr. Marcelo Gongalves Ru

binstein (Orientador)

Faculdade de Engenharia — UERJ

Prof. Dr. Karla Figueiredo

Instituto de Matematica e Estatistica — UERJ

Prof. Dr. Carlos Alberto Campos
Universidade Federal do Estado do Rio de Janeiro — UNIRIO

Rio de Ja
2021

neiro



DEDICATORIA

Dedico este trabalho a minha familia, aos meus amigos e aos meus

orientadores.



AGRADECIMENTOS

A empresa que disponibilizou os dados usados na pesquisa, embora ndo
possa ser identificada;

Aos meus pais, pela motivagao que sempre me deram e pela educagao
que recebi deles;

Aos meus orientadores, pelos conhecimentos passados, pela ajuda

fornecida e pela dedicagao.



RESUMO

MARTINS JR, C. A. Classificagdo de indices de satisfacdo de usuarios de
telefonia movel usando aprendizado de maquinas. 2021. 63f. Dissertagao
(Mestrado em Engenharia Eletrénica) — Faculdade de Engenharia,
Universidade do Estado do Rio de Janeiro, Rio de Janeiro, 2021.

Para manter a rentabilidade no concorrido mercado de
telecomunicagdes, as operadoras de telefonia amparam-se em métricas de
negocios, tais como a taxa de rotatividade dos clientes (churn) e o Net Promoter
Score (NPS). Nos ultimos anos, as telecomunicagdes no Brasil e no mundo todo
tém usado o conceito de NPS para gerenciamento de relacionamento com o
cliente. Operadoras de rede movel visam a minimizar a degradagao da qualidade
da rede, a fim de melhorar a qualidade da rede e consequentemente a
experiéncia do cliente. Contudo, o numero de pontos de medi¢cado na rede séo
potencialmente massivos e é altamente desejavel usar técnicas de aprendizado
de maquina para extrair os recursos de rede mais importantes que
provavelmente causam um servico de rede mal percebido. Este trabalho explora
técnicas de aprendizado de maquina com algoritmo de Rede Neural Artificial,
Floresta Aleatoria e XGBoost para prever o NPS, além de, com base no NPS,
ajudar a prevenir o churn. Para tal, foi utilizada uma base amostral de 82.618
clientes de uma operadora do Brasil a qual inclui informacgdes reais de uso da
rede e de negdcios. Os resultados mostram que é possivel empregar uma ampla
variedade de métricas de rede e de negdcio para treinar uma maquina que
permita entender a percepcao dos clientes visando a manté-los. O trabalho
produziu descobertas que tém implicacbes vitais para as operadoras,
destacando-se a apresentacao de quais sao os indicadores de rede e de negdcio
principais que afetam a experiéncia do cliente. Nao foi encontrado nenhum outro
trabalho com a mesma vertente de pesquisa para que pudéssemos realizar
comparagoes.

Palavras-chave: Aprendizado de Maquina; RNA; Redes Neurais Artificiais;
Floresta Aleatoria; XGBoost; Churn; NPS.



ABSTRACT

MARTINS JR, C. A. Classification of mobile phone users satisfaction rates with
machine learning. 2021. 63f. Dissertacdo (Mestrado em Engenharia Eletronica)
— Faculdade de Engenharia, Universidade do Estado do Rio de Janeiro, Rio de
Janeiro, 2021.

In order to keep profitable in a competitive telecommunications market,
telephone operators rely on business metrics, such as customer turnover rate
(churn) and Net Promoter Score (NPS). Recently, telecommunications in Brazil
and worldwide have used the NPS concept for managing customer relationship.
Mobile network operators aim to minimize degradation of network quality in order
to improve the overall quality of the experience. However, the number of
measurement points in a network is potentially massive and it is highly desirable
to use machine learning techniques to extract the most important actionable
network resources that are likely to cause poorly perceived network service. This
work explores machine learning techniques with Artificial Neural Network,
Random Forest and XGBoost algorithms to predict NPS, and, based on NPS,
help prevent churn. For this purpose, a sample base of 82,618 customers from
an operator in Brazil was used, which includes real information on network and
business usage. The results show that it is possible to employ a wide variety of
network and business metrics to train a machine that allows to understand the
perception of customers in order to maintain them. The work produced
discoveries that have vital implications for operators, highlighting the presentation
of what are the main network and business indicators that affect the customer
experience. No other work with the same research aspect was found so that we
could make comparisons.

Keywords: Machine Learning; RNA; Artificial neural networks; Random Forest;
XGBoost; Churn; NPS.
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1 INTRODUGAO

O conhecimento associado a telefonia movel esta em constante evolugao,
fazendo surgir grandes inovagdes e trazendo novas tecnologias e ferramentas ao
mercado. Essa evolugao impacta fortemente a sociedade, que se torna eventualmente
dependente dessas novas tecnologias. Em linha com este cenario, a Cisco estimou
que o consumo de dados modveis na internet teria um Compound Anual Growth Rate
(CAGR) de 47% entre 2016 e 2021 59.

A constante evolugéo tecnoldgica obriga as operadoras de telecomunicagdes
a acompanhar esses avangos, visando a manter a competitividade e sua base de
clientes. Consequentemente, as operadoras tém buscado formas de entender a
qualidade da experiéncia de seus usuarios e estudos apresentam formas de melhorar
a retengdo 59. A qualidade da experiéncia do usuario é media pelo Quality of
Experience (QoE). Existem diversas definicdes sobre a experiéncia do usuario, a
Unido Internacional de Telecomunicagcbes na Recomendacédo ITU-T P.10 define
como o grau de satisfagdo ou aborrecimento do usuario de um aplicativo ou servigo.
Resulta do cumprimento de suas expectativas com relagdo a utilidade ou gozo do
aplicativo ou servico a luz da personalidade do usuario e do estado atual. O QoE é
uma medida subjetiva da perspectiva do usuario da qualidade geral do servigo
prestado 59.

Com o objetivo de aferir a QoE empregam-se ferramentas de Network
Performance Management (NPM), Service Quality Management (SQM) e Customer
Experience Management (CEM), que possibilitam avaliar o desempenho da
operadora. Busca-se com grande esforgco a exceléncia do servigo prestado/ofertado,
pois a manutengéo de um cliente tem um custo inferior ao custo da conquista de um
novo 59.

Operadoras de telecomunicagdes em todo o mundo procuram minimizar a
degradacao da qualidade do servigo prestado, com o objetivo de melhorar a qualidade
geral da experiéncia dos usuarios, pois uma experiéncia ruim podera frustrar o usuario
e resultar em alta taxa de rotatividade dos clientes (churn) 59.

As empresas de telecomunicagdes sentem a necessidade de se tornarem

mais competitivas e de elevarem cada vez mais a qualidade dos seus produtos e
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servicos. Todavia, a adequagdo do desempenho da rede € um desafio para os
administradores das redes de telecomunicacgdes.

A gestdo da rede e da qualidade de servigo das aplicagdes Over The Top
(OTT) 59 torna-se cada dia mais complexa e desafiadora, com o surgimento frequente
de novas aplicagbes e demandas. O acesso a novas aplicagbes acaba tornando o
usuario final mais exigente, aumentando suas expectativas quanto a confiabilidade,
qualidade e acessibilidade dos servigos utilizados, que em grande parte sao
unicamente associados a operadora de telecomunicagcbes e ndao ao servico OTT.
Quando o cliente enfrenta um problema ao utilizar um aplicativo, o cliente associa a
falha a operadora mesmo quando a falha pode ser devida a erros na rede da
operadora ou no proprio aplicativo.

No Brasil, a qualidade da telefonia movel é regulamentada e fiscalizada pela
Agéncia Nacional de Telecomunicacbes (ANATEL) através da Regulamento de
Gestado da Qualidade da Prestagcédo do Servico Mével Pessoal (RGQ-SMP) 59 que
obriga as operadoras a informar como estdo os indicadores da rede. As operadoras
buscam atender as exigéncias da Anatel e possuem o engajamento de entender
melhor a experiéncia dos usuarios.

Uma meétrica popular tem sido utilizada em varios setores para avaliar a
experiéncia dos usuarios: o Net Promoter Score (NPS). O NPS foi introduzido como
uma forma de aferir a probabilidade de um cliente indicar a empresa ou o produto para
outro cliente 59. Essa métrica traz visibilidade as reclamacgbes dos clientes e tem
trazido resultados significativos para varias empresas, mostrando informacgdes que
servem como suporte a tomada de decisdes da empresa quanto as suas estratégias
de longo e curto prazo 59.

Com a concorréncia acirrada entre as operadoras de telefonia movel,
entender a experiéncia do usuario torna-se prioridade para a retencao de assinantes.
Técnicas estatisticas e de aprendizado de maquina tém sido utilizadas para criar
modelos de previsao do churn 59 59, assim como modelos utilizando o NPS e
patentes tém sido registradas 59 59 neste objetivo.

Durante anos, as empresas concentraram-se na previsdo do churn e
propuseram maneiras de atingir os clientes de acordo com seu risco estimado de
rotatividade. Apesar da popularidade dessa abordagem, estudos recentes

descobriram que a classificagao de clientes com base na probabilidade de rotatividade
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pode levar a campanhas de retencéo ineficazes; em contrapartida, a analise do NPS,
combinando aprendizado de maquinas com indicadores de rede e negdcio, permite
entender as suposi¢gdes sobre o comportamento do assinante 60.

Por isso, serao avaliados os beneficios do aprendizado de maquinas para a
classificacdo e estimativa da experiéncia de usuarios de uma empresa de

telecomunicagdes do Brasil com dados reais.

1.1 Estrutura da dissertagao

O Capitulo 1 revisa a literatura de experiéncia de usuario. O Capitulo 2
apresenta, como fundamentagéo tedrica, os conceitos de Net Promoter Score (NPS),
redes moveis e aprendizado de maquina, assim como as técnicas de classificagao de
indicadores. O Capitulo 3 discute o sistema de aprendizado proposto, e traz a
modelagem pertinentes, as fontes de dados e os procedimentos. O Capitulo 4
apresenta e discute os resultados obtidos. O Capitulo 5 encerra esta dissertagdo com

as consideracdes finais.
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2 REVISAO DA LITERATURA

Nesta sessao serdo apresentados diversos trabalhos que visam entender a
experiéncia do cliente de maneira geral, também sado apresentados trabalhos
relacionados ao NPS, o emprego de NPS no setor de telecomunicagdes e o objetivo
deste estudo.

A experiéncia de um usuario pode ser definida como a lacuna entre o que um
cliente esperava experimentar e o que ele de fato experimenta ao tornar-se cliente de
um servigo ou produto 60. Entretanto. também pode ser definida como a impressao
formada pelo encontro do cliente com o produto ou servigo 60.

Para que uma empresa estabele¢ca um relacionamento de longo prazo com
um cliente, é importante que ela proporcione uma experiéncia positiva ao cliente e crie
fidelidade com a marca 60. A lealdade do cliente é determinada pelo relacionamento
da empresa com seu cliente e por quédo bem as empresas entendem as necessidades
e desejos dos clientes 60.

No mundo dos negdcios de hoje, a experiéncia do usuario € um fenbmeno
novo e importante que tem mudado as tendéncias da economia de servigos 60.
Colocar o foco nas experiéncias dos clientes pode ajudar as empresas a reter clientes
fieis. Esses clientes tornam-se clientes geradores de receita por anos, incorporando
seu caminho aos negdcios 60.

O NPS indica a satisfagao do usuario baseada em sua experiéncia. O NPS
ajuda fortemente a vincular satisfagcdo, recomendacgao e resultados de negodcios,
correlacionando-se significativamente com o crescimento da empresa e podendo ser
facilmente comunicado em toda a organizagédo. Reichheld afirma que o NPS ¢é “o
melhor indicador de crescimento” e "0 Unico numero que vocés [empresas] precisam
para crescer’: as empresas que conquistam lealdade mundialmente tém um NPS
entre 75 a 80% 60.

Em 2001, Reichheld, em colaboragdo com a Bain Consulting e a Satmetrix,
realizou um estudo com 400 empresas americanas, que representavam mais de uma
dezena de industrias, sobre a relagcio entre taxas de crescimento e as pontuagdes do

NPS. Os resultados indicam que o NPS parece explicar as taxas de crescimento
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relativo significativamente bem, e Reichheld conclui que obter clientes entusiasmados
o suficiente para recomendar uma empresa parece ser crucial para o crescimento da
maioria das empresas na maioria dos setores. Com base em seus resultados,
Reichheld afirma que as empresas que lideram no NPS, conseguem, em média,
crescer 2,5 vezes mais rapido que seus concorrentes 60.

Diversas empresas de grande porte adotaram o NPS, como GE, Intuit, Hertz,
Walmart, American Expresss, Microsoft. Outras empresas, além de adotarem o NPS,
incluiram-no como parte de seu relatério anual. Sdo empresas como Allianz, Aviva e
Standard Chatered 60.

Mundialmente, o setor de servicos de telecomunicacdes se esfroga para
melhorar a experiéncia proporcionada aos usuarios e sua imagem. Um estudo
realizado pela Customer Gauge 60 mostra que o setor de telecomunicagbées possui
NPS médio de 24. A utilizagdo do NPS nas empresas de telecomunicagdes no Brasil
ja € uma realidade nos principais players do setor, como VIVO, CLARO, TIM e Ol. Na
VIVO, o NPS influencia a remuneracgao de executivos 60. Na CLARO, as avaliagoes
dos clientes e o NPS sao utilizados para identificar os principais pontos de melhoria
do negécio 61. A TIM comenta que o NPS de operadoras € muito baixo e investiga as
razoes para esse baixo desempenho 61.

Um dos maiores riscos para as telecomunicacbes € a incapacidade de
compreender os valores do cliente 61. Para compreender os valores dos
usuarios/clientes do setor de telecomunicagdes, alguns estudos propdem a utilizagédo
do NPS. Por exemplo, encontramos o desenvolvimento de um modelo holistico para
isso a partir de dados coletados de 770 usuarios em 61. Outros defendem a
importancia de entender a experiéncia do cliente e propdem identificar a influéncia da
experiéncia do cliente em sua fidelidade aos servigos de telecomunicacbes moveis
utilizando o NPS 61.

Similarmente, este trabalho propde-se a entender os motivadores/valores de
clientes de servicos moveis a partir de métricas mensuraveis de rede e de negdcio
usando aprendizado de maquinas. Os resultados de uma pesquisa NPS séao
empregada para entender o impacto de alguns desses indicadores na satisfacéo de
clientes. As respostas da pequisa NPS e os indicadores chave de desempenho de
rede e de negdcio sdo aplicados para projetar classificadores da satisfacdo de

clientes. Objetiva-se investigar como empregar aprendizado de maquina para esses
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fins. Para tanto, sdo empregados algoritmos de Redes Neurais Artificiais 61, Floresta
Aleatéria 61 e XGBoost 61. E, objetiva-se também, apresentar a correlagéo entre o
uso do servico de telecomunicagdes relacionado a rede e mensurados através de Key
Performance Indicators (KPI), Key Quality Indicators (KQI) com o Net Promoter Score
(NPS). Procura-se assim correlacionar as métricas de rede e de negdcio para estimar
o resultado do NPS de um cliente se consultado. Isso permitiria sinalizar possiveis
casos de churn (troca de fornecedor do servigo), e por ventura estimular o emprego

de contra-medidas para manter o cliente.
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3 FUNDAMENTAGAO TEORICA

Este capitulo apresenta a definicdo da métrica NPS, a evolugdo das
tecnologias de telefonia celular, critérios de avaliagdo da qualidade de redes e

aspectos basicos sobre aprendizado de maquinas.

3.1 Net Promoter Score (NPS)

Foi Frederick Reichheld quem introduziu o NPS, no artigo “The one number
you need to grow” 59 como uma forma de aferir a probabilidade de um cliente de uma
empresa ou servigo indicar essa empresa ou esse servigo para outro cliente em
potencial. O NPS deriva de uma unica pergunta: “De zero a dez, qual a probabilidade
de vocé recomendar nossa empresa a um amigo ou colega?”. Dessa maneira, utiliza-
se uma escala para avaliar a disposicéo e a intencao do cliente de recomendar a

empresa a outra pessoa, como apresentado na Figura Figura 1.

Figura 1 — Mapeamento da satisfagdo do cliente em sua capacidade de
promover a marca, produto ou servico.

Os promotores sao considerados clientes que “passaram a ter uma vida
melhor’ apdés o relacionamento com a marca e oferecem feedbacks positivos,
contribuindo para algum aumento no faturamento da empresa, direta ou
indiretamente. Clientes que respondem 7 ou 8 séo caracterizados como “neutros”, ou
seja, nao sao leais a marca ou empresa. Caso uma concorrente oferte um produto em
melhores condicdes, o cliente facilmente pode optar pela empresa concorrente,
contribuindo para um aumento do churn 61. Os detratores sao aqueles considerados
insatisfeitos com a compra do produto ou com o servigo prestado pela empresa.
Acredita-se que as classificacbes mais baixas estejam associadas a experiéncias
negativas, que podem impedir uma recomendacao ou inviabilizar novos clientes em
potencial.

O NPS é calculado como a porcentagem de respondentes considerados

“promotores”, cuja resposta foi 9 ou 10, menos a porcentagem de respondentes
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considerados “detratores”, cuja resposta foi de 0 a 6. De posse desses valores, é feito
o calculo dONPS = % — %.

Os valores do NPS utilizados nesta dissertagao advém de uma pesquisa NPS
realizada por uma operadora de servigos de telecomunicag¢des no Brasil. Para isso foi
enviado Short Message Service (SMS) para 800 mil clientes da operadora de telefonia
movel com a pergunta do NPS, houve respostas de 82.618 clientes, durante o més
junho de 2019, que foram coletadas. A operadora permitiu o uso das informagdes
nesta dissertagdo, sob condicdo de anonimato. A Figura Figura 2 apresenta a
distribuicao das respostas da pequisa NPS. Vale observar que nessa amostra o valor
do NPS é negativo, o que significa uma percepgao ruim por parte dos usuarios sobre

0s servigcos prestados.

Distribuicdo das Respostas da Pesquisa
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Figura 2 — Distribuicao da NPS pesquisa realizada.

Observa-se que aproximadamente 54% dos clientes responderam valores
entre 3 e 7. Clientes que respondem 0, 1 ou 2 sdo aqueles com pior percepg¢ao de
experiéncia da empresa, sendo possiveis fontes de churn, e as respostas 8, 9 e 10
correspondem aos clientes com menores chances de churn. Considerando esse
cenario, tem-se 38.945 respostas nesses dois grupos extremos. A partir deles, tem-
se a distribuicdo de classes de clientes apresentada na Figura Figura 3. Essa visao
dos extremos das respostas da pesquisa também é utilizada neste trabalho no projeto

de classificadores de duas classes (além do de trés classes). Com certa liberdade nos
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referimos a essas classes como (possivel) churn e no-churn. Em ambos os casos,
observa-se o desbalanceamento de classes (grandes diferengas entre as quantidades

ocorréncia de cada classe) e utilizou-se o balanceamento pela menor quantidade.

Figura 3 — Proposta de pesquisa para respostas das extremidades.

3.2 Redes Moveis

As facilidades conhecidas e utilizadas atualmente para enviar mensagens de
celular, fazer video chamadas, solicitar motoristas por aplicativos, pedir entrega de
comida e ouvir musica, mudaram a vida das pessoas. A internet mével hoje nos
fornece um mundo de possibilidades com conectividade praticamente em qualquer
lugar. Nem sempre foi assim, houve um tempo que era dificil fazer uma ligacao. A
evolugdo das telefonia moével comegou com o 1G em 1970, inventado por um
engenheiro da Motorola, chamado Martin Cooper, e atualmente ha estudos apontando
para o 6G.

As geracbes de celulares diferem em quatro aspectos principais: tecnologia
de acesso via radio, taxas de dados, largura de banda e tecnologias de comutacgao
61. Os primeiros telefones méveis, chamados de primeira geracédo ou 1G, eram
analdgicos e podiam ser usados apenas para comunicagao por voz. O 1G comegou a
ser usado em 1980, mas a qualidade da chamada de voz era péssima e 0s primeiros
aparelhos pesavam cerca de 1 kg.

Acompanhando o avango da tecnologia em geral, surgiram as tecnologias de
segunda geragao, chamadas 2G: Groupe Speaciale Mobile & Global System for
Mobile Communications (GSM), na Europa; o sistema Time Division Multiple Access
(TDMA) e Code Division Multiple Access (CDMA), nos EUA; e o Japanese Personal
Digital Cellular (PDC), no Japao, entre outros. As tecnologias 2G eram digitais e
alcangavam taxas de pico pouco maiores que 300Kbps com largura de banda de até
200 KHz. O sistema 2G utilizado desde 1990 ainda esté ativo no Brasil.

No final da primeira década do século XX, iniciou-se o uso da terceira geracao
(3G) de redes sem fio para dispositivos méveis. A conexdo provida pelo 3G aliada a

producao de dispositivos integrando multiplas interfaces possibilitou a transformagéao
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de celulares em smartphones. A terceira geracao de telefénica moével atinge taxas de

transferéncia de pico de 50 Mbps com uma largura de banda de 5 MHz. As redes 3G

possibilitaram a mudanga no uso da telefonia movel. Se hoje a vida pode ser dificil

sem um celular, isso se deve a rede 3G, pois essa rede possibilitou:

alcancar maiores taxas de transferéncia de dados;

dispor de maior seguranga, atender mais numero de usuarios € aumentar a
cobertura;

suportar para aplicativos moéveis;

fornecer servigos de geolocalizagdo e mapas;

melhorar a experiéncia de navegag¢ao na web;

enviar e receber mensagens de e-mail grandes;

acessar a web a alta velocidade, com mais seguranga, permitindo
videoconferéncias e jogos tridimensionais;

realizar streaming de TV, TV movel e chamadas telefénicas.

A quarta geracao de redes de comunicagdes méveis, a 4G, foi anunciada em

2010 e é totalmente baseada em Internet Protocol (IP). A 4G é capaz de prover taxas

de transferéncia de dados de pico que comegam em 100 Mbps e teoricamente podem

alcangar mais de 1 Gbps no downlink com largura de banda variavel de 20, 40 ou 70

MHz. As principais caracteristicas do 4G séo:

taxa de dados muito maior até 1 Gbps;

maior seguranga e mobilidade;

laténcia reduzida para aplicativos;

streaming e jogos de video de alta definigéo;

VOoLTE de voz sobre a rede Long Term Evolution (LTE) (uso de pacotes IP para

voZz).

A quinta geragao tecnologia de comunicagao sem fio, o 5G, ainda se encontra

em estagio inicial. A tecnologia comecgou a ser implementada em alguns paises em

2020 e promete revolucionar novamente as telecomunicagdes. Suas principais

caracteristicas sao:
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a) suporte para a WWWW (Wireless World Wide Web);

b) alta velocidade;

c) transmissdo ampla de dados em Gbps;

d) jornais multimidia;

e) transmissao de dados mais rapida que da geracao anterior;

f) multimidia interativa, voz, streaming de video, internet e outros;
g) maior eficacia;

h) suporte a classe de servigos para carros autbnomos;

i) suporte a classe de servigos para cidades inteligentes.

As tecnologias 2G, 3G e 4G usadas atualmente possuem interoperabilidade,
permitindo que sistemas evoluidos conversem com sistemas legados. Essa

arquitetura esta apresentada na Figura Figura 4 61.

Services
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Figura 4 — Arquitetura LTE considerando sistemas mais antigos 61.

Todos os equipamentos, as interfaces e as fungdes sao padronizadas e
definidas pelo 3rd Generation Partnership Project (3GPP) 61 61 61. O 3GPP engloba

as tecnologias de telecomunicagdes celulares, incluindo acesso de radio, rede central,
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capacidades de servico, e fornece uma descricdo completa do sistema para
telecomunicagées moveis. O 3GPP é formado pela Association of Radio Industries
and Businesses (ARIB), do Japao; a Alliance for Telecommunications Industry
Solutions (ATIS), dos Estados Unidos; a China Communications Standards
Association (CCSA), da China; o European Telecommunications Standards Institute
(ETSI), da Europa; a Telecommunications Standards Development Society (TSDSI),
da india; a Telecommunications Technology Association (TTA), da Coreia do Sul; e o
Telecommunication Technology Committee (TTC), também do Japdo. Essas
entidades sdo conhecidas como parceiros organizacionais e sao elas que
desenvolvem os padrdes de telecomunicagoes.

Como apresentado na Figura Figura 4 existem diversas interfaces entre os
equipamentos. A primeira interface é entre o dispositivo movel (UE) e as redes (2G,
3G e 4G) — essa € uma interface sem fio, conhecida como interface aérea. As outras
interfaces ficam entre os equipamentos e sdao em geral conectadas por cabof/fibra.
Todas as interfaces possuem seu protocolo proprio e sao divididas em plano de
controle e plano do usuario. O plano de controle consiste em protocolos para controle

e suporte das funcdes do plano do usuario 61 61 61 como:

a) controlar as conexdes de acesso a rede 2G, 3G ou 4G, registrar e desconectar
da rede;

b) controlar os atributos de uma conexdo a uma rede externa de comutagéo de
pacotes;

c) controlar o caminho de roteamento de uma conexao de rede estabelecida para
suportar a mobilidade do usuario; e

d) controlar a atribuigdo de recursos de rede para atender as mudangas nas

demandas dos usuarios.

O plano do usuario consiste em uma estrutura de protocolos em camadas que
fornece transferéncia de informacbdes do/ao usuario, incluindo procedimentos de
controle de transferéncia de informagdes associados, tais como controle de fluxo,

detecgao de erro, corregao de erro e recuperagao de erro) 61 61 61.
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Com os protocolos € possivel mensurar o funcionamento da rede através do

plano de controle e do plano de usuario, identificando falhas e problemas. As cinco

categorias de classificagao das KPI definidas pelo 3GPP estéo listadas a seguir:

acessibilidade: é o estabelecimento da conexao entre o usuario e a rede;
retencao: € o tempo conectado de utilizagdo dos servigos sem falha;
disponibilidade: mede a indisponibilidade do servigo;

mobilidade: mede a qualidade da rede e dos servigcos perante a mobilidade do
usuario;

integridade: permite avaliar a qualidade do servigo de chamadas e dados.

Dentre os diversos indicadores dessas diferentes categorias, os comumente

utilizados pelas operadoras de telecomunicacdes para aferir a experiéncia do usuario

sdo:

a)

b)

trafego: medida da capacidade solicitada ou utilizada de uma rede de
telecomunicacoes;

tempo de registro nas redes 3G e 4G: tempo durante o qual o cliente
permanece com o terminal acampado em cada uma destas tecnologias, 3G ou
4G, ou em ambas;

Round Trip Time (RTT) ou laténcia: tempo total necessario para um servigo
especifico encaminhar e receber a resposta a um pacote através de uma rede
de dados;

perda de pacotes: taxa na qual os pacotes que trafegam pela rede falham em
alcancar seus destinos;

throughput: taxa em que os dados sao transmitidos, também definida como a
quantidade de bits movidos com éxito de um lugar a outro em determinado

periodo, medida em bits por segundo (bps).

Os indicadores de rede utilizados neste trabalho foram divididos em dois

grupos — Indicadores de Rede e Indicadores de Qualidade — e serdao descritos na
Secgao 3.2.
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3.3 Aprendizado de Maquina

Nesta secado, serdo descritos os métodos de aprendizados de maquinas
utilizados nesta dissertagao e os conceitos basicos dessas técnicas.

O Aprendizado de Maquina (AM) é uma subarea da Inteligéncia Atrtificial (IA)
como apresenta a Figura 5. O AM de maquina usa métodos computacionais que, com
um minimo de intervencdo humana, aprendem a partir dos dados, reconhecem
padroes, memorizam padroes, reproduzem padrdées e auxiliam na tomada de

decisoes.

Intelizénda

artificia

-'J.FTEFLj L300 Oe
Maguing

Deep Learning

b r.

Figura 5 — Diferentes niveis de inteligéncia artificial.

Dentre os niveis de inteligéncia artificial apresentados na Figura 5, o AM
emprega modelos matematicos para a criagcdo de algoritmos com o intuito de realizar
predicoes.

No estudo de AM, os algoritmos tipicamente séo classificados em trés

categorias:

a) algoritmos de aprendizagem supervisionado;
b) algoritmos de aprendizagem nao supervisionados;

c) algoritmos de aprendizagem por reforgo.
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Algoritmos supervisionados ajustam modelos que mapeam carcteristicas
observadas a rotulos (um rétulo € um marcador que indica a pertinéncia do objeto a
uma classe). Existem dois tipos de tarefas comumente implementadas nas técnicas
de aprendizado de supervisionado: a classificacdo, que pode ser definida como a
identificacdo da categoria de um objeto, e a regressao, que busca estimar um valor
numeérico especifico. Neste trabalho, serdo utilizados os algoritmos de classificagao
com aprendizado supervisionado.

Um classificador € um algoritmo capaz de generalizar as informagdes
aprendidas durante o treinamento, com a finalidade de posteriormente classificar
entre as classes -- previamente conhecidas no conjunto de treinamento -- objetos
cujas classes sejam desconhecidas . Algoritmos de classificagdo associam padrbes
de entrada a classes na saida, visando indicar o grupo de pertinéncia mais provavel
para uma entrada a partir de seus atributos. Esse mapeamento entre entradas e
saidas € aprendido durante o treinamento. Alguns exemplos de aplicagdo de
classificadores sdo: filtragem de spam, detecgao de idioma, pesquisa por documentos
semelhantes, andlise de sentimentos, reconhecimento de caracteres e numeros
manuscritos, deteccado de fraude, risco de crédito, reconhecimento facial ou vocal,
biometria, assinatura cognitiva e diagnostico médico antecipado 62.

Neste trabalho foram projetados classificadores usando Rede Neural Artificial,
XGBoost e Random Forest. (RF). As RNs sao técnicas computacionais que oferecem
um modelo matematico inspirado em células neuronais e que adquirem conhecimento
através da experiéncia. O RF é um algoritmo de aprendizagem de maquina flexivel,
pois trata-se de um modelo baseado em comité, no qual diversas arvores de decisao
séo utilizadas para tomarem, em conjunto, uma decisdo. O XGBoost é um algoritmo
de aprendizado de maquina, que se baseia em arvore de decisdo e utiliza uma
estrutura de Gradient Boosting, onde cada pequena arvore criada é produzida para

resolver os erros da arvore anteriormente criada.

3.4 Rede Neural Artificial para classificagao

A As Redes Neurais Artificiais (RNA) sdo muito empregadas por serem
aproximadores universais 62. Uma RNA pode ser definida como um processador

massivo e paralelamente distribuido, modelado com base no funcionamento
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simplificado de um neurdnio. RNAs tém como elemento base o neurdnio artificial,
exemplificado na Figura 6. O neurdnio artificial recebe sinais de entrada e realiza uma
soma ponderada por pesos (que séo as variaveis que devem ser ajustasdas durnate
o treinamento) e que sdo submetifos a fungao de ativagdo. A fungao de ativagdo néo
linear introduz um componente nao lineares, permitindo que nas redes neurais
(compostas por multiplos neurdnios artificiais interconectados) possam aprender de
forma mais eficaz comportamentos nao lineares. As fungbes de ativagdo mais
utilizadas incluem a fungao linear, sigmoide, a tangente hiperbdlica, softsign, ReLU

(unidade linear retificada) e softmax.
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Figura 6 — Modelo de um neurodnio.

Na entrada do modelo da Figura 6 (que € a RNA mais simples, contendo
apenas um perceptron [40]), tem-se os sinais de entrada(x;atéx,), cada sinal de
entrada € multiplicado por um peso (W;atéW,,)que indica a influéncia de cada entrada

na composic¢ao do valorzdo modelo. Somam-se, entao, os sinais, obtendo

Z = Zlivzl XiW; + b. (1)

Nessa equacgao,bprové um grau de liberdade a mais, através de um viés. O
valor intermediarioZé aplicado a uma funcao de ativacéo o;, resultando no valor de
saida do neurénio y.

Para problemas mais complexos, s&o necessarios diversos neurdnios
dispostos e conectados em camadas. RNA de multiplas camadas s&o estruturas
constituidas por uma entrada, uma ou n camadas ocultas e uma camada de saida.

Cada camada pode ter um numero diferente de neurdnios, formando uma rede neural
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denominada Multicamadas de Perceptrons (Multi Layer Perceptron, MLP 62). As
camadas de neurdnios sao ligadas entre si por sinapses com pesos (que realizam a
combinagao linear das entradas de um neurénio). As redes MLP sao utilizadas para
solucdo de diversos problemas complexos, tais reconhecimento de padrbes em
videos e textos 62.

O aprendizado em uma rede emprega o algoritmo de retropropagacgéao do erro
(backpropagation), que corrige os pesos em todas as camadas, processando e
corrigindo os pesos na diregdo oposta, atualizando os pesos da saida para a entrada
62. Para realizar o treinamento de uma rede neural para classificacao supervisionada,
€ necessario fornecer os rotulos associados a cada registro, que se pretende que a
rede reconhega. Assim, um par definido pelo padrdox;(atributos de entradas),
correspondente a classey;é aplicado a rede, produzindo uma saiday,. A partir disso,

obtém-se o erro

E(y,y) =3V 1 i—9)% (2)

A Figura 7 apresenta a propagacdo do erro numa MLP entre camadas

sucessivas.

Figura 7 — llustragdo de uma rede neural artificial com uma camada escondida
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O algoritmo de backpropagation treina os pesos da RNA a partir do erro na
saida da rede neural. Conforme a equacao 2, calcula-se o erro entre o valor que a
rede produziu e o que deveria ter sido gerado. A partir dele, ajustam-se os pesos do
vetor w da ultima camada de neurdnios e repete-se o0 processo em direcao as
camadas anteriores, de tras para a frente. Assim, atualizam-se todos os pesos w da
camada de saida até a de entrada da rede, realizando uma retropropagacgao do erro.

A partir disso, a atualizacido dos pesos é definida como 62

W — w —n dE/ow . (3)

Das expressdes (2) e (3), tem-se a derivada parcial do erro em relagdo a
camada de saiday;. O procedimento de calculo das as derivadas parciais € realizado
em cada camada, para retropropagar os erros até a camada de entrada da rede.
Dessa maneira, pode-se definir o pseudocddigo do Algoritmo 1 para o treinamento de
uma RNA MPL.

Algoritmo 1: Pseudocdédigo Backpropagation

1. Inicializar pesos (w) e bias (b);

2. Apresentar padrdo de entrada com respectiva saida; X1,X3,X3...Xp

3. Propagar padrédo de entrada de camada em camada de forma que calcule
a saida de cada ndé da rede (expressdo matematica 2);

4. Comparar a saida gerada pela rede com a saida target e calcular o
erro para todos os ndés da camada de saida (expressdes matemdticas 2 e
3);

5. Atualizar os pesos dos nds (expressdo matemdtica 3)

6. Para a camada de saida até a de entrada:

7. Calcular o erro dos ndés da camada intermedidria baseada nos
erros cometidos pelos ndés imediatamente anteriores ponderando pelos
pesos entre os ndés da camada atual e o ndés imediatamente
seguintes (expressdes matemdticas 2 e 3);

8. Repetir os passos 2 a 5 até obter um erro minimo ou até obter o
numero de iteracdes desejadas

3.5 Floresta Aleatoéria para classificagao

“Floresta Aleatéria” (FA) é um algoritmo de aprendizado supervisionado que
pode ser utilizado para classificacdo e regressao. O algoritmo é baseado em uma
colecao de arvores de deciséo 62.

Uma arvore de decisdo é representada por uma arvore invetida, composta

por nos, representado por atributos, e ramos, representado pelos valores dos
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atributos, e folhas, representando os rétulos ou classes. A partir do n6 principal ou
raiz, percorre-se 0os ramos até chegar as folhas. Isto €, € uma representacao do fluxo
de um processo de decisdo.. A comunidade de AM desenvolveu meétodos para
aprender arvores de decisao, tanto para classificagdo como para regresséao.

Assim, uma FA é composta por um conjunto de arvores de decis&o; as arvores
séo construidas durante o treinamento da FA. A FA resultante, classifica a entrada
como a moda (a classe de maior frequéncia) observada nas saidas das arvores de
decisdo que a compde. No caso do uso de regressdo, pondera-se as saidas das
arvores. As arvores que compdem a floresta sao obtidas a partir da escolha aleatéria
de um conjunto de atributos que podera ser usado para construir cada arvore.

Uma FA envolve as técnicas bootstrap aggregating ou bagging. O bootstrap é
um método de reamostragem. O bagging é o emprego de reamostragem para gerar
conjuntos de dados aleatérios com substituicdo, isto €, com elementos diferentes.
Esses sdo usados no aprendizado de arvores de deciséo.

De outra forma, o bagging € usado para gerar diferentes conjuntos de
amostras bootstrap, a partir do conjunto original de dados de treinamento. Cada
amostra gera um modelo de classificagdo ou regresséo diferente, e uma arvore
distinta é aprendida — cada uma é treinada de forma independente. A FA resulta do
emprego combinado das arvores.

Seja o conjunto de dados D = (X,Y);., , Sendo X e Y vetores com as entradas
e as saidas e ha n pares (X,Y); sorteia-se aleatoriamente B conjuntos dem <
namostras do conjunto de instancias original, que indicados por Z;, Z,, ... Zz. Cada um
deles é usado para aprender um modelo (arvore de decisdo), essas sao
potencialmente diferentes. Ou seja, para cada amostra bootstrap Z,,b = 1,2,..., Bum
preditorl//lB = fP(X;)é ajustado. O Algoritmo 2 sintetiza este procedimento.

A predicao da FA é dada por 62

T, = foag(X) =225 fO(X0). (4)

No caso de classificagcdo, a soma na equacgao acima € substituida pela classe mais

frequente, a moda dentre os f?(X)).
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Algoritmo 2: Pseudocddigo FA

Definicgdes:

D : um conjunto de dados com p atributos
Qmn : métrica de pureza

dmax @ profundidade méxima de um nod

B : numero de arvores

m : quantidade de atributos para split
Entrada: Q,,, B, dmgx, D

para b=1 até B faca
Amostre os dados de treinamento utilizando o mecanismo de

W oo J o U b w NN -

Bootstrap a partir de D
10. Cresca a arvore utilizando o conjunto amostrado, repetindo até
que

11. Selecione aleatoriamente M atributos do total de p
existentes

12. Maximize o split do né

13. Divida o né em dois filhos noés

14. fim para
15. Saida: o modelo de Floresta Aleatéria fbag

3.6 eXtreme Gradient Boosting (XGBoost) para classificagao

O eXtreme Gradient Boosting (XGBoost) é baseado na técnica de gradient
boosting machine (GBM). O método é um conjunto de algoritmos reunidos na forma
de biblioteca implementada para extrair o maximo de performance das arquiteturas
computacionais existentes 62.

O termo boosting se refere ao uso de um conjunto de classificadores fracos
(superiores a uma decisao aleatéria mas fracamente correlacionados com a entrada)
pode ser capaz de prover um classificador forte. O algoritmo de Gradient boosting visa
entdo obter um modelo preditor (classificador ou regressor, o que muda entre eles é
como as saidas sao interpretadas) formado por uma amostra de modelos (em geral,
também arvores de decisao). Similarmente, o XGBoost € também aderente a uma
ampla variedade de aplicagdes (que demandem regressao ou classificagao) utilizando
o aprendizado supervisionado.

O XGBoost € um método em que um conjunto de modelos é treinado
sequencialmente, sendo que o modelo obtido na iteragaottem como objetivo corrigir
os erros do modelot — 1, por meio da combinagdo de técnicas que produzem
resultados superiores com menos recursos de computacédo e em menor periodo de

tempo, tal como mostra a Figura 8 62.
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® ROC Curve H Tempo de Teinamento (seg)
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Figura 8 — Comparagao do XGBosst e outros métodos.

Seja o valor alvo comoyiefzfsua predicéo pelo t-ésimo modelo em funcao da
entradax;. Sejaluma funcao de erro ené ot numero total de amostras avaliadas, o erro

do modelo na iteragaoté dado por:

N EYICAD] (%)

No XGboost constroem-se modelos iterativamente, onde a predi¢ao obtida na
iteragdoté igual a da iteragdot — 1somada a fornecida pelo novo modelo f*. Isso é
obtido usando o gradiente de L. No processo, emprega-se um termo de
regularizagéo Q(F!), sendo F' o conjunto de modelos na iteragéo t, para controlar a
complexidade do modelo, que opera removendo arvores ou ramos com pouca
importancia no resultado obtido 61 62.

Resumidamente, se f‘é o modelo incluido na iteragao ttem-se

I =97+ £ )
L= T 9+ s 7
L= 30,987 + f(x) + QFY). (8)

O XGBoost busca que cada arvore adicionada ao modelo torne o conjunto mais
assertivo 62. Para isso, emprega-se a minimizagédo da equagéao 11.

4 SISTEMA PROPOSTO

2500
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Nesta sessdo serdo apresentados os dados de entrada para o classificador

desenvolvido e como serdo avaliados os classificadores obtidos.

41 Proposta

Este trabalho propdem um sistema de classificagdo que pode ser
desmembrado, para fins explicativos, nas trés partes apresentadas na Figura 9:
entrada dos dados, classificador, target e a afericdo dos modelos. Os dados de
entrada sdo compostos por Indicadores de Rede (IR), Indicadores de Qualidade (1Q)
e Indicadores de Negécio (IN), e no treinamento tem-se como parte do modelo de
classificagdo os dados da pesquisa NPS de cada cliente, que serdo utilizados como
rétulo no treinamento supervisionado; o classificador deve produzir uma estimativa da

classe a que um dado cliente pertence.

Entrada dos dados Classificador Target Resultados obtidos

4 4 Y Y )

S

i A puipy NPS g S

7

\E E/

. V& AN 4

Figura 9 — Sistema proposto em diagrama de blocos.

Neste trabalho, foram avaliadas trés abordagens de classificadores para
classificar o NPS de clientes a partir dos indicadores: RNA MLP, Floresta Aleatéria e
XGBoost. Os dados (indicadores) de entrada empregados estdo detalhados na
Tabela 1, apresentada na Secao 36.

Para projeto e avaliacao de cada um dos classificadores, seguiu-se os passos
apresentados na Figura 10, havendo diferencas nos algoritmos e nas classificagbes

de clientes a partir do NPS (sua separagao em duas ou trés classes) .
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Figura 10 — Estudo de caso proposto
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Neste trabalho a coleta das informacdes sao realizadas através de ferramenta

que monitora a rede fim a fim apresentado com detalhes na Secéao 3.2. A preparagao

dos dados e a definicdo das funcdes para serem usadas sao feiras em um data lake.

Um Data Lake é definido como um grande repositorio que armazena imenso volume

de dados em sua forma bruta, que contém dados de forma nao estruturada e néo ha

uma hierarquia ou organizagao entre os dados individuais 63. Todos os indicadores

IR e 1Q foram coletados do sistema apresentado na Figura 11, ver a discussao na

Secao 3.2.
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4.2 Dados empregados

O conjunto de dados de entrada dos classificadores é composto por
indicadores e os dados de saida correspondentes sdo os da pesquisa NPS,

apresentados na Sec¢éo 19. Os indicadores sao:

a) Indicadores de Rede: aferem o funcionamento dos elementos de rede;
b) Indicadores de Qualidade: aferem a qualidade no uso das aplicagdes;
c) Indicadores de Negdcio: aferem questdes de negdcio, tais como quantos dias

faltam para terminar o plano de fidelizacdo de um cliente.

O conjunto composto por IR e IQ foram coletados a partir de uma ferramenta
que monitora a rede fim a fim, sendo composto de Network Performance Management
(NPM), de Service Quality Management (SQM) e Customer Experience Management
(CEM). Existem diversas ferramentas de monitoramento fim a fim de rede providos
por diferentes empresas — como Ericsson, Huawei e Nokia, utilizadas em operadoras
em todo o globo.

A ferramenta utilizada pela operadora permite a pesquisa multidimensional de
indicadores e analisa as causas principais de falhas de servico com base nos fluxos
de mensagens de sinalizagdo por usuario, garantindo, assim, a rapida coleta das
informacgdes para compor os indicadores como apresentado na Figura 11.

A ferramenta adota a arquitetura de modelagem de servigo e visualizagao de
dados mostrada na Figura 11. Essa modelagem foi apresentada pela Huawei 63. A
primeira camada do sistema apresentado na Figura 11 € composta pelos pontos de
coleta das informagdes: as interfaces entre os equipamentos da rede movel,
posteriormente, a segunda camada do sistema, os dados s&o armazenados em tempo
real. A terceira camada € a mediagao que realiza o processamento dos dados e sua
disponibilizacdo nas bases de dados a que aplicagcbes NPM, SQM e CEM acessam.

Os indicadores de Negodcio foram selecionados do sistema de Customer
Relationship Manager (CRM) da empresa. O CRM é um sistema informatizado de
gestao de relacionamento com os clientes e € um dos principais topicos da tecnologia
em gestdo comercial de operadoras. No CRM, ficam armazenados dados de contatos,
de clientes, de prospects, de contratos, leads, muitos deles com informagdes pessoais

dos clientes.
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i MPM: Network Performance Management

! SOM: Service Quality Management

} CEM: Customer Experience Management
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-Figura 11 — Sistema de coleta dos indicadores IR e IQ Huawei Full Scale Data |
Collection 60

O periodo de coleta de dados durou um més, o més de realizagao da pesquisa
NPS. Em total, dispunha-se de 190 func¢des/indicadores. Consequentemente,
realizou-se um processo de selegéo de variaveis com o objetivo de selecionar aquelas
que a principio possibilitariam projetar classificadores melhores. Para isso, foi treinado
um classificador XGboost que é capaz de avaliar feature importace. Com essa foram
selecionados 27 indicadores que sao os utilizados nos trés modelos.

Os indicadores utilizados neste trabalho constam na Tabela 1. A Tabela 1
contém a quantidade de amostras e os nomes de cada indicador utilizado nos projetos
dos classificadores; além disso, para cada um, ela traz a média (mean), o desvio
padrédo (std), o valor minimo (min) e o maximo (max), além dos percentil 25 (25%), 50
(50%) e (75%).

O IN gt _dias_restante fidelizacao apresenta a quantidade de dias restantes
para o término do periodo contratual. O indicador igual ou inferior a zero significa que
o cliente ndo se encontrava mais em periodo de fidelizacdo e podia cancelar o plano

sem cobranga de multa. O indicador maior que zero significa que o cliente ainda se
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encontrava em periodo de fidelizagdo e pagaria multa caso cancelasse o pacote
contratado.

O IN trafego_ransharing_sem_cota afere o trafego utilizado pelo cliente na
rede compartilhada de outra operadora, apds o cliente ter consumido todo o pacote
que havia contratado.

O IN rend_percap _mensal mostra a renda mensal do cliente informada no
sistema de CRM da operadora.

O IN valor_pag sum_tt & o valor faturado do cliente durante o periodo de
coleta.

O IN valor_atr_sum _tt é o valor a faturar pelo cliente durante o periodo de
coleta.

Os 1Qs designados mean_worst_rtt representam a meédia dos piores RTT
mapeados dos clientes que utilizaram a rede da operadora ou a rede compartilhada
nas diferentes geracdes da telefonia celular durante o periodo de coleta.

Os 1Qs designados pct_video tém valores normalizados e aferem o throughput
dos clientes que utilizaram os servigos de video no YouTube separados por cinco
faixas: 0 a 400 kbps, 400 a 700 kbps, 700 a 1000 kbps, 1000 a 2000 kbps e acima de
2000 kbps.

O IR avg changes 3g 4g afere as mudangas dos clientes entre as
tecnologias 3G e 4G. Quando esse indicador tem um valor muito alto para um cliente,
€ possivel inferir que o cliente teve problemas de cobertura.

O IR avg_changes_operadora_ransharing afere a quantidade de vezes que o
cliente mudou entre a rede da operadora e o Ran Sharing, que é o compartilhamento
de redes entre operadoras. Um baixo valor significa que o cliente utilizou pouco a rede
compartilhada.

O IR total _pct_airtime representa o tempo que cada cliente ficou conectado a
rede movel. Com essa fungao, € possivel identificar em quais células o cliente fica
mais conectado, assim como quais sao os pontos de maior interesse do cliente, como
sua casa e seu trabalho, por exemplo.

O IR trafego_total representa o trafego total utilizado pelo cliente durante o
periodo de coleta.

Os IRs pct_uso medem as porcentagens de uso do cliente em cada tecnologia

e na rede compartilhada. Por exemplo: se o valor do pct_uso_4G for o maior, significa
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que o cliente acessou a rede com a tecnologia 4G e, teoricamente, deveria ter tido
uma melhor experiéncia de uso.

Os IRs indicador traffic_volume representam os volumes de trafego enviado e
recebido nas redes 4G e 3G da operadora.

A proposicéo deste trabalho € avaliar se aprendizado de maquinas pode ser
usado para a avaliagcado da satisfacao de clientes de operadoras de telecomunicagao

por meio de indicadores de rede, indicadores de qualidade e indicadores de negdcio.

4.3 Avaliagao dos classificadores

Para a avaliacdo do desempenho dos classificadores, neste trabalho foram
utilizadas as métricas Acuracia, Recall, Precisdo, F1-Score e Receiver Operating
Characteristic Curve (Curva ROC), pois estas métricas sdo descritas como as mais
utilizadas algoritmos de classificagcdo conforme observado em 62. A matriz de
confusdo apresenta as frequécias de classificagcdo para cada classe do modelo,
comparando as classes efetivas com as classes previstas pelo modelo.

A acuracia mostra o quanto o modelo acertou, considerando todas as classes
envolvidas. E definida pela razdo entre o somatério das previsdes corretas
(verdadeiros positivos e verdadeiros negativos) sobre o somatorio das previsdes

solicitadas ao classificador, conforme:

predigdescorretas TP+TN (9)
todasaspredicdes TP+FP+TN+FN’

Acuracia =

Na expressao matematica 9, TP é o numero de verdadeiros positivos, TN € o

numero de verdadeiros negativos, FN sdo os falsos negativos e FP sdo os falsos
positivos.

O indice conhecido como recall indica qual propor¢cao de positivos foi

identificada corretamente e é definido como a raz&o entre a quantidade de verdadeiros

positivos sobre a soma de verdadeiros positivos e falsos negativos

Recall = e (10)

TP+FN’

A precisdo é definida como a taxa de acertos positivos dentre os classificados

como positivos, € assim dada por
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Precisio = ——. (11)
TP+FP

O indice F_score € a média harmdnica entre recall e precisao:,

Precisiaoxrecall
F. =2 X — 12
SCORE Precisio+recall ( )

A Curva ROC, ilustrada na Figura 12, exibe o desempenho de um sistema
classificador e indica o quanto o modelo é capaz de distinguir ou discriminar as
classes. Ela contrapbe a Taxa de Verdadeiro Positivo (TPR) e a Taxa de Falso
Positivo (FPR), nos eixosxey, como mostra a Figura 12. O grafico ROC & denominado
grafico de sensibilidade vs (1-especificidade). A sensibilidade é definida como a taxa
de acertos positivos dentre todos os positivos. A especificidade considera a fracdo de
classes negativas corretamente identificadas e € usada para medir a fragdo de
padrdes negativos que sao classificados corretamente.

Um modelo de classificacdo pode ser representado por um ponto no espago
ROC. Para se obter o ponto no espaco ROC correspondente a um modelo de
classificagdo, calcula-se a taxa de verdadeiros e falsos positivos desse modelo. O
melhor classificador € aquele mais proximo do canto superior esquerdo (1,1). Nesse
ponto, tém-se 100% de sensibilidade e 100% de especificidade. A Curva ROC foi
obtida utilizando Python.
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(1-especificidade)

Figura 12 — Exemplo de Curva ROC.

5 RESULTADOS

Nesta dissertacédo, sdo considerados dois cenarios: i) trés classes clientes:
Promotor, Detrator e Neutro e ii) possivel churn ou no-churn; eles sao obtidos a partir
da pesquisa NPS, conforme descrito na Seg¢ao 2.1. Os classificadores projetados
empregam os dados descritos na Segéo 3.2 para classificar os clientes da operadora
usando esse dois cenarios. Os indices definidos na Sec¢éo 3.3 sdo empregados para
comparar os desempenhos dos classificadores obtidos.

Metodologicamente, de forma a prover resultados mais confiaveis, para todas
as técnicas e cenarios, projetam-se e aferem-se 10 classificadores. Assim, os graficos
que apresentam os resultados trazem: a) os valores pontuais de cada uma das 10
rodadas, b) as médias correspondentes, e c) os intervalos de confianga usando barras
horizontais. Essa forma de apresentacao é empregada para cada uma das métricas

de avaliacdo de desempenho consideradas.
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5.1 RNA projetada

Neste trabalho, uma RNA foi usada para implementar um classificador, com
trés classes, em que uma das classes sera associada a resposta coletada na
pesquisa NPS, conforme apresentada na Figura 2 e outra para o classificador de duas
classes (0os grupos extremos da pesquisa apresentados na Figura 3). Os dois
classificadores treinados possuem as mesmas caracteristicas, porém diferentes
quantidades de classes de saida (duas ou trés). O classificador de duas classes
classifica os clientes entre churn ou no-churn, enquanto o classificador de trés classes
enquanto o classificador de trés classes o faz entre detratores, neutros ou promotores.

Entre as funcbes de ativacao mais frequentemente utilizadas nos ultimos anos,
destaca-se a funcéo de ativacao linear retificada Rectified Linear Unit (ReLU) e foi
utilizada neste trabalho conforme apresentador na Figura 13. A fungao de ativagao

RelLU é representada respectivamente, pelas equacgdes (4) e (5), por 62.

ReLu(x) = max{0, x}; (13)
RelLu'(x) = {l'g?zf 0 (14)

Toda RNA com funcédo de ativacdo RelLU tem vantagem no desempenho
computacional devido a facilidade de calculos computacionais 62, pois proporciona
um aprendizado rapido e um custo operacional mais baixo 62.

A funcao SoftMax é muito util em casos com problemas de classificagao, pois
transforma as saidas em valores entre 0 e 1 e foi utilizada neste trabalho conforme

apresentador na Figura 13. A fungédo SoftMax é descrita por 61
evi

. Vi
; et

SoftMax(y;) = (15)

A fungao SoftMax descrita acima foi utilizada na saida. O resultado € um vetor
que pode ser interpretado como a distribuicdo de probabilidade da entrada pertencer
a cada uma das classes representadas pelas saidas correspondentes. Pode-se
observar que a funcédo SoftMax gera uma unica classe para cada elemento de entrada.
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A RNA utilizada nesta dissertagao foi projetada recebe todos os indicadores
apresentados na Tabela 1 na entrada do modelo. Possui duas camadas ocultas com
a fungao de ativagdo ReLU com quatro neurbnios. A camada de saida € utilizada a
funcdo de ativacdo SoffMax, como apresentado na Figura 13. A RNA foi programada
em Python 63 com importagdo das bibliotecas basicas pandas 63 e numpy 63, além
das as bibliotecas de visualizagdo de dados matplotlib 63 e seaborn 63 utilizando a
biblioteca keras, descritas no Anexo 1. Para chegar ao modelo 4-4-1 da RNA, foram-
se acrescentando neurdnios nas camadas até que o resultado aferido n&o tivesse
alteracdes positivas nos resultados do modelo. Neste trabalho, é utilizado o modelo
sequencial para construgdo da RNA. Para criar as camadas de entrada, a camada
oculta e a camada de saida da RNA ¢ utilizada a biblioteca dense.

O conjunto de dados de teste € composto por 30% de todo o conjunto de
dados, detalhado no cédigo em Python no Anexo 1.

Posteriormente, na saida da RNA tem-se um vetor que pode ser interpretado
como a probabilidade da entrada pertencer a cada uma das classes representadas

pelas saidas correspondentes.

Camada de entrada Camada oculta Camada de Saida

Figura 13 — Rede Neural utilizada na simulagao.
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Os conjuntos de amostras de treinamento sdo os apresentados na Figura 9 e
na Figura 10 e a proporgéao de treino foi de 70% da base de dados e 30% com testes.
A quantidade de épocas usadas para separar o treinamento em fases distintas
também é a mesma para os dois classificadores. Os classificadores utilizam a entropia
cruzada que € usada para quantificar a diferenca entre duas distribuicbes de
probabilidade. Vale ressaltar que na fase de validacdo de uma RNA é utilizado o
critério da parada antecipada para, durante a escolha dos hiperparametros, prevenir
a ocorréncia do overfitting. Para aferir os resultados da RNA utilizada, foram

calculados os resultados das métricas apresentadas no sistema proposto na 39.

5.2 Resultados obtidos com RNA

A Figura 14 e a Figura 15 mostram os resultado obtidos com a RNA; os pontos
em cinza correspondem as resultados individuais de cada um dos 10 modelos para
cada critério de avaliagao, os circulos azuis correspondem a média e as barras azuis
delimitam o intervalo de confiancga.

O modelo de duas classes obteve desempenho melhores, no conjunto de
meétricas avaliadas. Esse resultado € explicado por ser mais simples ao ter que
distinguir entre clientes nos extremos de possivel detragdo ou néo.

Contudo, percebe-se que o classificador de trés classes alcanga maior
acuracia; isso se deve a grande parcela de amostras de detratores, que representam
69,15% de todos os pesquisados. Para a RNA a tabela que esta na figura apresenta

a matriz de confusdo com a mediana dos 10 modelos treinados:

Valor Previsto
1361 3694
1043 7105

Valor Verdadeiro
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Figura 14 — Resultados obtidos nos treinamentos da RNA considerando as
duas classes (possivel detragao ou nao).

Valor Previsto
16975 429 1012
Valor Verdadeiro 1372 4925 1312
1115,5/ 416,5| 1606
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Técnica RNA com trés Classes
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Figura 15 — Resultados obtidos nos treinamentos da RNA considerando as trés
classes (detrator, neutro e promotor).

5.3 Floresta Aleatoéria projetada

A Floresta Aleatdria utilizada nesta dissertacao foi projetada com 100 arvores
e todos os parametros estdo detalhados abaixo. Ela foi programada em Python; para
isso, foram importadas as bibliotecas basicas pandas 63 e numpy 63, além das as
bibliotecas de visualizagao de dados matplotlib 63 e seaborn 63, descritas no Anexo
1.

Apos a preparacao dos dados, foi construida a Rede Floresta Aleatéria
utilizando o Sklearn Ensemble 62. Foi importada a biblioteca keras para criar as
camadas da rede neural. Durante o treinamento foram testados diferentes
profundidades maxima para as arvores Os hiperparametros usados na RFA foram:

a) bootstrap=False
) ccp_alpha=0.0
c) class_weight=None
) criterion='gini'
) max_depth=20
f) max_features='sqrt'
g) max_leaf_nodes=None

h) max_samples=None
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i) min_impurity_decrease=0.0

j) min_impurity split=None

k) min_samples_leaf=1, min_samples_split=2
I) min_weight_fraction_leaf=0.0

m) n_estimators=100

n_jobs=None, oob_score=False
andom_state=None

verbose=1

warm_start=False

5.4 Resultados obtidos com Floresta Aleatodria

Os valores encontrados apds o treinamento da Floresta Aleatdria constam na
Figura 16 e na Figura 17. Essas figuras apresentam os resultados das métricas
Acuracia, Precisao, Recall, F1-Score e Curva ROC com os valores dos resultados dos
dez treinamentos e com o intervalo de confianca. O modelo de duas classes
apresentou os melhores resultados em todas as métricas. Para a FA a tabela que esta

na figura apresenta a matriz de confusdo com a mediana dos 10 modelos treinados:

Valor Previsto
2235 1435
1383 22759

Valor Verdadeiro
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Técnica RFA com duas classes
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Figura 16 — Resultados obtidos nos treinamentos da RFA considerando as
duas classes (possivel detragao ou nao).

Walor Previsto
749.5 474 426
Valor Verdadeiro 525 517 490
415 393 11

Técnica RFA com trés classes

0,60

0,45

0,40
-
Acuracia Precisao Recall F1 ROC

Figura 17 — Resultados obtidos nos treinamentos da RFA considerando as trés
classes (detrator, neutro e promotor).
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5.5 Resultados obtidos com XGBoost

O classificador XGBoost utilizado nesta dissertacdo foi desenvilvido em
Python; para isso, foram importadas as bibliotecas basicas pandas 63 e numpy 63,
além das bibliotecas de visualizagdo de dados matplotlib 63 e seaborn 63, descritas
no Anexo 1. Apéds a importagao das bibliotecas, foi necessario importar o dataframe,
que é o arquivo com todos os dados dos indicadores utilizados para treinamento do
modelo, apresentados na Tabela 1. Esse processo esta apresentado no Anexo 1.
Apos a preparagao dos dados, o XGBoost foi construido com keras. Durante o
treinamento, foram testados diferentes niveis da profundidade maxima da arvore:
apo6s realizar diversos treinamentos com o parametro max_depth igual a dez, foi
possivel obter os melhores resultados. Todos os hiperparametros usados na RFA sio:

a) base _score=0.5
booster='gbtree'
colsample_bylevel=1
colsample_bynode=1
colsample_bytree=1
f) gamma=0
g) learning_rate=0.1
h) max_delta_step=0
i) max_depth=10
j)  min_child_weight=1
k) missing=None
) n_estimators=100
m) n_jobs=1

n) nthread=None

]

objective="multi:softmax’

©

)
) num_class=2
)
)

random_state=0

- O

) reg_alpha=0

(2]

) reg_lambda=1
t) scale_pos_weight=1
u) seed=None

v) silent=None
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w) subsample=1

X) verbosity=1

5.6 Resultados obtidos com XGBoost

As métricas dos classificadores obtidos constam na Figura 18 e na Figura 19, que
apresentam os resultados das métricas Acuracia, Precisao, Recall, F1-Score e Curva
ROC. O modelo de duas classes apresentou os melhores resultados. Para a XGBoost
a tabela que esta na figura apresenta a matriz de confusdo com a mediana dos 10

modelos treinados:

Valor Previsto
5311 3910
3725 5478

Valor Verdadeiro

Técnica XGBoost com duas classes

0,60

i $d g

0,55 é

Acuracia Precisao Recall F1 ROC

Figura 18 — Resultados obtidos nos treinamentos do XGBoost considerando as
duas classes(possivel detragao ou nao).
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Valor Previsto
1321 967.5 7905
Valor Verdadeiro 1035 1042 856
827,95 859 1333,5

Técnica XGBoost com trés classes

0,45

0,40

==
Acuracia Precisao Recall F1 ROC

Figura 19 — Resultados obtidos nos treinamentos do XGBoost considerando as

trés classes (detrator, neutro e promotor).

5.7 Analise comparativa entre os classificadores

A Figura 20 compara os resultados obtidos com os classificadores de clientes
possiveis churn ou nao (duas classes); enquanto a Figura 21 compara os resultados

obtidos com os classificadores de trés classes (promotor, neutro e detrato).
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Comparacao das técnicas de aprendizado de maquinas com duas classes
em todas as métricas de aferigdo
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Figura 20 — Comparacgao entre os classificadores de duas classes (possivel
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detragao ou nao).
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Comparando os modelos para duas classes, o XGBoost apresenta o melhor
resultado em praticamente todas as métricas utilizadas para verificar a qualidade dos
modelos.

Contrapondo os modelos para trés classes, XGBoost e RNA apresentam bons
resultados em diferentes métricas. Contudo, a RNA apresenta o melhor resultado nas
métricas Acuracia e Recall utilizadas para verificar a qualidade do modelo. Sendo
assim, para trés classes, a RNA apresenta-se como o melhor modelo a ser utilizado.

Usando qualquer um dois modelos pode-se ajudar uma operadora a melhorar
a percepcao dos clientes a partir do entendimento que eles conferem sobre a
satisfacdo dos clientes e da possibilidade de prever mudangas na
satisfacado/percepcao do cliente que pode advir de alteragdes de alguns indicadores
chave. Porém, a RNA, embora proporcione bons resultados, ndo permite saber
diretamente quais os indicadores que acarretam maior impacto no resultado. Isto €,
quais dos parametros avaliados tem maior influéncia na saida do classificador. Por
outro lado, as metodologias em arvore possuem essa funcionalidade. Ela pode

orientar as decisdes das empresas de telecomunicagdes.

5.8 Indicadores de rede apontados como ofensores

O XGBoost e a Floresta Aleatéria que possuem o feature importance foram
treinados por diversas vezes para aferir quais fungdes afetam diretamente a
experiéncia do cliente. A Figura 22 apresenta os indicadores que mais afetam os
clientes entre possivel churn ou ndo e a Figura 23 apresenta os indicadores que mais
afetam o NPS.
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Figura 22 — Resultado das fun¢oes apresentadas pelo XGBoost para duas
classes(possivel detragcao ou nao).
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Figura 23 — Resultado das fungoes apresentadas pelo XGBoost para trés
classes (detrator, neutro e promotor).
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As funcbes apontadas pelos modelos foram efetivamente utilizados pela

operadora para investigagédo de problemas na rede. Foi possivel realizar um trabalho
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de ajuste na rede considerando as fungdes apontadas pelos modelos. O trabalho
realizado na rede esta fora do escopo desse trabalho. Porém, cumpre apresentar

quais os indicadores foram alvo dos ajustes:

a) avg_changes_3g _4g;
b) mean_worst rtt 3g;
c) trafego_ransharing_sem_cota;

d) avg_changes_operadora_ransharing.

Consequentemente, estudou-se como ajustar a rede de forma a melhorar
cada indicador. Da fungao avg_changes 3g 4g, que afere a frequéncia de mudancas
dos clientes entre as tecnologias 3G e 4G, foram alterados parametros na rede para
que fosse diminuido o efeito ping pong. Para o IR mean_worst_rtt_3g, foi realizada
alteracdo no CORE da Rede Mével para melhorar o RTT na rede 3G, foram realizados
ajustes no tamanho do pacote TCP e alteragdes no compressor de video. Para mexer
no IR trafego_ransharing_sem cota, foram alterados os parametros de controle
empregados no ransharing. Para o IR avg _changes_operadora_ransharing, alterou-
se a migracao para a rede parceira, realizando o ransharing somente em ultimo caso.

A partir disso, foi possivel obter melhoria no indicador de insatisfacdo dos
clientes da operadora, como apresentado na Figura 24. O indice de insatisfagao é
calculado através da resposta do NPS utilizando a métrica detoradores (promotor +
neutro + detrator) da seguinte maneira: Insatisfeitos = Detratores/Promotores +
Detratores + Neutros A Figura 24 apresenta o indice de Insatisfagdo dos clientes de
maneira ponderada. O més 06/19 corresponde a periodo anterior ao trabalho de
modelagem apresentado e a consequente otimizacao da rede; ja, no més 09/19, apos
essa otimizagao, o indice de insatisfagao apresenta melhor resultado. Vale destacar
que, nesta dissertagao, ndo sdao mencionados os valores anteriores ao més 06/19 e

posteriores ao més 09/19 porque nao houve acesso a essas informacgdes.
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Figura 24 — indice de insatisfagdao da operadora ponderado.
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6 CONSIDERAGOES FINAIS

A industria de telecomunicagdes passa por um movimento transformador, a
tecnologia 5G esta abrindo um campo de atuagédo novo para ofertas lucrativas de
servigos digitais com distintos modelos de negocios para consumidores e clientes
empresariais. A nova era das telecomunicagdes permitira que as operadoras de
telecomunicagdes oferegam novos servigos digitais como entretenimento imersivo de
Realidade Aumentada e Realidade Virtual, jogos multijogador com laténcia ultrabaixa,
fabricas inteligentes robotizadas e gerenciamento autbnomo automotivo 63, dentre
outras. Consequentemente, conforme surgem oportunidades de negocios, a ja
complexa camada de rede subjacente fica ainda mais complexa, portanto mais
exigente e demandante em termos de objetivos de gerenciamento e operagdo da
mesma. Nesse contexto de rapidas mudancgas tecnoldgicas do setor de servigos de
telecomunicagdes, faz-se necessario utilizar inteligéncia artificial para entender a
experiéncia do cliente ja que indicativos de que, com o 5G, o modelo atual de
gerenciamento da rede estara obsoleto 63.

O presente estudo fornece informagdes empiricas valiosas que podem ajudar
a tomar decisdes estratégicas visando a satisfagédo e retencao de clientes. Para serem
competitivos no mercado de telecomunicagdes, os provedores de servigos moéveis
precisam antever possiveis problemas e tomar medidas proativas de melhorias
continuas e de retencdo de clientes. Neste trabalho, foi proposta a utilizacido de
diferentes métricas de rede, de negdcio e de aplicagdes para a construgdo de um
modelo preditivo do NPS e da possibilidade de churn. Métodos como o apresentado
podem auxiliar as empresas na formulacédo de estratégias adequadas a retencao de
clientes.

A proposta deste trabalho foi aplicada em dados reais disponibilizados por
uma operadora. Foi possivel verificar o desempenho da proposta com classificadores
projetados usando RNA, FA e XGBoost onde a RNA apresentou o melhor resultado
para o modelo de duas classes.

Quando projetamos classificadores FAs e XGBoost foi possivel investigar
quais sao os indicadores que tiveram correlagcdo com os problemas de detracao
(churn) a partir do processo de treinamento do classificador; isso permite tanto aplicar

melhorias na rede que visem melhorar esses indicadores como estabelecer
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procedimentos para manter um controle mais firme desses indicadores. No caso, a
partir desse estudo, a operadora que disponibilizou os dados, realizou alteragbes na
rede para melhoria dos indicadores a partir dessa analise que levou a uma melhoria

no NPS da empresa.
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