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RESUMO

MARCELINO TERRA, M. C. D.Aplicações de aprendizado de máquina para previsão
de mortalidade da covid-19 usando o banco de dados nacional DATASUS. 2024. 117 f.
Dissertação (Mestrado em Ciências Computacionais) – Instituto de Matemática e
Estat́ıstica, Universidade do Estado do Rio de Janeiro, Rio de Janeiro, 2024.

A questão recente mais importante de saúde para as nações do mundo tem sido a
pandemia do coronav́ırus. A COVID-19 está associada a diferentes manifestações cĺınicas
acompanhada de uma alta taxa de mortalidade. No Brasil temos um repositório nacional
de dados cĺınicos - o DATASUS - que entre os dados de diversas patologias, estão aqueles
associados a COVID-19. Prever a mortalidade por meio de preditores pode ser uma ferra-
menta crucial na atenção dos pacientes acometidos pela doença. Métodos multivariados
e de aprendizado de máquina podem ser usados para desenvolver modelos de previsão de
mortalidade de modo a auxiliar os profissionais de saúde. Neste trabalho empregamos
os modelos Perceptron, MLP e Floresta Aleatória para obter estes resultados em bancos
segmentados por dias de internação. Entre esses métodos, o que obteve o melhor resul-
tado foi a Floresta Aleatória, com acurácia média de 82% em pacientes com 10-14 dias de
internação. Além da implementação dessas técnicas, também sugerimos um novo método
de preenchimento de dados que usamos no próprio banco do DATASUS e comparamos
com outras técnicas em bases já conhecidas.

Palavras-chave: aprendizado de máquina. Perceptron. Floresta Aleatória. DATASUS.



ABSTRACT

MARCELINO TERRA, M. C. D.Aplicações de aprendizado de máquina para previsão
de mortalidade da covid-19 usando o banco de dados nacional DATASUS. 2024. 117 f.
Dissertação (Mestrado em Ciências Computacionais) – Instituto de Matemática e
Estat́ıstica, Universidade do Estado do Rio de Janeiro, Rio de Janeiro, 2024.

An important recent health issue for the nations of the world has been the coronavirus
pandemic. COVID-19 is associated with different clinical manifestations accompanied by
a high mortality rate. In Brazil we have a national repository of clinical data - DATASUS
- which, among the data on various pathologies, are those associated with COVID-19.
Predicting mortality through outcome predictors may be a crucial tool in the care of
patients affected by the disease. Multivariate methods and machine learning can be
used to develop prediction models mortality rate in order to assist health professionals.
In this work we use the Perceptron, MLP and Random Forest models to obtain these
results in databases segmented by days of hospitalization. Among these methods, the one
that obtained the best result was the Random Forest, with an average accuracy of 82%.
In addition to implementing these techniques, we also suggest a new method of filling
missing values that we use in the DATASUS database itself, besides comparing it to other
techniques on benchmark databases.

Keywords: machine learning. Perceptron. Random Forest. DATASUS (Brazilian Health

Repository).
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feita usando um comitê de classificadores formado por esses h1, . . . , hm

hiperplanos separadores. . . . . . . . . . . . . . . . . . . . . . . . . . . 49
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Figura 14 - Melhores e piores hiperparâmetros – base 5-9 dias . . . . . . . . . . . . 52
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Figura 24 - Melhores e piores hiperparâmetros – base 5-9 dias . . . . . . . . . . . . 58
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INTRODUÇÃO

A área de inteligência artificial (IA) tem várias subáreas importantes, sendo o

aprendizado de máquina uma delas. O foco deste trabalho será na área de aprendizado

de máquina supervisionado. O aprendizado de máquina supervisionado consiste em tra-

balhar com uma amostra de exemplos rotulados da função que se quer aprender, onde

um rótulo pode ser a classe da amostra (problema de classificação) ou o valor numérico

correspondente (problema de regressão). O objetivo é determinar uma regra associativa

que permita rotular novos dados fora da amostra.

A origem do aprendizado de máquina é usualmente atribúıda ao trabalho de Frank

Rosenblatt da Universidade de Cornell, que empregou aprendizado de máquina para reco-

nhecer as letras do alfabeto escritas à mão. Este modelo era baseado no sistema cognitivo

humano. Ele foi chamado de “Perceptron” por Rosenblatt e se tornou um protótipo

de redes neurais artificiais. Foi o próprio Rosenblatt quem realizou o primeiro estudo

matemático do Perceptron, sendo que o teorema de Novikoff (NOVIKOFF, 1962), que

estabelece as condições de convergência do Perceptron, ficou mais conhecido.

Em 1969, o livro de M. Minsky e S. Papert (NEWELL, 1969) foi publicado apre-

sentando algumas limitações da abordagem, especialmente que o Perceptron não poderia

representar funções não lineares, tais como a função lógica XOR. Muito pouca pesquisa

foi feita sobre o Perceptron até os anos 80.

Em 1986, o professor David E. Rumelhart, da Universidade de Stanford, e seu

colega James L. McClelland, da Universidade de Carnegie Mellon, publicaram um li-

vro (JAMES; RUMELHART, 1986) que popularizou as redes neurais. Nesse livro, eles

apresentaram o algoritmo de retropropagação, que ajusta em tempo computacional mais

eficiente os pesos dessas redes com mais de uma camada de neurônio artificial.

No ińıcio dos anos 2000, quando a quantidade de dados se tornou muito grande,

novas maneiras de lidar com esses dados se tornaram necessárias. O desenvolvimento

de algoritmos de aprendizado de máquina, com aplicações importantes na área de jogos,

processamento de imagens e reconhecimento de linguagem natural contribuiu em grande

parte na popularização da IA (FRADKOV, 2020).

A área de IA tem sido empregada como ferramenta fundamental no mundo mo-

derno para análise de sistemas complexos. A IA está cada vez ganhando mais espaço

no nosso cotidiano, sendo encontrada em aplicações para celulares, jogos eletrônicos,

chatbots, entre outros (GOMES, 2010). Dentro da ciência de dados, o aprendizado de

máquina tem permitido a elaboração de ferramentas que permitem diagnosticar com pre-

cisão condições médicas.

A COVID-19 é uma doença causada pelo v́ırus coronavirus SARS-CoV-2, que é

altamente contagioso. O primeiro caso oficial de COVID-19 surgiu em dezembro de 2019
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em Wuhan, China, e assolou o mundo com mais de 6 milhões de casos fatais. Mesmo hoje

em dia, entre 20 e 27 de janeiro de 2024, a COVID foi responsável no mundo por uma média

de 1.000 mortes por dia, mostrando ser uma doença extremamente perigosa (WHO. . . ,

2024).

A pandemia causou infecções respiratórias ao redor do mundo, colocando os siste-

mas de saúde mundiais em uma situação delicada, pois vários pacientes chegam ao mesmo

tempo e os hospitais não conseguem atender a alta demanda de uma só vez. Em situações

como essa, é essencial identificar os principais fatores que agravam a doença que fazem

os pacientes ficarem em estado grave e obter um prognóstico desse paciente o mais cedo

posśıvel, fazendo com que o hospital possa priorizar os pacientes que tendem a desenvolver

sintomas mais graves.

Neste trabalho, exploramos o uso de técnicas de aprendizado de máquina para

auxiliar na predição de casos graves de COVID-19. Utilizamos um banco de dados que

contém os sintomas de pacientes acometidos com a doença e com o desfecho dos mesmos

(remido ou óbito). Ao utilizar esses dados em um modelo de aprendizado de máquina,

deseja-se fazer com que esse modelo consiga aprender o desfecho provável de um paciente

diagnosticado com COVID-19 através dos dados de entrada, a fim de aplicar esse modelo

para orientar a equipe médica quanto a posśıveis casos cŕıticos.

Utilizamos o banco de dados público DATASUS (banco de dados do sistema único

de saúde do Brasil) que em cada uma de suas publicações contém informação com mais

de 1.000.000 pacientes que foram internados com suspeita de infecção por COVID-19. O

DATASUS disponibilizou dados de pacientes infectados com a doença em 2020 e 2021.

Como resultados preliminares, utilizamos os dados do ano de 2021 para desenvolver um

modelo que prediz se um determinado paciente acometido da COVID-19 sobreviverá ou

não à infecção. A fim de encontrar uma previsão de maior acurácia, foram utilizados três

modelos de aprendizado de máquina e seus resultados foram comparados nessa aplicação

espećıfica.

Outro resultado deste trabalho foi propor um novo método de preenchimento de

dados faltantes em um banco de dados. Embora a proposta tenha surgido no contexto

do banco de dados DATASUS, ela é uma técnica geral que pode ser utilizada para ou-

tros bancos de dados, associados a quaisquer tipos de aplicações na área de aprendizado

supervisionado.

Portanto, a dissertação está organizada em duas partes. Na primeira parte, encontra-

se a apresentação dos modelos de aprendizado de máquina abordados no trabalho, a des-

crição do banco de dados DATASUS (incluindo as etapas de preparação desses dados

para o uso dos modelos de aprendizado), e os resultados obtidos. Em uma segunda parte,

estudamos métodos de preenchimento de valor ausente de forma geral (isto é, não se res-

tringindo ao banco DATASUS), e apresentamos uma nova proposta de preenchimento.

Comparamos os resultados dessa nova proposta com os métodos de preenchimento já
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existentes na literatura, com o emprego de diversas bases de dados.

Em resumo, do ponto de visto prático, a motivação deste trabalho foi subsidiar

uma posśıvel ferramenta para auxiliar os profissionais de saúde em um momento dif́ıcil,

como de pandemia, no qual os hospitais e os profissionais dessa área ficam extremamente

sobrecarregados. Do ponto de vista teórico, propomos um novo método para preenchi-

mento de dados faltantes em banco de dados de aprendizado supervisionado, comparando

os resultados com algumas alterativas clássicas.

Organização do trabalho

Este trabalho está dividido em quatro caṕıtulos, além dos caṕıtulos de introdução

e conclusão.

No Caṕıtulo 1, apresentamos uma breve revisão da literatura, acerca do problema

de predizer evolução de pacientes diagnosticados com COVID-19, enumerando os princi-

pais trabalhos relacionados, além de suas semelhanças e diferenças com o nosso trabalho.

No Caṕıtulo 2, falamos sobre o referencial teórico que usamos para desenvolver

essa dissertação, explicamos a forma tradicional que funciona os modelos utilizados nesse

trabalho.

No Caṕıtulo 3, apresentamos os modelos de aprendizado de máquina utilizados e

descrevemos os dados provenientes do DATASUS, detalhando o dado bruto e o procedi-

mento realizado como pré-processamento.

O Caṕıtulo 4 descreve o uso dos modelos Perceptron, Perceptron Multicamada e

Floresta Aleatória no banco de dados do DATASUS, bem como a estratégia utilizada

para obter a melhor acurácia posśıvel utilizando esses modelos. Apresentamos ainda os

resultados obtidos de cada um, incluindo a análise desses resultados.

O Caṕıtulo 5 apresenta um novo método de preenchimento de dados faltantes e

compara esse método com dois outros já conhecidos, testando esses métodos em bancos

de dados conhecidos e dispońıveis publicamente.

No último caṕıtulo, são apresentadas as conclusões da dissertação e os trabalhos

futuros. Finalmente, ao fim do documento, há dois apêndices. O Apêndice A fornece o

dicionário de dados do DATASUS, detalhando a descrição de cada sintoma no banco de

dados e seu formato. Por fim, o Apêndice B mostra a ficha de paciente do DATASUS em

que são efetivamente preenchidos com os dados do paciente para posteriormente inclúı-lo

no sistema.
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1 REVISÃO DE LITERATURA

Este trabalho surge em paralelo a vários outros com objetivo semelhante. Moulaei

et al. (MOULAEI et al., 2022) usaram aprendizado de máquina para a previsão de

mortalidade de COVID-19. Nesse trabalho, foram exclúıdos os pacientes que continham

menos de 18 anos e que tinham muitos valores ausentes (mais de 70%). Os restantes dos

dados que ainda possúıam valores ausentes foram preenchidos com a média ou a moda

de cada variável. Após o pré-processamento de dados, o trabalho ficou com dados de

1500 pacientes (1386 altas e 114 óbitos) provenientes do registro de Ayatollah Taleghani

Hospital, Irã, do ano de 2021. Após utilizar um método de seleção de atributos, descobriu-

se que, dentre os 38 sintomas utilizados para realizar a predição, os três mais importantes

foram a dispneia, a data de admissão na UTI, e tratamento com oxigênio, enquanto

os três menos importantes foram se o paciente era fumante ou não, dosagem de alanina

aminotransferase e contagem de plaquetas. Após o tratamento dos dados, foram utilizados

diversos métodos de aprendizado de máquina e o que obteve o melhor resultado foi aquele

da Floresta Aleatória, com acurácia de aproximadamente 95%. O principal problema

dessa base se mostra no desbalanceamento de dados, o qual possui 1386 pacientes que

sobreviveram e 114 pacientes que foram a óbito.

Karthikeyan et al. (KARTHIKEYAN et al., 2021) também utilizaram métodos de

aprendizado de máquina para previsão de mortalidade da COVID-19, através dos dados

de exames de sangue. O banco de dados original continha 2.779 registros, sendo que

um único paciente pode representar mais de um registro dependendo do tempo em que

os sintomas foram coletados, que serviram de entrada para os modelos. No total, 375

pessoas diferentes são representadas. Os valores ausentes foram preenchidos utilizando

o método k-vizinhos mais próximos (em inglês k-nearest neighbors (kNN)). Após o pré-

processamento, restaram 1.766 registros de 370 pacientes, pois os registros com mais de

70% de valores ausentes foram removidos. Os atributos utilizados para prever o resultado

foram neutrófilos, linfócitos, lactato desidrogenase (LDH), protéına C reativa de alta sen-

sibilidade (hs-CRP) e idade. Dentre os métodos utilizados, a Rede Neural de arquitetura

MLP obteve um resultado de aproximadamente 96% de acurácia, enquanto a Floresta

Aleatória alcançou os 94% de acurácia.

Borghi et al. (BORGHI; ZAKORDONETS; TEIXEIRA, 2021) utilizaram a Rede

Neural MLP para prever o número total de infectados por COVID-19 e a quantidade de

mortes causadas em um certo local. O dado que serviu de entrada para o modelo utilizado

no trabalho continha a série temporal de dados referentes ao número acumulado de casos

infectados confirmados, número cumulativo de óbitos, número cumulativo de pacientes

recuperados e número cumulativo de casos ativos, utilizando dados de 185 páıses em um

intervalo de 20 dias.
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Migriño e Batangan (JR; BATANGAN, 2021) também utilizam aprendizado de

máquina para predição do desfecho de pacientes acometidos com COVID-19. O trabalho

utilizou o dado público dispońıvel do departamento de saúde das Phillipinas. Um modelo

baseado em Árvore de Decisão foi induzido por 132.939 pacientes alcançando aproxima-

damente 81% de acurácia.

O trabalho (SUBUDHI et al., 2021) comparou o resultado de 18 técnicas de apren-

dizado de máquina, usando dados de demografia, comorbidades e resultados de labo-

ratórios de pacientes que deram entrada na emergência do hospital General Brigham em

Massachussets. Dentre os 10.826 pacientes que testaram positivo entre março e abril de

2020, apenas 3.597 continham a informação do desfecho. Uma base de dados para validar

os modelos continha 1711 pacientes que testaram positivo entre maio e agosto de 2020.

Destes 1711 pacientes, 496 foram internados em UTI em até 5 dias depois de admitidos.

Os pacientes possúıam uma média de 55 anos. Os dados do teste possuem valores simi-

lares, sendo que dos 146 que visitaram a UTI, e 78 que morreram. Os resultados foram

analisados medindo o F1-score da previsão de mortalidade e da previsão de internação na

UTI. O modelo com melhor desempenho foi a Floresta Aleatória com F1-score de 87%.

Em (MAHDAVI et al., 2021), três objetivos foram almejados. O primeiro foi

desenvolver modelo capaz de prever a mortalidade da COVID-19 em pacientes no primeiro

de dia de admissão da cĺınica. O segundo foi fazer a previsão usando apenas dados

não invasivos dos pacientes. O terceiro foi comparar o desempenho da predição usando

dados invasivos e dados não invasivos. Os 492 pacientes que compareceram ao hospital

Masih Daneshvari entre fevereiro de 2020 e maio de 2020 foram utilizados. Dentre esses,

324 foram considerados caso severo e 168 não severos. Os casos de COVID-19 foram

confirmados através do teste RT-PCR. O modelo utilizado foi o Support Vector Machine

(SVM). Esse modelo foi treinado com 3 conjuntos de dados de treinamento diferentes:

o primeiro recebeu apenas dados não invasivos, o segundo recebeu dados invasivos e o

terceiro recebeu os dois tipos de dados. Os dados foram separados em 10 sub-amostras

para validação cruzada. A acurácia da base de teste foi de 80% do modelo em conjunto,

do modelo com dados não invasivo foi de 77% e com os dados invasivos foi de 75%.

Um outro classificador também foi utilizado, a combinação de árvores de decisão com

adaptive logistic boosting. Os resultados mostraram que a acurácia da predição com os

dados não invasivos se aproximam do experimento completo (incluindo dados invasivos e

não invasivos), sendo portanto posśıvel realizar a predição antecipadamente dos pacientes

apenas com atributos não invasivos.

O trabalho do (JAMSHIDI et al., 2022) usou dados de pacientes do Irã (dataset 1)

e do Reino Unido (dataset 2), sendo no total 797 pacientes admitidos na UTI, 263 em dife-

rentes hospitais em Tehran e 534 do banco de dados de Oxfordshire Research. O banco de

dados do dataset 1 (Irã) foi utilizado apenas para seleção de atributos e desenvolvimento

do modelo. Foram obtidos 66 atributos dos pacientes, incluindo dados demográficos e
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dados laboratoriais, entre esses parâmetros 69% foram reportados no dia da internação,

27% foram um dia depois da internação e 4% dois dias depois, os pacientes que tiveram

dados obtidos depois de dois dias da internação foram exclúıdos. No pré-processamento

de dados, 771 dos 797 registgros foram mantidos, pois tinham pelo menos 70% de todos

os atributos. Após, foram gerados 10 conjuntos de treinamento independentes e utilizados

com validação cruzada de 10 partes, isto é, os dados foram divididos em 10 partes e 10 trei-

namentos foram conduzidos, cada um usando uma parte para validação e as outras nove

para treinamento. Os dados numéricos foram normalizados entre 0-1 e os dados ausentes

foram preenchidos utilizando a técnica kNN. Os modelos de aprendizado de máquina uti-

lizados foram: Floresta Aleatória, Regressão Logistica, Gradient Boosting, Máquina de

Vetores de Suporte, e redes neurais usando o pacote scikit-learn do python. Dentre esses

modelos, o de melhor resultado foi a Floresta Aleatória, com uma especificidade de 70%

e sensibilidade de 75%.

Em (YU et al., 2021), foram empregados dados da emergência do ano de 2020

de 8 hospitais da cidade de Beaumont, EUA. Foram desenvolvidos dois modelos, um

para predição de uso de ventilação mecânica e outro para prever mortalidade do COVID-

19. Para prever o uso da ventilação, foram utilizados um total de 1980 pacientes, para

predição da mortalidade, um total de 3491 pacientes. Para análise da predição do uso

de ventilação, os atributos analisados continham tanto dados demográficos quanto dados

laboratoriais e para preenchimento dos dados faltantes foi utilizada a média dos valores

de cada atributo, exceto para o atributo de histórico de fumante e de consumo de álcool

em que, caso tivesse ausente o dado era preenchido com “Not asked”. Para predição da

mortalidade, foram utilizados 34 dados cĺınicos, incluindo dados demográficos como idade,

sexo, raça, entre outros e dados laboratoriais como dados vitais retirados na emergência,

quantidade de dias internado, ventilação mecânica, entre outros. Para predição do uso

de ventilação, foi utilizada a técnica de XGBoost, validação cruzada e otimização dos

hiperparâmetros. Para predição da mortalidade, foi utilizado o modelo CatBoost, para os

dados categóricos, foi utilizada a técnica one-hot encoding para entrada do CatBoost. Os

modelos e o pré-processamento foi desenvolvido em Python. A acurácia do modelo para

predição do uso de ventilação mecânica, alcançou o valor de 82,4% com uma porcentagem

de acerto entre os que foram a óbito de 85,4% e especificidade de 95,5%. Para predição

da mortalidade, o dado foi separado entre 506 pacientes que sobreviveram e 506 pacientes

que foram a óbito, e foi randomicamente separado entre 80% para treino e 20% para teste,

então a acurácia foi de 80,3%, a porcentagem de acerto dos que foram a óbito foi de 81,6%

e para os que recebram alta foi de 79%.

Outro trabalho que também utilizou técnicas de aprendizado de máquina para

prever a mortalidade do COVID-19 foi do (SCHIRATO et al., 2021). O trabalho utili-

zou mais de 90.000 registros, utilizando os seguintes atributos: sexo, tipo de paciente,

entubado, pneumonia, idade, grávida, diabetes, COPD (chronic obstructive pulmonary
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disease), asma, imunosupressão, hipertensão, outras doenças, cardiovascular, obesidade,

doença crônica de rim, fumante, UTI, COVID-19, vivo. As respostas posśıveis para a

maioria dos atributos são: Não, Sim, Não dispońıvel. O trabalho obteve uma acurácia

próxima de 96% com o método de Floresta Aleatória porém não foi informado quantos

pacientes vivos e mortos continham no trabalho. Além disso utilizaram pacientes que não

tiveram COVID-19. O trabalho utilizou diferentes métodos de seleção de atributos que

retornaram os atributos mais relevantes, sendo eles: entubado, pneumonia, COVID-19,

hipertensão, UTI, idade.

Em (AN et al., 2020), foram usados dados de pacientes da Coreia do Sul. Um total

de 10.237 pacientes foram diagnosticados com COVID-19. Dentre esses pacientes, 7772

se recuperaram da COVID-19 e 2237 foram a óbito, o restante, de 228 pacientes,ainda

estavam em isolamento. O trabalho utilizou técnicas de aprendizado de máquina e os mo-

delos que se destacaram foram o LASSO e SVM para prever a mortalidade dos pacientes.

O modelo apresentou alta acurácia com 91% para predição dos pacientes até o dia de sua

evolução e 86% para até 14 ou até 30 dias de sintomas, além de uma sensibilidade de 90%

para pacientes até o dia da evolução e 83% para sintomas com até 14 dias ou até 30 dias,

porém o modelo para Floresta Aleatória e SVM apresentou baixa sensibilidade, variando

de modelo para modelo, indo de 10,2% à 42,7%. Ou seja, o modelo apresentou uma boa

resposta para prever óbitos, porém uma resposta ruim na predição de alta.

Com o objetivo de prever a mortalidade da COVID-19, o trabalho de (BOOTH;

ABELS; MCCAFFREY, 2021) utilizou dados de apenas 398 pacientes, sendo 43 que

foram a óbito e 355 que sobreviveram. Esse estudo utilizou dados de pacientes até 48

horas antes da evolução dos mesmos isto é, 48 horas antes de saber se eles morreram ou

tiveram alta. Os atributos contemplam 26 dados de laboratórios que foram levantados

sobre os pacientes e utilizados como entrada para o modelo SVM. O resultado alcançou

uma sensibilidade de 80% e uma especificidade de 77%. Então, dentre esses 26 atributos,

foi realizada uma seleção de atributos para determinar os 5 mais importantes e utilizá-las

como entrada do modelo SVM. Os 5 atributos selecionados foram: CRP, nitrogênio ureico

no sangue, cálcio sérico, albumina sérica e ácido lático, com os mesmos pacientes, mas

selecionando os 5 melhores atributos, o SVM alcançou uma sensibilidade de 90% e uma

especificidade de 77% para os pacientes que foram a óbito. O experimento alcançou uma

alta sensibilidade, porém os dados estavam bem desbalanceados e o número de pacientes

foi baixo, com apenas 398 pacientes.
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2 REFERENCIAL TEÓRICO

Nesse caṕıtulo, serão apresentados os modelos de aprendizado de máquina empre-

gados nos experimentos desse trabalho. Na Seção 2.1, apresentamos as Redes Neurais

Artificiais e funções de ativação. Na Seção 2.2 introduzimos o Perceptron e o funciona-

mento de se algoritmo. Na Seção 2.3, descrevemos sobre o Perceptron Multicamada e

como que ele soluciona problemas que o Perceptron não soluciona. Na Seção 2.4 apre-

sentamos a Árvore de Decisão, seu algoritmo e como é calculado a entropia dos dados

para formá-la. Na Seção 2.5, apresentamos as Florestas Aleatórias e como esse modelo

representa uma melhoria em relação a Árvore de Decisão. Por fim, na Seção 2.6, apre-

sentaremos as métricas utilizadas nesse trabalho para medir a qualidade dos resultados

obtidos de um modelo.

Os modelos de aprendizado de máquina treinados no presente trabalho a partir do

banco de dados fornecido pelo DATASUS foram:

• Perceptron

• MLP

• Floresta Aleatória

Estes modelos foram utilizados para o problema de classificação sendo abordado

nesse trabalho, onde o objetivo final é predizer a classe de um determinado registro

(evolução do paciente). Para estimar o erro do modelo fora da amostra de treinamento,

é posśıvel utilizar a técnica de separar o conjunto de dados em um banco de treino e de

teste.

No banco de treino, tem-se um banco de dados X = (X1, . . . , Xn), que por sua

vez, cada registro Xi, 1 ≤ i ≤ n, consiste de um vetor Xi = (xi,1, . . . , xi,d) representando

os atributos dos dados, onde d denota o número de atributos. Associado a tais dados,

ainda se tem um vetor C = (C1, . . . , Cn) onde Ci corresponde à classe do vetor Xi, para

1 ≤ i ≤ n. Note que os elementos de C não são necessariamente distintos, isto é, dados

diferentes podem estar associados a uma mesma classe. Essa base, como o nome sugere,

é utilizada na etapa de treinamento do modelo.

A base de teste é usada para avaliar se o modelo, que foi treinado previamente,

consegue predizer corretamente a classificação de um registro que não foi utilizado na

etapa de treinamento. Dessa forma, essa técnica visa prever a provável acurácia que o

modelo treinado terá quando utilizado em novos dados.
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2.1 Redes neurais artificiais

A rede neural artificial , ou simplesmente rede neural, é uma estrutura paralela

e distribúıda, que é formada por neurônios artificiais os quais estão conectados entre si

através dos pesos, em uma arquitetura usualmente como mostra a Figura 1.

Figura 1 - Rede neural artificial

Fonte: O autor, 2024

A rede neural pode ter diversos neurônios artificiais em mais de uma camada. Os

neurônios da camada de entrada têm a única função de receber o registro de entrada e

repassá-lo para todos os neurônios da primeira camada oculta. A sáıda da camada de

entrada é utilizada na próxima camada que realiza os cálculos e também gera uma sáıda

para os neurônios da próxima camada, e assim sucessivamente até os neurônios da camada

de sáıda, cujas sáıdas são utilizadas para classificar o registro de entrada. No caso de um

problema de classificação, os neurônios da camada de sáıda correspondem às classes. Nas

próximas seções, detalharemos esse funcionamento.

2.1.1 Neurônio artificial

O neurônio artificial, apresentado na Figura 2, é uma unidade de processamento

de informação. Sua função é aproximar o processamento dos computadores inspirado

no processo de computação de um neurônio biológico do cérebro humano (NOVIKOFF,

1962).

De modo similar ao neurônio biológico, o artificial recebe um ou mais sinais de

entrada e contém um único sinal de sáıda. O sinal de sáıda de um neurônio é calculado

com base nos valores das entradas x1, . . ., xd multiplicados pelos seus respectivos pesos
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Figura 2 - Estrutura de um neurônio artificial

Fonte: O autor, 2024

associados às entradas (w1, . . . , wd) e somado pelo bias (B), que é um limiar fixo para a

função de ativação. Os pesos w1, . . . , wd e o bias B são justamente os elementos ajustáveis

do modelo de neurônio artificial durante a fase de treinamento do mesmo.

Tal valor produzido por essa soma ponderada das entradas aos pesos, mais o bias,

serve de entrada à uma função de ativação associada ao neurônio, que produz então sua

sáıda. A função de ativação é inspirada no mecanismo do axônio do neurônio biológico,

que dispara o sinal de sáıda dependendo da intensidade dos sinais de entrada nos dendritos.

2.1.2 Tipos de função de ativação

Existem vários tipos de função de ativação. Nessa seção, mostraremos algumas

delas, a saber: Degrau, Sigmoide e ReLU. Essas funções pertencem à classe das funções

não lineares.
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2.1.2.1 Degrau

A função de ativação g(u) tipo degrau, representada pela Figura 3, define, para

certo parâmetro positivo a, a função g(u) = a, se u > 0, ou g(u) = 0, se u = 0, e

g(u) = −a, se u < 0.

Figura 3 - Função de ativação tipo degrau, para a = 1.

Fonte: O autor, 2024

2.1.2.2 Sigmoide

A função de ativação do tipo sigmoide, representada pela Figura 4, tem por objetivo

mapear os valores de entrada em valores dentro do intervalo real (0, 1), através da função

de ativação g(u) = 1
1+e−u .

2.1.2.3 ReLU

A função de ativação do tipo ReLU, ou unidade linear retificada, é uma função que

resulta em 0, se a sáıda do neurônio for menor que 0, e na própria sáıda caso contrário.

Em outras palavras, corresponde à função g(u) = max(u,0).

2.2 Perceptron

O Perceptron é um neurônio no qual a função de ativação é dada por uma função

chamada sinal, definida por sinal(x) = 1 se x > 0 ou sinal(x) = −1, no caso contrário.
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Figura 4 - Função de ativação sigmoide

Fonte: O autor, 2024

Figura 5 - Função de ativação tipo ReLU

Fonte: O autor, 2024
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Em outras palavras, um Perceptron computa a função

f(X) = sinal

(
d∑

j=1

xj · wj + B

)
(1)

onde o vetor X = (x1, . . . ,xd) representa as entradas do neurônio, o vetor W = (w1, . . . , wd)

representa os respectivos pesos associados a tais entradas, e B o bias escolhido.

Algoritmo de treinamento do Perceptron

O algoritmo recebe como entrada banco de dados X = (X1, X2, . . . , Xn) que con-

siste dos exemplos de treinamento com n pontos de Rd, Xi = (xi,1, . . . , xi,d), sendo que

cada ponto possui uma classificação binária C = (C1, C2, . . . , Cn), onde cada Ci ∈ {−1,1}
representa a classe do dado Xi. O objetivo do algoritmo do Perceptron é determinar o

vetor W = (w1, . . . , wd) e o valor B de modo que, para todo 1 ≤ i ≤ n, ocorra que

f(Xi) = Ci

onde a função f é dada pela Equação (1).

O algoritmo começa inicializando arbitrariamente o vetor de pesos W e o bias B.

Após fazer isso, o algoritmo iterativamente verifica se o valor escolhido para W resolve o

problema. Caso contrário, o algoritmo ajusta o vetor W e o valor B, e repete o processo,

até que um valor para W e B apropriado seja encontrado.

Para verificar se o valor de W e B é adequado, para cada 1 ≤ i ≤ n, verifica-se se

f(Xi) = Ci. Caso f(Xi) 6= Ci para algum 1 ≤ i ≤ n, haverá a correção dos valores. A

correção de cada peso wj, com 1 ≤ j ≤ d, é feita da seguinte forma:

wj ← wj + Ci · xi,j (2)

e a correção do bias da forma

B ← B + Ci (3)

O algoritmo prossegue fazendo nova verificação para o novo valor de W , B, e

repete o processo até que não hajam dados mal classificados (isto é, f(Xi) = Ci para todo

1 ≤ i ≤ n).

Um conjunto de dados X com cada registro classificado por rótulos binários,

cada rótulo sendo 1 ou −1, é dito ser linearmente separável se existir um hiperplano

f(x1, . . . , xd) = w1x1 + . . .+wdxd + b tal que os registros rotulados por “1” e aqueles por
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“−1” estão em semiespaços distintos definidos por esse hiperplano. A Figura 6a repre-

senta um conjunto de dados de R2 linearmente separável. Porém, a Figura 6b mostra um

conjunto de dados de R2 não linearmente separável.

É claro perceber que o algoritmo do Perceptron conseguirá êxito em classificar os

dados apenas se os dados forem linearmente separáveis. Além disso, é posśıvel mostrar

que os dados serem linearmente separáveis é condição suficiente para o êxito, isto é,

o algoritmo do Perceptron eventualmente encontrará o vetor W e o bias B adequados

quando o conjunto de dados é linearmente separável.

2.3 Perceptron Multicamada

O Perceptron Multicamada (do inglês, Multilayer Perceptron - MLP) é uma rede

neural na qual a informação flui em sequência de uma camada de neurônios a outra

camada, até a sáıda. A Figura 7 ilustra esquematicamente um MLP. Essa rede também

é conhecida por rede neural feedforward.

Assim como o Perceptron, o MLP é usado como um modelo de aprendizado su-

pervisionado. Para esse modelo, novamente tomamos como entrada o banco de dados

X = (X1, X2, . . . , Xn) com n pontos de Rd, Xi = (xi,1, . . . , xi,d) (atributos do dado Xi),

sendo que cada dado Xi possui a classificação Ci. Seja C = (C1, C2, . . . , Cn) o conjunto

com todas as classificações.

A camada de entrada, é responsável por receber um vetor d-dimensional (xi,1, . . . ,xi,d).

Durante a fase de treinamento, utiliza-se cada vetor Xi como entrada dessa primeira ca-

mada. As camadas intermediárias são chamadas ocultas, que podem ter quantas camadas

forem necessárias. O exemplo do MLP da Figura 7 contém apenas uma camada oculta,

nome motivado pelo fato de que as entradas e sáıdas dos neurônios nessas camadas não

têm significado direto dentro da aplicação. A última camada, chamada de sáıda, possui

a responsabilidade de classificar o dado.

O treinamento da rede MLP é realizado por um processo iterativo de ajuste de

pesos, cada iteração consistindo de duas etapas: a primeira é chamada de propagação

e a segunda de retropropagação. Na primeira etapa, o vetor de entrada é propagado

para todos os neurônios da primeira camada, cada qual calculando sua própria sáıda e

propagando esse valor para frente. Ou seja, a sáıda de uma i-ésima camada serve de

entrada para (i+1)-ésima camada, até a última camada. Os valores de sáıda do MLP são

precisamente aqueles da camada de sáıda, representados pelo vetor O = (O1, . . . , Om),

onde m representa o número de neurônios da camada de sáıda, e Oi a sáıda do i-ésimo

neurônio dessa camada. Para o MLP, é necessário que cada classe Ci seja um vetor

m-dimensional Ci = (Ci,1, · · · , Ci,m).

Nesse momento, define-se o sinal de erro do j-ésimo neurônio da camada de sáıda,
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Figura 6 - Representação de dados linearmente separáveis e não linearmente separáveis.
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Legenda: (a) Dados linearmente separáveis. (b) Dados não linearmente separáveis.

Fonte: O autor, 2024
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Figura 7 - Perceptron Multicamada

Fonte: O autor, 2024

calculado por ej = Oj−Ci,j (OLIVEIRA et al., 2010). Naturalmente, se ej = 0 para todo

1 ≤ j ≤ m, então o MLP não possui erros na classificação do dado Xi. Caso ej 6= 0 para

algum 1 ≤ j ≤ m, o MLP poderá ajustar o conjunto de pesos de seus neurônios visando

corrigir a classificação.

E, então, dizemos que o erro total de um MLP associado ao dado Xi é definido

pela expressão

Etotal(i) =
m∑
j=1

1

2
e2j =

1

2

m∑
j=1

(Oj − Ci,j)
2 (4)

onde m representa o número de neurônios na camada de sáıda.

Na segunda etapa de treinamento da rede MLP, compara-se o valor desejado com

o valor encontrado pela rede e esse valor é utilizado para atualizar os pesos da rede.

Cada uma dessas iterações, em duas etapas, consiste das iterações de um algoritmo de

Gradiente Descendente, com o objetivo de minimizar o erro total do modelo. O algoritmo

do Gradiente Descendente é fundamental a muitos algoritmos de otimização, possuindo

diversas variantes, como por exemplo, o Gradiente Descendente Estocástico (RUDER,

2016), O Gradiente Descendente Adam (RUDER, 2016), entre outras.

Uma vantagem de utilizar camadas escondidas e funções de ativações não lineares é

a possibilidade de modelar problemas não lineares. Como consequência, MLPs conseguem

aprender funções que o modelo do Perceptron não conseguiria. Por exemplo, o conjunto de

dados que representa a tabela verdade da função lógica XOR não é linearmente separável.

Portanto, o Perceptron não é capaz de traçar um hiperplano separador a fim de classificar

corretamente os dados de entrada. Porém, o MLP consegue separá-los corretamente,

conforme mostra a Figura 8. É posśıvel perceber na Figura 8 que o sistema irá classificar

corretamente os dados, para tal tarefa, basta particionar o plano R2 em três partes, uma

parte que esta acima das duas retas, uma parte abaixo das duas retas e a outra parte

a região delimitada pelas retas. Os pontos que estiverem entre as retas será classificado
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como azul, caso contrário, como vermelho. O emprego de dois Perceptrons em uma mesma

camada para modelar as duas retas, e um terceiro para combinar as respostas (abaixo da

reta de cima e acima da reta de baixo), portanto em uma nova camada, consegue aprender

a função XOR.

Figura 8 - Perceptron Multicamada para a função XOR

Fonte: Dispońıvel em <https://www.italoinfo.com.br/ia/mlp intro//>

2.4 Árvore de decisão

Uma Floresta Aleatória emprega diversos modelos de Árvore de Decisão. Nesse

trabalho, foi utilizado o modelo Floresta Aleatória para predizer a evolução de pacientes

de COVID-19 empregando o banco do DATASUS. Dessa forma, iniciamos a apresentação

da Floresta Aleatória pela descrição de uma Árvore de Decisão.

Uma árvore de decisão (SALZBERG, 1994) é uma árvore enraizada na qual cada

nó é um de dois tipos:

• Nó folha, representando uma classe dos dados ou;

• Nó de decisão, representado um particionamento dos dados entre os nós filhos. Esse

nó está associado a um atributo a dos dados. Há um nó filho desse nó para cada

valor distinto do atributo a no conjunto dos dados. Se certo filho está associado

ao valor v desse atributo, então a parte dos dados que esse filho recebe dos dados

associados ao nó pai são aqueles que possuem o atributo a igual a v. Os dados

de treinamento originais estão associados ao nó raiz. A partir dáı, eles vão sendo

particionados entre os filhos de cada nó, recursivamente.

Essa descrição da árvore de decisão é conhecida como ID3. A árvore de decisão

moderna emprega a árvore binária, onde os nós internos estão associados a predicados

(C4.2, CART) (QUINLAN, 1986) (QUINLAN, 2014).
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Figura 9 - Estrutura da árvore de decisão

Fonte: O autor, 2024

Figura 10 - Base de dado da árvore de decisão

Fonte: Dispońıvel em <http://web.tecnico.ulisboa.pt/ana.freitas/bioinformatics.ath.cx/

bioinformatics.ath.cx/indexf23d.html?id/>
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A Figura 9 representa uma árvore de decisão para determinar se o clima é adequado

para se jogar tênis. Tal árvore de decisão foi criada utilizando o banco de dados da

Figura 10. Na Figura 9, cada retângulo representa um nó da árvore. O nome dentro de

um nó folha representa a classe associada ao nó. Cada nome associado a um nó interno

da árvore (isto é, um nó de decisão) representa o atributo a associado a esse nó, que foi

usado para particionar os dados. O rótulo v em uma aresta ligando um nó de decisão ao

seu filho representa o valor v do atributo a cujos dados que possuem tal atributo a igual

a v foram particionados a esse filho.

Cada dado do banco de dados descreve as caracteŕısticas de um dia distinto. A

primeira coluna não faz parte do banco de dados, servindo apenas para fazer referência

às linhas. A coluna “Jogar Tênis” representa a classificação de cada dia, indicando se o

tempo está adequado ou não para se jogar tênis.

Dada uma árvore de decisão T e um banco de dados X, a predição de classe de

um novo dado é feita pela árvore de decisão da seguinte maneira. Inicialmente, toma-

se um ponteiro N para a raiz de T . Enquanto N for um nó de decisão, procede-se da

seguinte maneira. Seja a o atributo associado ao nó N . Busca-se no banco de dados X

pelo valor v correspondente ao atributo a desse dado. Em seguida, N passa a apontar

o nó filho do nó atualmente sendo referenciado por N cujo valor associado à aresta que

liga tal nó filho ao pai é igual a v. Quando N atingir um nó folha, a classe retornada

pelo algoritmo de classificação é aquela associada a essa folha. Por exemplo, suponha que

o dado de entrada tenha os seguintes valores: Aspecto = Sol, Temperatura = Quente,

Humidade = Elevada e V ento = Fraco. O primeiro nó refere-se ao atributo Aspecto.

Como o dado contém o valor Sol para este atributo e o nó filho que é associado ao valor

Sol é o nó da esquerda da Figura 9 do nó raiz, esse nó se torna o corrente. Agora este

nó refere-se ao atributo Humidade e o dado contém o respectivo valor Elevada, que leva

o nó corrente para o nó filho da esquerda, finalmente chegando a um nó folha com a

classificação Nao, que significa que o dia não está bom para jogar tênis.

O Algoritmo 1 descreve a construção de uma árvore de decisão, isto é, o processo de

treinamento desse modelo. Inicialmente, mede-se a pureza dos dados, definida como sendo

a frequência da classe majoritária. Se a pureza está acima de um determinado limiar, a

árvore consiste de um único nó folha, cuja classe associada é a classe majoritária. Caso

contrário, a raiz consistirá de um nó de decisão. O atributo a associado ao nó de decisão

será escolhido através do conceito da entropia dos dados. Aquele atributo que resultar na

menor entropia nos dados particionados resultantes, será o escolhido.

No Algoritmo 1, a entrada consiste de um banco de dados X = (X1, . . . , Xn), onde

cada Xi consiste de um vetor de Rd, Xi = (xi,1, . . . , xi,d), sendo que cada Xi possui a

classificação Ci. Seja C = (C1, . . . , Cn). O algoritmo inicializa criando um novo nó para

a árvore. No comando iterativo da linha 3, o algoritmo verifica qual atributo dos dados

possui a maior relevância. Uma maior relevância corresponde a uma menor entropia dos
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dados resultantes, caso eles sejam particionados por esse atributo. Após isso, ele guarda

o atributo escolhido nesse nó. Em seguida, determina-se o conjunto dos valores distintos

de X referentes ao atributo escolhido. Para cada valor distinto di, o algoritmo separa

em XS os dados de X com o atributo igual a di e cria recursivamente uma árvore de

decisão associada aos dados XS. Cada árvore assim criada se torna filha do nó raiz. Por

exemplo, na Figura 10, o atributo escolhido foi o aspecto do dia, que tem valores distinto

(Sol, Nuvens e Chuva), cada um correspondendo a uma subárvore filha da raiz. Para

cada um dos três posśıveis valores, executa-se tal processo de construção recursivamente,

criando um nó filho para cada classificação posśıvel do aspecto do dia, sendo que os

dados passados à função consiste apenas das linhas associadas ao valor em questão. Por

exemplo, na Figura 10 o algoritmo cria três nós filhos. Para o primeiro nó, é passado

como parâmetro apenas os dados que contém Sol como aspecto do dia (linhas D1, D2,

D8 e D9), para o valor Nuvens, passa apenas as linhas D3, D7, D12 e D13 e para o valor

Chuva, apenas as linhas D4, D5, D6, D10 e D14.

Para saber qual atributo contém maior relevância para aquele banco de dados é

empregado o conceito da entropia dos dados.

2.4.1 Entropia dos dados

Para determinar qual o atributo mais relevante para particionar os dados, faz-se

necessário o cálculo da entropia de cada dado daquele atributo.

Seja X = (X1, . . . , Xn) o banco de dados, onde cada Xi é associado à classe

Ci ∈ C, onde C é o conjunto de todas as classes posśıveis. Além disso, cada dado

Xi = (xi1, . . . , xid) é um vetor d-dimensional. Cada coluna 1 ≤ j ≤ d está associada a um

atributo chamado dj. Cada valor xij ∈ tj = {t1j, . . . , tnjj}, conjunto dos valores distintos

do j-ésimo atributo.

O cálculo da entropia de certo atributo djcom respeito a um dado valor v é definido

pela seguinte equação:

Entropia(dj, v) =
∑
c∈C′

p(c | dj = v) log2 p(c | dj = v) (5)

onde C ′ = {Ci | 1 ≤ i ≤ n, xij = v} e p(c | dj = v) representa a probabilidade de um

dado ser da classe c dado que o valor do j-ésimo atributo é igual a v. Em outras palavras,

p(c | dj = v) =
|{xij | 1 ≤ i ≤ n, xij = v, Ci = c}|

N(dj = v)

onde N(dj = v) representa a quantidade de elementos que possui o valor do atributo dj
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Algoritmo 1 - Algoritmo Árvore de Decisão

Documentação
Entradas

X: banco de dados

Sáıdas
T : árvore de decisão

Algoritmo Árvore de decisão
Função ConstruirArvore (X)
1. T ← novo Nó
2. y ← pureza(X)
3. se (y > pureza min), então
4. T ← y
5. senão
6. maiorRelevancia← 0
7. para j de 1 até d fazer
8. Relevancia← escolherAtributo(X,j)
9. se (Relevancia > maiorRelevancia), então
10. maiorRelevancia← Relevancia
11. indice← j
12. fim se
13. fim para
14. D ← {xy,indice | 1 ≤ y ≤ n}. Seja D = {d1, d2, . . . , dt}
15. para i de 1 até t fazer
16. Xs ← {Xy | 1 ≤ y ≤ n e xy,indice = di}
17. Ti ← ConstruirArvore(Xs)
18. fim para
19. Definir T1, . . . , Tt como subárvores de T
20. fim se
21. Retorna (T )
Fim algoritmo

igual a v.

Tomando como exemplo a árvore da Figura 9, o atributo Aspecto pode assumir 3

valores diferentes (Sol, Nuvens, Chuva). Portanto,

Entropia(Aspecto, Sol) = −
(

2

5
log2

2

5
+

3

5
log2

3

5

)
= 0,971

Entropia(Aspecto,Nuvens) = −4

4
log2

4

4
= 0

Entropia(Aspecto, Chuva) = −
(

3

5
log2

3

5
+

2

5
log2

2

5

)
= 0,971
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O cálculo da entropia do banco de dados X, por outro lado, é dado por

Entropia(X) =
∑
c∈C′

p(c) log2 p(c) (6)

onde C ′ = {Ci | 1 ≤ i ≤ n} e p(c) representa a probabilidade de um dado ser da classe c,

ou seja,

p(c) =
|{i | 1 ≤ i ≤ n, Ci = c}|

n

O valor da entropia varia entre 0 e log2 k, onde k é o número de classes distintas em

C. No exemplo dado, como k = 2 (Sim, Não), logo a entropia máxima é igual a 1. Quanto

maior for a entropia dos dados, mais uniforme é a distribuição das suas classificações. Por

outro lado, a entropia é 0 se o conjunto de dados possui apenas uma única classificação.

2.4.2 Ganho de Informação

Para determinar qual atributo mais relevante para formação da Árvore de Decisão,

devemos calcular o ganho de informação. O ganho de informação que irá definir a estrutura

da árvore de decisão, sendo o atributo associado ao nó raiz aquele com maior ganho de

informação da base de treinamento.

O ganho de informação é definido pela seguinte equação:

Ganho(X, dj) = Entropia(X)−
∑
v∈tj

N(dj = v)

n
× Entropia(dj, v) (7)

No nosso exemplo, para determinar qual atributo estará no nó raiz, precisamos

descobrir a entropia do conjunto de dados X. Para calcular esse valor, basta utilizar a

Equação (6) que será:

Entropia(X) = −
(

5

14
log2

5

14
+

9

14
log2

9

14

)
= 0,940

Como foi visto, Entropia(Aspecto,Nuvens) = 0, Entropia(Aspecto, Sol) = 0,971 =

Entropia(Aspecto, Chuva). Portanto,

Ganho(X,Aspecto) = Entropia(X)−
∑

v∈{Sol,Nuvens,Chuva}

N(Aspecto = v)

n
Entropia(Aspecto, v)
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Expandindo o somatório, temos

Ganho(X,Aspecto) = 0,940−
(

5

14
· 0,971 +

4

14
· 0 +

5

14
· 0,71

)
= 0,247

O algoritmo faz esses cálculos para todos os atributos dj, com 1 ≤ j ≤ d. O

atributo que obtiver o maior valor do ganho de informação, será escolhido como atributo

associado àquele nó, usado para particionar os dados.

2.5 Florestas Aleatórias

A Floresta Aleatória é um modelo de aprendizado de máquina baseado no modelo

de Árvore de Decisão, porém normalmente fornece uma melhor acurácia. Ela normalmente

ameniza o problema de sobreajuste, que ocorre com frequência na Árvore de Decisão.

O sobreajuste é a caracteŕıstica de um determinado modelo em possuir uma variação

significativa da acurácia de predição quando o conjunto utilizado na base de treinamento

muda, causado pelo excesso de parametrizações do modelo com respeito à função real

que se deseja aprender e a quantidade de dados para o treinamento. Para evitar esse

problema, pode ser utilizada uma técnica chamada de comitê de classificadores. Essa

técnica, quando aplicada à Árvore de Decisão, além do treinamento de cada árvore em

um subconjunto distinto dos atributos, é chamada de Floresta Aleatória. Ao combinar

várias árvores treinadas em subconjuntos diferentes do conjunto de atributos dos dados,

consegue-se reduzir a variância do modelo e melhorar sua capacidade de generalização

para dados não vistos (BREIMAN, 2001).

Dado um conjunto de treinamento X = (X1, . . . , Xn) contendo n dados, cada um

com d atributos, a ideia é treinar k árvores de decisão com bases diferentes. Cada base

consiste em escolher escolhe um subconjunto dos d atributos, da base X, formando assim

uma base de dados de treinamento independente. Seja yi a árvore de decisão obtida a

partir da i-ésima base de treinamento, 1 ≤ i ≤ k. A classificação final do dado é obtida

combinando as k respostas individuais de cada classificador. Em geral, tal combinação

se faz pelo processo da escolha da maioria, isto é, a classe mais frequente entre aquelas

produzidas pelos classificadores y1, . . . , yk será a escolhida.

2.6 Métricas de avaliação de classificadores

Os resultados a serem apresentados farão referência a alguns conceitos e métricas

associadas à apresentação de resultados. Nessa seção, definiremos aquelas utilizadas.
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A matriz de confusão permite calcular métricas como acurácia, precisão, recall e

f1-score. Para defińı-las, considere verdadeiro positivo (VP) como o número de amostras

que eram positivas e o modelo acertou, verdadeiro negativo (VN) o número de amostras

que eram negativas e o modelo acertou, falso positivo (FP) o número de amostras que

eram negativas e o modelo errou, e finalmente falso negativo (FN) o número de amostras

que eram positivas e o modelo errou. A matriz de confusão é uma matriz 2 × 2 em que

essas quatro grandezas são tabuladas. Além de outros propósitos, pode ser usada para

computar a acurácia, precisão, recall e f1-score dos resultados de um modelo, da seguinte

forma:

• Acurácia (A) - Mensura o quanto o modelo acertou no total dividido pelo total de

amostras:

A =
(V P + V N)

(V P + V N + FP + FN)

• Precisão (P) - Das classificações positivas resultantes do modelo, quantas foram

acertadas:

P =
(V P )

(V P + FP )

• Recall (R) - Das amostras que são positivas, a quantidade daquelas que o modelo

acertou:

R =
V P

V P + FN

• f1-score (F) - Média harmônica entre precisão e recall :

F =
2 ∗ P ×R

P + R
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3 METODOLOGIA UTILIZADA

Para aplicar os métodos de aprendizado de máquina a fim de prever a gravidade do

acometimento de COVID-19 em novos pacientes, foi utilizado o banco de dados público

do DATASUS. Na Seção 3.1, apresentamos em mais detalhes sobre o DATASUS e seu

banco de dados. Na Seção 3.2, está descrito o processo de pré-processamento, desde a

leitura do banco bruto até a geração do banco já tratado.

3.1 Dados brutos do DATASUS

O DATASUS foi criado em 1990 com o objetivo de prover informação sobre a saúde

pública brasileira. Dentre as informações contidas no DATASUS está o banco de dados

que trata dos pacientes suspeitos de COVID-19. O DATASUS disponibilizou os bancos

de dados referentes aos anos de 2020, 2021 e 2022. O presente trabalho utilizou os dados

do ano de 2021, disponibilizados em arquivo Excel.

Vale ressaltar que antes dos bancos serem disponibilizados pelo DATASUS, eles pas-

saram por um rigoroso controle de um comitê de ética para determinar quais sintomas dos

pacientes poderiam ser disponibilizados. Por exemplo, o CEP (código de endereçamento

postal) dos pacientes não foi disponibilizado dentre os dados, pois está relacionado com

o local de residência do paciente, considerada uma informação sigilosa.

Operacionalmente, nos postos de saúde, uma ficha de atendimento é preenchida

assim que o paciente dá entrada na unidade. Nessa ficha, estão elencados diversos dados

cĺınicos e pessoais. Nos Apêndices A e B, disponibilizamos o dicionário de dados e o

formulário de 2021 publicados pelo DATASUS. O dicionário de dados contém informações

descritivas sobre cada coluna do banco bruto.

Cada um dos bancos, continha mais de 1.000.000 de pacientes e 162 colunas. O

arquivo é organizado em formato matricial onde as linhas representam os pacientes e as

colunas os sintomas e dados demográficos dos pacientes. O banco bruto continha 162

colunas e precisa ser pré-processado antes de utilizarmos de entrada para os modelos de

aprendizado de máquina. Muitas dessas colunas contêm informações duplicadas, infor-

madas de formas diferentes, outras com valores ausentes ou redundantes.

3.2 Pré-processamento

O primeiro passo no pré-processamento foi realizar um filtro em que o objetivo

era remover todos os pacientes que não foram confirmados com COVID-19. Para isso,
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o banco tem um campo chamado “CLASSI FIN” que informa a classificação final do

paciente, podendo ser preenchido com 1 (SRAG POR INFLUENZA), 2 (SRAG POR

OUTRO VÍRUS RESPIRATÓRIO), 3 (SRAG POR OUTRO AGENTE ETIOLÓGIO), 4

(SRAG NÃO ESPECIFICADO) e 5 (SRAG POR COVID-19), sendo SRAG uma sigla que

significa Śındrome respiratória aguda grave. Como queremos analisar apenas pacientes

acometidos pela COVID-19, remove-se todos os registros (pacientes) que não tiveram a

classificação final preenchida com o valor 5.

O próximo passo foi analisar o campo “EVOLUCAO”. Esse campo tem por finali-

dade informar qual foi o desfecho do caso do paciente analisado. Ele pode ser preenchido

com 1 (CURA), 2 (ÓBITO), 3 (ÓBITO POR OUTRAS CAUSAS), 4 (IGNORADO).

Como queremos analisar apenas pacientes que foram curados ou que foram a óbito pela

COVID-19, fica-se na base apenas os pacientes que foram preenchidos com 1 ou 2 no

campo “EVOLUCAO”.

Após a remoção de todos os pacientes que não tiveram COVID-19, foi feita ainda

uma análise de quando o teste de PCR (Polymerase Chain Reaction) foi feito. O teste

PCR serve para confirmar a infecção pelo v́ırus SARS-CoV 2019 que produz a doença

COVID-19. Para mantermos um critério rigoroso de que estamos analisando apenas

pacientes que realmente tiveram a COVID-19, foi analisado com quantos dias o teste do

PCR foi feito em relação ao dia do primeiro sintoma do paciente. Para isso, analisamos

dois campos. O campo “DT COLETA” e “DT SIN PRI”, que indicam a data em que

foi coletado o material para realização do teste de PCR e a data do primeiro sintoma

do paciente respectivamente. Caso a diferença da data do PCR pela data dos primeiros

sintomas não estiver em um intervalo de 3 a 7 dias, o paciente será removido, pois esse

intervalo é aquele em que o teste PCR produz resultados mais confiáveis.

Feito esses passos, maximizamos as chances que iremos analisar apenas pacientes

que realmente estavam com COVID-19 e que ou foram curados da doença ou foram a

óbito devido a ela.

Com os pacientes selecionados, faz-se a análise dos 162 atributos do banco bruto.

Como foi dito anteriormente, muitas colunas possuem a mesma informação que são mos-

tradas de forma diferente ou simplesmente não teriam correlação com o desfecho, sendo

irrelevantes para a predição final do paciente. A Tabela 1 lista quais colunas foram remo-

vidas do banco bruto e o respectivo motivo.

Observe que alguns dados estão sendo removidos por possuir muitos valores dife-

rentes e isso implicaria em um dado com muitas colunas quando formos preparar o dado

para o MLP, ao aplicar o método one hot encode (a ser explicado na Seção 2.2.1). Além

disso, esses dados podem ser de certa maneira redundantes, já que eles informam o local

onde o paciente foi internado/notificado e o valor dessa informação pode ser o mesmo do

estado de internação do paciente, uma vez que a poĺıtica de saúde pública no combate da

COVID-19 era determinada por estado. Vale ressaltar que cada um desses campos está
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Tabela 1 - Atributos Removidos.

Atributos Removidos Motivo

DT NOTIFIC Sem valor para predição

SEM NOT Sem valor para predição

SG UF NOT Esse dado já é analisado no “SG UF INTE”

ID REGIONA Atributo com muitos valores diferentes (272)

CO REGIONA Atributo com muitos valores diferentes (272)

ID MUNICIP Atributo com muitos valores diferentes (1257)

CO MUN NOT Atributo com muitos valores diferentes (1257)

ID UNIDADE Atributo com muitos valores diferentes (2701)

CO UNI NOT Atributo com muitos valores diferentes (2701)

DT NASC Esse dado é igual ao NU IDADE N

TP IDADE Esse dado é igual ao NU IDADE N

COD IDADE Esse dado é igual ao NU IDADE N

CS ETINIA Esse dado é igual ao CS RACA

ID PAIS Número de pessoas não brasileiras é irrelevante

CO PAIS Número de pessoas não brasileiras é irrelevante

SG UF Estado de internação do paciente já é analisado

ID RG RESI Atributo com muitos valores diferentes (273)

CO RG RESI Atributo com muitos valores diferentes (273)

ID MN RESI Atributo com muitos valores diferentes (1245)

CO MUN RESI Atributo com muitos valores diferentes (1245)

DT INTERNA Dado tipo data, o dado final já será segmentado em dias

ID RG INTE Atributo com muitos valores diferentes (273)

CO RG INTE Atributo com muitos valores diferentes (273)

ID MN INTE Atributo com muitos valores diferentes (1245)

CO MU INTE Atributo com muitos valores diferentes (1245)

DT ENTUTI Dado tipo data, já esta segmentado por intervalo de dias

DT SAIDUTI Dado tipo data, já esta segmentado por intervalo de dias

DT RAIOX Dado tipo data, já esta segmentado por intervalo de dias

AMOSTRA Já estamos analisando o dado PCR

DT COLETA Já estamos analisando o dado PCR

TP AMOSTRA Já estamos analisando o dado PCR

PCR RESUL Todos são preenchidos com 1

DT PCR Esse dado já foi utilizado e foi explicado anteriormente

CLASSI FIN Esse dado já foi utilizado e foi explicado anteriormente

CRITERIO Apenas o PCR foi utilizado para detectar COVID-19

DT DIGITA Sem valor para predição

PCR SARS2 Todos são preenchidos com 1

DT TOMO Dado tipo data, sem valor para predição

TP TES AN Já foi analisado o PCR para COVID-19

DT RES AN Dado tipo data, sem valor para predição

RES AN Já foi analisado o PCR para COVID-19

AN SARS2 Já foi analisado o PCR para COVID-19

ESTRANG Só foram analisados pacientes brasileiros
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descrito no Apêndice A.

Com as colunas desnecessárias removidas e com a garantia de que estamos anali-

sando apenas pacientes com COVID-19, iremos analisar a quantidade de valores ausentes,

excluindo atributos e registros com muitos valores ausentes. Além disso, haverá a pre-

ocupação de segmentar a base de dados por dias de sintomas dos pacientes. Como o

processo de vacinação mudou o perfil da evolução da doença, mitigando os seus efeitos,

consideramos que nesse trabalho nos interessava investigar apenas os doentes não vaci-

nados, por serem eles o motivo de maior preocupação com a evolução. Assim, foram

selecionados apenas os registros de pacientes não vacinados, o que corresponde a verificar

a coluna “VACINA COV”.

Primeiro, analisamos o atributo “DT EVOLUCA”, que diz a data em que o pa-

ciente teve alta ou foi a óbito, em conjunto com o atributo “DT SIN PRI”, que diz a

data do primeiro sintoma do paciente. Fazendo a diferença da data de evolução com a

data dos primeiros sintomas para cada registro temos a quantidade de dias que o paciente

ficou com a doença COVID-19. Com esse novo dado, segmentamos a base em 5 intervalos

de dias diferentes até a evolução: 0-4 dias, 5-9 dias, 10-14 dias, 15-19 dias e 20-24 dias,

gerando 5 novas bases.

A motivação para tal segmentação é que o desfecho de um paciente potencial-

mente pode ser previsto de maneira diferente dependendo do estágio de desenvolvimento

da doença em que o paciente encontra-se. Com a base já segmentada por dias, antes de

efetivamente usá-las como entrada para os modelos de aprendizado de máquina, precisa-

mos fazer uma análise de valores ausentes por atributo (coluna) e por registro (linha), a

fim de evitar dados que contenham muitos valores ausentes, tornando o dado irrelevante

ou até mesmo prejudicial para a predição por certos modelos.

Fizemos a análise de valor ausente por atributo, ou seja, analisamos a porcenta-

gem de valores ausentes em cada atributo e removemos aqueles que uma determinada

porcentagem x de valores ausentes. Para determinar esse limiar x, analisamos 4 valores

diferentes, (30%, 40%, 50%, 60% e 70%), ou seja, remove-se atributos que contenham x%

ou mais de valores ausentes.

Após a remoção dos atributos com esse limiar de valores ausentes, fizemos a análise

de valores ausentes por registro, ou seja, passamos paciente por paciente e contamos a

quantidade de valores ausentes que esse registro contém. Nessa etapa, aceitamos apenas

os pacientes que não continham valor ausente, ou seja que o paciente fosse totalmente

preenchido. Nessa etapa, vale ressaltar que, analisando o Apêndice A, um campo que é

preenchido com o número 9 significa campo ignorado; em outras palavras, um campo estar

preenchido com 9 ou não estar preenchido foram interpretados como valores ausentes.

É importante destacar que a remoção de atributos e a remoção de registros foram

consideradas nas bases já segmentadas por tempo, ou seja, para as bases de 0-4, 5-9,

10-14, 15-19, 20-24 dias será feita a remoção primeiramente dos atributos que têm x% ou
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Tabela 3 - Intervalo de dias = 0-4 dias.

Atributos
Remanescentes

Registros
Remanescentes

Alta Óbito

Remoção dos atributos
com > 30% de

valores ausentes *
30 795 397 398

Remoção dos atributos
com > 40% de

valores ausentes
32 321 150 171

Remoção dos atributos
com > 50% de

valores ausentes
32 321 150 171

Remoção dos atributos
com > 60% de

valores ausentes
40 90 26 64

Remoção dos atributos
com > 70% de

valores ausentes
46 89 25 64

Tabela 4 - Intervalo de dias = 5-9 dias.

Atributos
Remanescentes

Registros
Remanescentes

Alta Óbito

Remoção dos atributos
com > 30% de

valores ausentes
32 2034 1228 806

Remoção dos atributos
com > 40% de

valores ausentes
33 1746 1031 715

Remoção dos atributos
com > 50% de

valores ausentes *
33 1746 1031 715

Remoção dos atributos
com > 60% de

valores ausentes
37 426 192 234

Remoção dos atributos
com > 70% de

valores ausentes
46 414 188 226
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Tabela 5 - Intervalo de dias = 10-14 dias.

Atributos
Remanescentes

Registros
Remanescentes

Alta Óbito

Remoção dos atributos
com > 30% de

valores ausentes
32 5387 4062 1325

Remoção dos atributos
com > 40% de

valores ausentes
33 4571 3416 1155

Remoção dos atributos
com > 50% de

valores ausentes *
33 4571 3416 1155

Remoção dos atributos
com > 60% de

valores ausentes
36 955 592 363

Remoção dos atributos
com > 70% de

valores ausentes
47 344 227 117

Tabela 6 - Intervalo de dias = 15-19 dias.

Atributos
Remanescentes

Registros
Remanescentes

Alta Óbito

Remoção dos atributos
com > 30% de

valores ausentes
32 6060 4716 1344

Remoção dos atributos
com > 40% de

valores ausentes
33 5073 3946 1127

Remoção dos atributos
com > 50% de

valores ausentes *
33 5073 3946 1127

Remoção dos atributos
com > 60% de

valores ausentes
36 1056 719 337

Remoção dos atributos
com > 70% de

valores ausentes
47 363 267 96
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Tabela 7 - Intervalo de dias = 20-24 dias.

Atributos
Remanescentes

Registros
Remanescentes

Alta Óbito

Remoção dos atributos
com > 30% de

valores ausentes *
32 3035 1912 1123

Remoção dos atributos
com > 40% de

valores ausentes
33 2355 1502 853

Remoção dos atributos
com > 50% de

valores ausentes
33 2355 1502 853

Remoção dos atributos
com > 60% de

valores ausentes
36 530 294 236

Remoção dos atributos
com > 70% de

valores ausentes
47 187 113 74

mais de valores ausentes e então a remoção de todos os registros que contenham pelo um

ou mais valores ausentes.

Nas Tabelas 3 a 7, note que à medida que aumentamos a quantidade de valores

ausentes necessários para a remoção de um atributo, maior é o número de atributos que

permanecem no banco de dados. Por sua vez, quanto maior o número de atributos no

banco de dados, menor é o número de pacientes que possui nenhum valor ausente nesse

conjunto de atributos. Assim, percebe-se uma relação de compromisso entre o limiar do

número de valores ausentes para permanência de um atributo, e a quantidade de registros

resultante. Dessa forma, como a base era composta de muitos registros, procuramos

aumentar esse limiar até que o número de registros resultantes atingisse um valor mı́nimo

necessário para o treinamento dos modelos. Assim, deixamos os dados o mais preenchido

posśıvel, sem comprometer o processo de aprendizagem que virá a seguir. As linhas que

estão com um asterisco foram as escolhidas como a base final do trabalho.

Com as bases finais escolhidas, podemos agora prepará-las para os modelos de

aprendizado de máquina utilizados neste trabalho. Para o MLP, como se trata de dado

categórico, utilizamos a técnica de one-hot encode (Seção 3.2.1) para transformar os dados

em numérico. Como a Floresta Aleatória é um modelo que pode trabalhar com dados ca-

tegóricos, não foi necessário esse tipo de tratamento. Um atributo é dito categórico quando

seus posśıveis valores formam um conjunto finito.

A Tabela 8 mostra os atributos utilizados em cada base.

Também foi gerada uma base de dados que contém um valor ausente por registro,

empregando o mesmo procedimento para gerar a base de dados sem valor ausente. A

configuração da base com um valor ausente ficou conforme mostra a Tabela 9. Essa
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Tabela 8 - Atributos Utilizados.

Atributos 0-4 dias 5-9 dias 10-14 dias 15-19 dias 20-24 dias

SEM PRI X X X X X
CS SEXO X X X X X

NU IDADE N X X X X X
CS GESTANT X X X X X

CS RACA X X X X X
CS ESCOL N x X X X X

CS ZONA X X X X X
NOSOCOMIAL X X X X X

AVE SUINO X X X X X
FEBRE X X X X X
TOSSE X X X X X

GARGANTA X X X X X
DISPNEIA X X X X X

DESC RESP X X X X X
SATURACAO X X X X X

DIARREIA X X X X X
VOMITO X X X X X

OUTRO SIN X X X X X
FATOR RISC X X X X X

VACINA X X X X X
ANTIVIRAL X X X X X
HOSPITAL X X X X X

SG UF INTE X X X X X
UTI X X X X X

SUPORT VEN X X X X X
RAIOX RES x X X X x

DOR ABD X X X X X
FADIGA X X X X X

PERD OLFT X X X X X
PERD PALA X X X X X
TOMO RES x X X X X
DIAS SIN X X X X X

EVOLUCAO X X X X X



44

base será usada posteriormente como uma base de teste dos modelos de aprendizado de

máquina.

Tabela 9 - Configuração final das bases de teste. Os registros escolhidos para cada base

possuem apenas um valor ausente.

Intervalo de dias Quantidade Atributos Quantidade Registros Vivo Morto

0-4 30 528 231 297

5-9 33 2146 1254 892

10-14 33 4934 3608 1326

15-19 33 5336 3998 1338

20-24 32 3179 1956 1223

Nesse trabalho, modelamos os dados para o aprendizado por Perceptron da seguinte

forma.

Cada dado de entrada Xi = (xi,1, . . . , xi,d) representa um paciente, onde cada xi,j

é um sintoma (atributo) do paciente Xi e Ci é o desfecho desse paciente. Para preparação

dos dados, que serviram de entrada para o algoritmo Perceptron, foi desenvolvido um

código na linguagem Python. O programa recebe como entrada o dado bruto e tem como

sáıda o dado já tratado para o Perceptron. O tratamento é feito da seguinte forma.

No Algoritmo 2 o dado é transformado em binário através da técnica One-hot

encode e armazenado no vetor D′.

A função Remove() na linha 1 do Algoritmo 2 remove todos os registros que não

tiveram a confirmação de COVID-19 conforme os critérios citados na Seção 3. A função

Ausente() do Algoritmo 2 verifica a porcentagem de valores ausentes quando passado

um atributo como parâmetro e verifica a quantidade de valores ausentes quando passado

um registro de parâmetro. A função Tratar() realiza o tratamento dos dados antes de

efetivamente adicioná-lo em D′ que é a sáıda, esse tratamento é justamente a aplicação

do método One-hot encode. É válido ressaltar que o dado só será armazenado e retornado

caso ele não possua valor ausente.
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Algoritmo 2 - Preparação dos dados para o Perceptron

Entradas
D: banco bruto
a: percentual limiar para valores faltantes em uma coluna
b: número admisśıvel de valores ausentes em um registro

Sáıdas
D′: banco tratado

Algoritmo Tratamento Dado Perceptron
1. Remove(D)
2. para coluna de 0 até tamanho(D.colunas) fazer
3. se (Ausente(D[:][coluna]) > a), então
4. RemoveColuna(D,coluna)
5. fim se
6. fim para
7. para linha de 0 até tamanho(D) fazer
8. se (Ausente(D[linha]) ≤ b), então
9. para coluna de 0 até tamanho(D[linha]) fazer
10. DadoTratado← Tratar(D[linha][coluna],coluna)
11. adicionar DadoTratado em D′

12. fim para
13. fim se
14. fim para
15. retorna D′

Fim algoritmo

3.2.1 One-hot encode

O método consiste em transformar dados categóricos em numéricos. Para explicar

tal método, vamos utilizar o banco de dados da Tabela 10.

Note que esse banco de dados é categórico e os valores dos atributos posśıveis são

“Sim” ou “Não”. Ao utilizar o método One-hot encode, cada atributo se transformará

em outros dois atributos (de forma geral, na quantidade de valores que o atributo em

questão pode assumir). Como exemplo, no caso do atributo febre, teremos os dois outros

atributos “Febre sim” e “Febre não”. Caso o registro foi preenchido com Sim em febre,

então o atributo “Febre sim” terá valor 1 e o “Febre não” terá valor 0. Veja o resultado

da transformação na Tabela 11.

Tabela 10 - Banco exemplo.

Febre Tosse Classificação

1 Sim Não 1

2 Não Sim 0

3 Sim Sim 0
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Tabela 11 - Banco exemplo One-hot encode.

Febre sim Febre não Tosse sim Tosse não Classificação

1 1 0 0 1 1

2 0 1 1 0 0

3 1 0 1 0 0
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4 RESULTADOS EXPERIMENTAIS DATASUS

Neste caṕıtulo será apresentada a metodologia na aplicação dos modelos do Percep-

tron, do MLP e das Florestas Aleatórias para realizar a previsão da evolução de pacientes

acometidos com COVID-19 no DATASUS. Mais especificamente, detalhamos os algo-

ritmos, adaptados dos originais, que foram efetivamente empregados. Os resultados de

acurácia que serão apresentados são referentes aos algoritmos encontrados nesse caṕıtulo.

Na Seção 4.1, mostramos qual a nossa estratégia para podermos utilizar o modelo Percep-

tron em um banco de dados que não seja linearmente separável. Na Seção 4.2, explicamos

o método MLP que empregamos. Na Seção 4.3, descrevemos os experimentos envolvendo

a Floresta Aleatória. Na Seção 4.4, mostramos o resultado de cada modelo no banco de

dados do DATASUS.

4.1 Aplicação do modelo Perceptron

Em geral, o algoritmo do Perceptron é, experimentalmente, muito eficiente em

bancos de dados linearmente separáveis, apesar da complexidade de tempo exata ainda

não ter sido estabelecida. Testamos o algoritmo do Perceptron em muitas amostras com

30 pacientes do DATASUS com 5.000 iterações, sem sucesso de retornar um hiperplano

separador. Portanto, não seria viável utilizar o Perceptron, por si só, uma vez que o banco

de dados do DATASUS é da ordem de centenas de milhares de pacientes. Dessa forma,

empregamos uma variação do Perceptron para que a potencial falta da separação linear

dos dados não seja um entrave. Naturalmente, nesse caso, é improvável a obtenção da

acurácia 100%.

Relembre que a técnica do Perceptron consiste na produção de um hiperplano

inicial arbitrário (cujos coeficientes são chamados de pesos) e, iterativamente, trocar os

pesos até que o hiperplano corrente separe completamente o conjunto dos dados (os dados

acima do hiperplano associados todos a uma mesma classe, e aqueles abaixo associados

à segunda classe). Nossa estratégia, na verdade, é uma aplicação da técnica mais geral

pocket algorithm (GALLANT et al., 1990). Essa técnica consiste em manter, durante

a execução algoritmo do Perceptron, o hiperplano separador de melhor acurácia, isto é,

manter o registro do conjunto de pesos que maximizou a acurácia, sobre todas as trocas de

pesos efetuadas. A aplicação da técnica consiste portanto em, ao invés de simplesmente

descartar o hiperplano que não separou por completo os dados de treinamento, armazenar

o hiperplano que contém a maior acurácia até o momento. O hiperplano final escolhido

pelo Perceptron é aquele armazenado como o melhor obtido após um certo número de

iterações.



48

Algoritmo 3 - Pocket Perceptron

Documentação
Entradas

X: pacientes
it: número máximo de iterações

Sáıdas
MelhorW : hiperplano com maior acurácia

Algoritmo Perceptron
1. Inicializa(W )
2. MelhorAcuracia← 0
3. MelhorW ← ∅
4. para i de 1 até it fazer
5. Acuracia← TesteAcuracia(X,W )
6. se (Acuracia == 1), então
7. Sair da Repetição
8. fim se
9. se (Acuracia > MelhorAcuracia), então
10. MelhorAcuracia← Acuracia
11. MelhorW ← W
12. fim se
13. Faça correção dos pesos W , conforme algoritmo do Perceptron
14. fim para
15. retorna(MelhorW )
Fim algoritmo

O Algoritmo 3 formaliza a ideia. Ele recebe como entrada o conjunto de pacientes

da base de treinamento X = (X1, . . . , Xn), além do número máximo de iterações it, e

retorna o hiperplano MelhorW que obteve a maior acurácia.

O algoritmo começa inicializando os pesos W com valores arbitrários. Em seguida,

declara as variáveis MelhorAcuracia e MelhorW as quais são responsáveis por armazenar

respectivamente a acurácia e o vetor de pesos do melhor hiperplano separador encontrado.

Na Linha 4, há o comando de repetição que será responsável por realizar it iterações do

Perceptron. Por consequência, serão achados it hiperplanos separadores W . Entre todos

esses, o que obtiver a maior acurácia será armazenado em MelhorW e será retornado. Na

Linha 5, calcula-se a acurácia do i-ésimo hiperplano. Na Linha 6, faz-se a comparação do

valor encontrado na Linha 5 com o valor armazenado do melhor hiperplano até então. Se

for maior, armazena este novo valor nas Linhas 7 e 8. Na Linha 10 ocorre o ajuste dos

pesos para uma nova iteração do Perceptron.

A fim de melhorar a acurácia final, foi utilizada a estratégia de combinação de

classificadores (Bagging). Para tanto, dividimos cada um dos cinco banco de dados em

outros dois. Os dados de treinamento utilizados foram 80% dos pacientes totais da base de

treinamento e separamos 20% para validação dos pesos gerados pelo Perceptron. Foram
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gerados diversos hiperplanos W utilizando o Algoritmo 3. Naturalmente, para evitar

que os hiperplanos produzidos sejam todos iguais, cada base de treinamento precisa ser

distinta. Os dados de entrada para execução do Algoritmo 3 continham 80% do tamanho

do banco de treino escolhidos de forma aleatória. O restante dos dados desse conjunto foi

utilizado para validar o hiperplano, ou seja, testava-se a acurácia do hiperplano gerado

nos outros 20% de pacientes. Nesse teste, computava-se a quantidade de acertos nos

pacientes vivos (acertosV ) e mortos (acertosM) que o modelo obteve. Caso a divisão

de acertosV/(totaldepacientesvivos) ou acertosM/(totaldepacientesmortos) fosse menor

que 0,6, o hiperplano era descartado e começava uma nova iteração para gerar um novo

hiperplano. Ao final do processo, armazenava-se m = 50 hiperplanos. A predição dada

por cada hiperplano foi combinada para então encontrar a predição final.

Cada hiperplano assim gerado participou de uma combinação de classificadores,

também chamada de comitê de classificadores (ensemble), cuja predição final era dada

pelo voto da maioria. A Figura 11 representa a estratégia da combinação dos classifica-

dores.

Figura 11 - Combinação Perceptron - A partir do conjunto de treino X = {X1, . . . , Xn} são

selecionadas m = 50 amostras, nomeadas X ′1, . . . , X
′
m. Cada uma é obtida por uma

seleção aleatória de k = d8n10 e elementos de X. Para cada amostra X ′i é executado o

algoritmo Pocket Perceptron e obtido o hiperplano hi. A predição da evolução de

um determinado paciente é feita usando um comitê de classificadores formado por

esses h1, . . . , hm hiperplanos separadores.

Fonte: O autor, 2024
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4.2 Aplicação do Perceptron Multicamada

Nesta seção, apresentaremos os resultados experimentais do MLP no banco do

DATASUS.

Utilizamos como linguagem de programação o Python e usamos a biblioteca skle-

arn para implementação do método do MLP. Após o tratamento dos dados, temos dois

bancos de dados. O banco que não contém nenhum valor ausente é utilizado na base de

treinamento. Como discutimos, devido ao requerimento que não haja valores ausentes,

o número de registros fica reduzido em comparação aos dados originais. Para evitar que

a quantidade de dados fosse ainda menor, caso fosse separado desses dados sem valores

ausentes um conjunto de teste, optou-se por usar como base de teste o banco que possui

um valor ausente em cada registro.

Ao utilizar a biblioteca sklearn, ainda precisamos definir os melhores hiperparâmetros

a serem utilizados no MLP. A Tabela 12 mostra quais hiperparâmetros foram variados a

fim de otimizar a acurácia final do modelo. Os hiperparâmetros mostrados na Tabela 12

e as respectivas descrições foram obtidos da documentação do scikit-learn.org.

Tabela 12 - Parâmetros MLP.

hidden layer sizes Define a quantidade de camadas e neurônios.

solver Para otimização dos pesos

learning rate Taxa de aprendizado para atualização dos pesos

learning rate init O valor inicial do learning rate

max iter Máximo número de iterações

early stopping
Se irá parar o algoritmo mais cedo

caso não melhore acurácia da base de validação

validation fraction Porcentagem que será usada na base de validação

activation Função de ativação utilizada

A Tabela 13 mostra a faixa de valores empregada na otimização dos hiperparâmetros.

Tabela 13 - Faixa de valores.

hidden layer sizes [20,50,100,(20,20),(50,50),(100,100),(50,100),(100,50)]

solver [adam,sgd]

learning rate [constant,adaptive]

learning rate init [0.0001,0.001,0.01,0.05]

max iter [300]

early stopping True

validation fraction 0.2

activation relu

A busca pelo melhor hiperparâmetro foi feito utilizando o GridSearchCV do skle-

arn no Python. Essa função faz uma busca exaustiva de todas as combinações dos hi-
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perparâmetros passados na Tabela 13. Ao final de todas as execuções o modelo retorna

o conjunto de hiperparâmetros obtido com a maior acurácia. Para realizar tal tarefa, o

algoritmo utiliza a técnica de validação cruzada em k partes.

A técnica de validação cruzada em k partes arbitra inicialmente uma partição da

base de treinamento de tamanho k. O algoritmo treina o modelo, no caso o MLP, com

k − 1 conjuntos de dados e deixa o subconjunto que sobrou para verificar a acurácia do

modelo treinado; esse subconjunto é chamado de base de validação. O algoritmo repete

esse passo k vezes, cada vez usando uma das partes como base de validação, garantindo

que todos os dados que estão na base de treinamento são utilizados para treinar e validar o

modelo. A acurácia retornada é a média aritmética das acurácias obtidas nos k processos

de validação.

Figura 12 - Exemplo esquemático de uma validação cruzada em 5-partição

Fonte: Garćıa, Sánchez e Marqués (2019)

A Figura 12 demonstra um exemplo esquemático do processo de validação cruzada

em 5 partes. Nela, cada bloco representa 20% do dado de treinamento. Cada linha

corresponde a um processo de treinamento e validação, no qual o conjunto de dados

representados pelos blocos brancos estão sendo utilizados para treinar o modelo, enquanto

aqueles representados pelo bloco azul para verificar a acurácia. O algoritmo é executado

5 vezes (step 1 até step 5). Em cada passo, produz-se uma acurácia de sáıda. A acurácia

final reportada, que é utilizada para comparar qual hiperparâmetro é o melhor, é a média

aritmética das 5 sáıdas.

A busca pelo melhor hiperparâmetro encontrou 128 acurácias diferentes, que re-

presenta a busca bruta por todos os hiperparâmetros da Tabela 13. As Figuras 13 a 17

mostram os 4 hiperparâmetros que obtiveram a maior acurácia e os 4 hiperparâmetros

que obtiveram a pior acurácia em cada base.

Com o método, fica definido o hiperparâmetro a ser usado em cada base de dados.

Pelo gráfico percebe-se que a diferença de acurácia entre os 4 primeiros colocados é muito

pouca. Em algumas bases, ficam claros alguns parâmetros que diminuem a acurácia, como

exemplo, na base de 10-14 dias, as 4 piores acurácias utilizam o algoritmo de otimização

“sgd” e as 4 melhores “adam”. No geral, percebe-se que o modelo consegue um resultado
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Figura 13 - Melhores e piores hiperparâmetros – base 0-4 dias

Fonte: O autor, 2024

Figura 14 - Melhores e piores hiperparâmetros – base 5-9 dias

Fonte: O autor, 2024
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Figura 15 - Melhores e piores hiperparâmetros – base 10-14 dias

Fonte: O autor, 2024

Figura 16 - Melhores e piores hiperparâmetros – base 15-19 dias

Fonte: O autor, 2024
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Figura 17 - Melhores e piores hiperparâmetros – base 20-24 dias

Fonte: O autor, 2024

melhor utilizando o “adam” como algoritmo de otimização. Também é posśıvel notar

que utilizando duas camadas escondidas, em geral, obtém-se uma acurácia mais elevada,

embora não seja uma garantia. Dos outros hiperparâmetros, foi posśıvel detectar um

padrão entre os hiperparâmetros que resultaram em melhor acurácia. Outro ponto a se

notar é que quando o hiperparâmetro learning rate init possui um valor de 0.0001, o

resultado é uma baixa acurácia.

Um ponto importante de se notar é que a técnica do early stopping não foi uma

variável no processo de ajuste de hiperparâmetros. Sempre foi empregada a técnica, em

todas as variações dos demais hiperparâmetros. Normalmente, esse procedimento é salutar

com grande frequência, diminuindo a possibilidade de sobreajuste nos dados. Em todas

as execuções, utilizamos como hiperparâmetros associados ao early stopping os valores de

20% para o banco de validação e o modelo para previamente caso não melhore a acurácia

em 0,01% em 20 iterações.

A fim de conferir o efeito do early stopping no nosso caso, realizamos mais alguns

testes: foi configurado o melhor hiperparâmetro e retirado o early stopping, para fins

comparativos. As Figuras 18 a 22 mostram as curvas da taxa de erro por iteração na

base de treinamento e da acurácia na base de validação por iteração. Como é posśıvel

perceber, ao retirar o early stopping, o modelo aprende a acertar muito bem considerando

os dados da base de treinamento, alcançando taxas de perdas próximas de 0, porém tal

melhora não ocorre em relação a acurácia de validação, que se mantém a mesma.
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Figura 18 - Curva de aprendizado 0-4 dias

Fonte: O autor, 2024

Figura 19 - Curva de aprendizado 5-9 dias

Fonte: O autor, 2024

Figura 20 - Curva de aprendizado 10-14 dias

Fonte: O autor, 2024
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Figura 21 - Curva de aprendizado 15-19 dias

Fonte: O autor, 2024

Figura 22 - Curva de aprendizado 20-24 dias

Fonte: O autor, 2024
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4.3 Aplicação da Floresta Aleatória

Assim como no MLP, também utilizamos a biblioteca sklearn do Python. A

formação das bases de treinamento e teste também se deu da mesma maneira.

Naturalmente, o conjunto de hiperparâmetros no caso da Floresta Aleatória é dis-

tinto. A Tabela 14 mostra os hiperparâmetros que serão variados. O modelo é implemen-

tado pela função RandomForestClassifier() do sklearn.

Tabela 14 - Parâmetros Floresta Aleatória.

n estimators Número de árvores na floresta aleatória.

criterion A função para medir a qualidade da divisão dos dados.

max depth Profundidade máxima das árvores

min samples split O número mı́nimo de amostra para dividir um nó.

min samples leaf O número mı́nimo de amostra para o nó ser uma folha.

max features O número de atributos quando a árvore estiver procurando a melhor divisão.

Assim como no MLP, também escolheremos os melhores hiperparâmetros da Flo-

resta Aleatória, empregando a função GridSearchCV(). A Tabela 15 mostra os valores

que utilizamos em cada um dos hiperparâmetros.

Tabela 15 - Faixa de valores Floresta Aleatória.

n estimators [50,150]

criterion [gini, entropy]

max depth [None, 8, 16, 64, 128]

min samples split [2,4]

min samples leaf [1,2]

max features [sqrt, log2, 15, 20]

O conjunto de valores dos hiperparâmetros que obteve a maior acurácia na função

do GridSearchCV foi o utilizado na Floresta Aleatória. As Figuras 23 a 27 apresentam

os 4 melhores e os 4 piores hiperparâmetros de cada base.

No método da Floresta Aleatória, não temos uma diferença de acurácia tão grande

entre os melhores hiperparâmetros e os piores, contrastando com o MLP. Nesse caso,

é dif́ıcil identificar um valor espećıfico de hiperparâmetro que se sobrassaia. Para os

resultados a seguir, considere que a Floresta Aleatória será configurada com os melhores

hiperparâmetros encontrados. A Tabela 16 mostra os melhores valores para cada base de

dado em cada hiperparâmetro.
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Figura 23 - Melhores e piores hiperparâmetros – base 0-4 dias

Fonte: O autor, 2024

Figura 24 - Melhores e piores hiperparâmetros – base 5-9 dias

Fonte: O autor, 2024

Tabela 16 - Melhores parâmetros Floresta Aleatória.

0-4 dias 5-9 dias 10-14 dias 15-19 dias 20-24 dias

n estimators 50 50 50 50 150

criterion entropy entropy gini entropy entropy

max depth None 16 8 8 8

min samples split 4 2 2 2 2

min samples leaf 2 2 2 2 1

max features sqrt sqrt sqrt sqrt 15



59

Figura 25 - Melhores e piores hiperparâmetros – base 10-14 dias

Fonte: O autor, 2024

Figura 26 - Melhores e piores hiperparâmetros – base 15-19 dias

Fonte: O autor, 2024
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Figura 27 - Melhores e piores hiperparâmetros – base 20-24 dias

Fonte: O autor, 2024

4.4 Resultados obtidos

Nesta seção, serão apresentados os resultados obtidos utilizando os modelos do

MLP e da Floresta Aleatória no banco de dados do DATASUS de COVID-19. Vale

relembrar que temos 5 bancos de dados diferentes, um banco para cada intervalo de dias

de internação dos pacientes.

Para avaliar os resultados, treinamos os modelos utilizando a base de treinamento.

Os resultados de desempenho apresentados são em relação à base de teste. Os melho-

res hiperparâmetros foram escolhidos empregando-se validação cruzada com os dados de

treino.

Para o banco de treino, tomamos do conjunto de dados pré-processados, conforme

Seção 2.2, aqueles que não possúıam valores ausentes. Para formar o banco de teste

selecionamos os dados com apenas um valor ausente. Vale notar que a quantidade de

dados com ausência de valores ausentes era relativamente pequeno para formar tanto

o banco de treino quanto de teste. A Tabela 17 mostra a quantidade de registros e

atributos associados a cada base de treinamento, enquanto a Tabela 18 mostra as mesmas

informações com respeito à base de teste.

Percebe-se que as bases estão desequilibradas, isto é, a proporção dos pacientes

vivos é diferente daquela dos pacientes mortos. Ao treinarmos o modelo, equilibramos

esse número, com a classificação minoritária, e uma amostra aleatória dos demais registros

de tamanho igual à minoritária. Com as bases prontas, treinamos a Floresta Aleatória e o

MLP empregando os hiperparâmetros ótimos descobertos conforme descrito na Seção 3.2

e 3.3.
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Tabela 17 - Base de treinamento.

Base Registros Atributos Vivos Mortos

0-4 795 30 397 398

5-9 1746 33 1031 715

10-14 4571 33 3416 1155

15-19 5073 33 3946 1127

20-24 3035 32 1912 1123

Tabela 18 - Base de teste.

Base Registros Atributos Vivos Mortos

0-4 528 30 231 297

5-9 2146 33 1254 892

10-14 4934 33 3608 1326

15-19 5336 33 3998 1338

20-24 3179 32 1956 1223

4.4.1 Valores ausentes na fase de teste

Como dito anteriormente, cada registro na base de teste que estamos usando neste

trabalho possui um valor ausente. Nos modelos empregados, MLP e Floresta Aleatória,

assim como em muitos outros, ao tentar classificar um novo dado com valor ausente (na

chamada de fase de teste), pode ser necessário a aplicação de técnicas adicionais (como,

por exemplo, um método de preenchimento de valores).

No caso da Floresta Aleatória, considere o caso em que uma árvore de decisão, em

certo nó, está associado a certo atributo cujo valor no dado de teste encontra-se ausente.

A árvore não está preparada para seguir a classificação, pois depende de seguir para certo

filho, cada um associado a um valor de atributo.

No caso do MLP, os dados de entrada são multiplicados de forma ponderada com

os respectivos pesos dos neurônios da primeira camada oculta, e tal processo assume

portanto que não haverá valores ausentes.

Uma maneira t́ıpica de lidar com essa situação é pré-processar o dado a ser testado,

preenchendo-o de alguma maneira conveniente. Há várias maneiras clássicas de se fazer

isso. Mas é importante notar que se o método de preenchimento escolhido preencher mal

o valor, a predição da classe associada a esse dado estará comprometida, resultando em

desempenho insatisfatório. Nesse caso, não se saberá ao certo se o mal desempenho advém

majoritariamente do método de preenchimento ou do classificador treinado.

Para preencher o dado, no contexto do DATASUS, utilizamos duas técnicas di-

ferentes e comparamos uma com a outra. Entre essas técnicas, utilizamos uma técnica

proposta nesse trabalho, e outra clássica da literatura. Essa técnica proposta (nas tabe-
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las a seguir, denotada provisoriamente de Método *) será explicada oportunamente no

caṕıtulo seguinte. Por enquanto, iremos apenas apresentar os resultados. A outra técnica

é o método bem conhecido dos K-vizinhos mais próximos. Como dito, há outras manei-

ras de realizar o preenchimento de valores ausentes, porém a discussão detalhada será

postergada para o próximo caṕıtulo.

A Figura 28 mostra os resultados de cada método de preenchimento em cada base

de dado para o método da Floresta Aleatória.

Figura 28 - Acurácia da Floresta Aleatória.

Fonte: O autor, 2024

A Figura 28 representa o resultado em termos da acurácia e F1-score. A Tabela

19 representa a matriz de confusão da Floresta Aleatória para cada um dos métodos de

preenchimento de dado.

Tabela 19 - Matriz de Confusão Floresta Aleatória.

0-4 dias 5-9 dias 10-14 dias 15-19 dias 20-24 dias

Método *
160 71
39 192

681 211
204 688

1058 268
235 1091

1009 329
205 1133

894 329
266 957

Método kNN
169 62
38 193

706 186
222 670

1080 246
252 1074

1053 285
245 1093

915 308
297 926

A partir da matriz de confusão, é posśıvel calcular o valor do F1-score da Floresta

Aleatória, a Figura 29 mostra os valores do F1-score para cada intervalo.

Nota-se que para cada intervalo de dias relacionado ao método, forma-se uma

matriz 2× 2, na qual a diagonal principal representa os resultados que o modelo acertou,

enquanto a diagonal secundária representa os resultados que o modelo errou; a primeira

linha dessa matriz representa a predição “morto” e a segunda linha a predição “vivo”.



63

Figura 29 - F1-score da Floresta Aleatória.

Fonte: O autor, 2024

Percebe-se que no geral, encontra-se um modelo bem equilibrado, ou seja, o número de

vivos que o modelo acerta é próximo ao número de mortos que o modelo acerta, porém é

posśıvel notar que o modelo tende a acertar um pouco mais os pacientes vivos que mortos.

As mesmas métricas comparativas são usadas na apresentação dos resultados do

MLP e do Perceptron Modificado. A Figura 30 mostra a acurácia do método do MLP

para cada intervalo de dias de sintomas. A Tabela 20 mostra os dados da matriz de

confusão de cada intervalo de dias.

Figura 30 - Acurácia do MLP

Fonte: O autor, 2024

A partir da matriz de confusão, é posśıvel calcular o valor do F1-score do MLP, a
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Tabela 20 - Matriz de Confusão Perceptron Multicamada.

0-4 dias 5-9 dias 10-14 dias 15-19 dias 20-24 dias

Método *
168 63
52 179

651 241
203 689

979 347
152 1174

1012 326
227 1111

837 386
232 991

Método kNN
171 60
49 182

682 210
208 684

1044 282
193 1133

1052 286
257 1081

841 382
223 1000

Figura 31 mostra os valores do F1-score do MLP para cada intervalo.

Figura 31 - F1-score do MLP.

Fonte: O autor, 2024

Os resultados do Perceptron Modificado estão apresentados na Figura 32 e na

Tabela 21.

Tabela 21 - Matriz de Confusão Perceptron Modificado.

0-4 dias 5-9 dias 10-14 dias 15-19 dias 20-24 dias

Método kNN
177 54
47 184

667 225
210 682

1071 255
277 1049

1074 264
301 1037

940 283
340 883

A partir da matriz de confusão, é posśıvel calcular o valor do F1-score do Perceptron

Modificado, a Figura 33 mostra os valores do F1-score para cada intervalo.

No geral, pode-se dizer que o método da Floresta Aleatória leva pouca vantagem

sobre o método do MLP e Perceptron Modificado. Também é posśıvel perceber, através

da matriz de confusão, que os métodos tendem a acertar um pouco mais os pacientes

vivos que os pacientes mortos, com exceção do Perceptron Modificado em algumas bases

espećıficas que acertou mais os pacientes mortos que os vivos. A acurácia, em alguns
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Figura 32 - Acurácia do Perceptron Modificado

Fonte: O autor, 2024

Figura 33 - F1-score do Perceptron Modificado.

Fonte: O autor, 2024
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casos, variava bastante em cada treinamento de modelo efetuado de acordo com qual

segmento de dias estávamos trabalhando. Uma explicação é que algumas bases ficaram

com um número de dados reduzido, depois de todo o pré-processamento. Em bases com

maior número de pacientes, a acurácia não variava muito e permanecia entre 81% e 82%.
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5 MÉTODO DE PREENCHIMENTO DE DADOS

No caṕıtulo anterior, dissemos que na organização das bases de treinamento e

de teste, optou-se neste trabalho pelo uso de todos os dados sem valores ausentes para

treinamento, e dados com apenas um valor ausente para formar a base de teste.

De forma geral, mesmo que um determinado modelo seja treinado sem dados com

valores ausentes, em produção, é posśıvel que alguns novos dados a serem classificados

possuam valores ausentes. Além disso, vários modelos possuem restrições em serem treina-

dos ou empregados na predição de dados com valores ausentes. Esse é o caso da Floresta

Aleatória (quando a base de treinamento não possui dados ausentes) e do MLP (que

depende de operações aritméticas a serem efetuadas com o valor da entrada). Assim, o

comum é que dados com valores ausentes sejam tratados com alguma técnica que preencha

os valores ausentes antes da sua leitura pelo modelo em questão.

Na literatura, há diversos métodos para preenchimento de valores ausentes. O

caṕıtulo está organizado da seguinte forma. Na Seção 5.1, explicitamos alguns métodos

de preenchimento baseados em estat́ıstica. Na Seção 5.2, explicamos o método do kNN e

como ele foi utilizado nesse trabalho. Na Seção 5.3, falamos sobre o método do MICE e

como foi implementado. Na Seção 5.4, propomos um novo método para preenchimento de

dados faltantes categóricos na base de teste, resultado desse trabalho. Por fim, na Seção

5.5, comparamos o resultado dos três métodos explicados nas seções anteriores em alguns

bancos de dados conhecidos, além de explicar sobre as bases de dados utilizadas neste

experimento de comparação de métodos de preenchimento.

5.1 Preenchimento baseado em estat́ıstica

Existem algumas maneiras simples, utilizando conhecimentos estat́ısticos, de pre-

encher dados ausentes. Explicaremos apenas dois métodos baseados em estat́ıstica nesse

trabalho, como exemplo, podemos preencher esses dados utilizando:

• Média

• Moda

5.1.1 Média

O preenchimento um valor faltante utilizando a média consiste em analisar o atri-

buto com o valor ausente, atribuindo a esse valor a média dos valores desse atributo que
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estão preenchidos, considerando todos os demais registros. No caso de preenchimento na

base de treinamento, é conveniente que tal média seja considerada entre os registros de

mesma classe.

Tabela 22 - Banco preenchimento média.

Registro x

A 1

B 3

C 2

D

Analisando a Tabela 22, preenche-se o registro D com a média do valor dos outros

três registros que já estão preenchidos. Logo, o valor ausente associado a D será preenchido

com 1+3+2
3

= 2.

5.1.2 Moda

O preenchimento de dados faltantes com a moda consiste em preencher cada valor

ausente com o valor de maior frequência entre aqueles preenchidos para o atributo em

questão, considerando todos os demais registros. No caso de preenchimento na base de

treinamento, é conveniente que tal moda seja determinada entre os registros de mesma

classe.

Tabela 23 - Banco preenchimento moda.

Registro x

A 1

B 3

C 2

D 2

E 4

F

Analisando a Tabela 23, percebe-se que o valor mais frequente que aparece nos

outros registros é o valor 2. Logo, esse valor será preenchido no registro F .

5.2 k-Vizinhos mais próximos (kNN)

Esse método de preenchimento funciona da seguinte forma. Ele recebe como en-

trada um dado x com valores ausentes e um inteiro k. Então, ele determina quais são os
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k dados mais próximos a x. Por fim, ele analisa qual valor esses k dados mais próximos

possuem no atributo a ser preenchido; o valor que tem a maior frequência é escolhido

no preenchimento do valor ausente. Se o preenchimento é feito na base de treinamento,

então os dados próximos devem ser considerados entre os de mesma classe. Em termos

de implementação, ele está dispońıvel pela função KNNImputer() do pacote sklearn do

Python.

Como exemplo, considere um banco de treino que possua três registros conforme

a Tabela 24. Note que, o registro D possui um valor ausente no atributo x.

Tabela 24 - Banco de treino exemplo.

Registro x y z

A 1 2 3

B 2 1 2

C 2 0 1

D 1 1

O objetivo é preencher o registro D na coluna x. Empregando esse método de

preenchimento para k = 2, determina-se a distância euclidiana dos três outros registros

em relação a D e computa-se os dois mais próximos. As distâncias DA, DB, DC entre

respectivamente D e A, D e B e D e C são, considerando apenas os vetores projetados

pelos atributos preenchidos y e z:

DA =
√

(1− 2)2 + (1− 3)2 =
√

5 (8)

DB =
√

(1− 1)2 + (1− 2)2 = 1 (9)

DC =
√

(1− 0)2 + (1− 1)2 = 1 (10)

Os pontos mais próximos de D são os pontos B e C. Como ambos estão preenchidos

com o valor 2 no atributo x, D também será preenchido com 2 nesse atributo.

5.3 MICE

O método de preenchimento de valores ausentes MICE (Multiple Imputations by

Chained Equations) (BUUREN; GROOTHUIS-OUDSHOORN, 2011), é bastante popu-
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lar. Ele é utilizado, assim como outros métodos anteriores, para preencher os valores

ausentes. O seu funcionamento é como segue.

Seja X = (X1, X2, . . . , Xn) o conjunto de treinamento, onde cada Xi = (Xi,1, . . . , Xi,d)

é um registro de treinamento. Suponha que o registro Xn possua valores ausentes nos

atributos de ı́ndice pertencentes ao subconjunto J ⊂ {1, . . . , d}. O método do MICE

recebe como entrada X, além de um natural k, e executa o seguinte algoritmo:

1. Cada atributo com valor ausente j ∈ J deve ser preenchido com um valor inicial

para cada valor ausente, como por exemplo, a média dos valores daquele atributo;

isto é, faz-se

Xn,j ←
∑n−1

i=1 Xi,j

n− 1

Seja X1 a matriz de valores obtida de X, pela inicialização dos valores ausentes

conforme descrito acima. O algoritmo procede agora de forma iterativa. Seja i =

1,2, . . . o número da iteração atual.

2. Seja X ′ ← X i. Para cada j ∈ J , faça o seguinte. Remova o valor de X ′n,j, tornando-

o o único valor ausente de X ′. Agora, treine um modelo de regressão linear com a

submatriz X ′[1..n− 1, 1..d] (n− 1 primeiras linhas de X ′), tendo o atributo j como

variável dependente e todos os demais como as variáveis independentes. Use tal

modelo para produzir uma predição para X ′n,j, usando todos os demais valores da

última linha de X ′ como entrada para a regressão linear. Preencha o valor produzido

em X ′n,j. Repita esse processo para o próximo valor de j.

3. Se i > k, o algoritmo para. Nesse caso, assume-se que foi atingido o número

máximo de iterações. Caso contrário, se a matriz X i − X ′ é próxima o suficiente

da matriz nula, o algoritmo também para por considerar que o método convergiu

para os valores de preenchimento ideais. Se nenhuma das duas condições de parada

anteriores ocorre, incremente i e faça X i ← X ′, reiniciando a iteração. Quando

o algoritmo parar, a matriz X i é a versão da matriz X original já com os valores

ausentes preenchidos.

Nos resultados computacionais adiante envolvendo o MICE, foi utilizado o pacote

do sklearn do Python, empregando as funções enable iterative imputer() e o IterativeIm-

puter(). Já para o modelo de regressão, foi empregado a função LinearRegression() desse

pacote.

No algoritmo descrito anteriormente, é considerado que apenas a última linha dos

dados de treinamento possui valores ausentes. No entanto, o método generaliza direta-

mente para o caso em que mais de uma linha possui dados faltantes. O exemplo a seguir

ilustra a aplicação do MICE, mas já em sua forma generalizada, no qual múltiplas linhas
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Tabela 25 - Banco exemplo MICE com valores ausentes.

Registro x y z

A 25 50

B 27 3

C 29 5 80

D 31 7 90

E 33 9 100

F 11 130

podem ter valores ausentes. Considere o banco de dados da Tabela 25. O objetivo é

preencher os valores ausentes, para isso, seguimos o passo a passo do método de preen-

chimento de dados do MICE. Primeiro, preenchemos os dados ausentes com a média, o

que resulta nos dados da Tabela 26 (matriz X1).

Tabela 26 - Banco exemplo MICE preenchido com a média.

Registro x y z

A 25 7 50

B 27 3 90

C 29 5 80

D 31 7 90

E 33 9 100

F 29 11 130

Agora, iremos, um a um, apagar os valores preenchidos, utilizando o método de

regressão linear, com o banco de treino sendo os outros registros que estão completamente

preenchidos e o banco de teste aquele registro que contém aquele valor ausente, fazendo

isso para os três valores ausentes da tabela, o resultado é a matriz X ′ como na Tabela 27.

Tabela 27 - Banco exemplo MICE preenchido com regressão linear.

Registro x y z

A 25 0.98 50

B 27 3 70

C 29 5 80

D 31 7 90

E 33 9 100

F 34,99 11 130

A matriz X1 −X ′ resulta na Tabela 28. Suponha que os critérios de parada não

tenham sido atendidos. Passamos para a próxima iteração (i = 2).

Fazemos X ′ ← X2 e repetimos o processo. Para cada valor originalmente ausente,

tornamos cada valor novamente ausente e voltamos a preenchê-lo utilizando regressão
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Tabela 28 - Matriz da Tabela 26 - matriz da Tabela 27.

Registro x y z

A 0 6.02 0

B 0 0 20

C 0 0 0

D 0 0 0

E 0 0 0

F -5,99 0 0

linear, resultado em uma nova matriz X ′, representada pela Tabela 29. A matriz X2−X ′

resulta na matriz da Tabela 30.

Tabela 29 - Repete-se o processo, preenchendo os valores que estavam originalmente ausentes

utilizando regressão linear.

Registro x y z

A 25 0,975 50

B 27 3 70

C 29 5 80

D 31 7 90

E 33 9 100

F 34,95 11 130

Tabela 30 - Repete-se o processo da subtração, fazendo matriz da Tabela 27 - matriz da

Tabela 29.

Registro x y z

A 0 0,005 0

B 0 0 0

C 0 0 0

D 0 0 0

E 0 0 0

F 0,004 0 0

Para fins didáticos, suponhamos que a matriz diferença agora é considerada sufici-

entemente perto de nula. Portanto, o algoritmo termina, e os valores a serem preenchidos

nas colunas da esquerda para direita são, respectivamente, 34,95, 0,975 e 70.

5.4 Método por Valor Esperado

Nos métodos de preenchimento anteriores, é importante notar que alguns deles

assumem que os atributos dos valores ausentes são numéricos. Esse é o caso tanto do
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método de preenchimento por estat́ıstica (no caso do preenchimento pelo valor médio do

atributo), do kNN, quanto do MICE. No caso do kNN e do MICE, eles assume adicio-

nalmente que todos os demais atributos também são numéricos, devido ao emprego da

regressão linear (no caso do MICE) e no cálculo de distâncias entre pontos (no caso do

kNN).

É claro que, no caso de atributos categóricos, a transformação dos mesmos para

atributos numéricos pode ser feita, seja atribuindo cada valor categórico a um código

numérico, seja pela técnica do one-hot encoding. No entanto, o valor numérico assim pro-

duzido torna-se completamente arbitrário, dado pelo esquema de codificação, e qualquer

esperança que tais valores possam ser usados para predizer os dados faltantes não justifica

a rigor a tentativa.

Motivados por isso, propomos um novo método de preenchimento, que chamamos

de método por valor esperado. A vantagem dele, em relação aos demais, é que ele pode

ser usado com atributos numéricos e categóricos de forma natural. Uma desvantagem

é que ele se aplica ao preenchimento apenas de dados de teste, requerendo que a base

de treinamento esteja livre de dados faltantes. Testamos a proposta, comparando seus

resultados com àquela do kNN e do MICE, em banco de dados dispońıveis publicamente,

nos quais há a presença de atributos categóricos.

A ideia do algoritmo é como segue. Seja X = (X1, . . . , Xn) uma base de treina-

mento, onde Xi = (Xi,1, . . . , Xi,d) é o i-ésimo registro dessa base, sem valores faltantes.

Cada dado portanto tem d atributos. Seja C = (C1, . . . , Cn) a classificação desses dados,

isto é, Xi é da classe Ci, para todo 1 ≤ i ≤ n. De posse do par (X,C), podemos treinar

um classificador f . Por exemplo, f pode ser o modelo da Floresta Aleatória, ou do MLP,

ou qualquer outro, treinado a partir de (X,C). O problema surge quando certo dado

Z = (Z1, . . . , Zd), distinto daqueles da base de treinamento, quer empregar o classificador

f para predizer sua classe. O problema é que f(Z) não pode ser diretamente computado,

uma vez que tais modelos têm dificuldade em lidar com os valores faltantes de Z. Isso

ocorre por caracteŕısticas particulares de cada modelo. Por exemplo, cada árvore de de-

cisão da Floresta Aleatória emprega os valores dos atributos para o processo de descida

pela árvore da raiz até uma folha, onde se encontra a predição da classe do dado sendo

testado. No caso do MLP, os valores dos atributos são multiplicados por pesos de pon-

deração dos neurônios da primeira camada oculta, o que não pode ser computado no caso

da presença de valores ausentes.

Por conveniência, e sem perda de generalidade, assuma que os primeiros k atributos

são aqueles onde Z possua os valores ausentes, isto é, Z1, . . . , Zk são os valores ausentes

de Z. Para todo 1 ≤ j ≤ k, seja Dj o domı́nio dos valores associados ao j-ésimo atributo,

isto é,

Dj = {Xi,j | 1 ≤ i ≤ n}
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Ao invés de escolher valores para Z1, . . . , Zk e, uma vez todo preenchido, estimar

a classe de Z aplicando-se f(Z), o método ora proposto tem uma abordagem distinta.

A ideia é que o teste seja conduzido com todos os valores posśıveis para Z1, . . . , Zk,

isto é, todos as combinações presentes no produto cartesiano D1 × · · · × Dk. Para cada

(v1, . . . , vk) ∈ D1× · · ·×Dk, preenche-se Z1, . . . , Zk com v1, . . . , vk e estima-se a classe de

Z aplicando-se f(Z). A classe majoritariamente prevista será a classe atribúıda a Z por

esse método.

Cabem agora três observações importantes. A primeira é que nem toda combinação

de valores posśıveis é equiprovável. Sendo assim, o método proposto irá ponderar a

classe prevista para certa combinação de valores v1, . . . , vk atribúıdos aos valores faltantes

conforme a probabilidade de ocorrência dessa combinação, conforme veremos em seguida.

A segunda observação é que D1×· · ·×Dk pode ter cardinalidade muito grande, tornando

o método ineficiente na prática. Assim, apresentaremos adiante uma variante do método

que conserva as propriedades principais do método acima, que é eficiente mesmo com

muitos elementos em D1× · · ·×Dk. Por ora, assumiremos que o número de elementos de

D1×· · ·×Dk não é um fator limitante na prática. A terceira observação é que esse método

é impraticável se algum atributo com valor ausente é numérico, uma vez que o domı́nio é

um conjunto infinito e portanto D1×· · ·×Dk não poderia ser enumerado explicitamente.

Mais uma vez, a variante desse método a ser apresentada adiante terá a vantagem de

também poder ser usada para atributos numéricos. Por ora, portanto, assumiremos os k

atributos com valores faltantes como categóricos.

Para todo 1 ≤ j ≤ k, seja pj(v) a probabilidade com que o valor v ocorre no

j-ésimo atributo na base de treinamento X, isto é,

pj(v) =
|{i | 1 ≤ i ≤ n , Xi,j = v}|

n

Assim, a probabilidade de ocorrência p(v1, . . . , vk) de determinada combinação de valores

(v1, . . . , vk) ∈ D1 × · · · ×Dk, assumindo independência de valores entre as colunas, é de

p(v1, . . . , vk) =
k∏

j=1

pj(vj) = p1(v1)× · · · × pk(vk)

Finalmente, para cada (v1, . . . , vk) ∈ D1× · · · ×Dk, seja Cr a classe retornada por

f(Z) ao preencher os valores ausentes de Z com v1, . . . , vk. Acumula-se um voto para a

classe Cr de peso p(v1, . . . , vk). Ao fim, a classe mais votada, nesse somatório de votos

acumulados, cada qual igual à probabilidade de ocorrência da combinação em questão, é

a classe resultante do método. O Algoritmo 4 descreve formalmente tal processo.

Para ilustrar, vejamos um exemplo. Considere que a Tabela 31 enumera quatro

registros de uma base de treinamento, nomeados como A,B,C,D, e de atributos x, y, z.

Na Tabela 32, há a descrição de uma base de teste, que se constitui de dois registros,
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Algoritmo 4 - Método de Preenchimento do Valor Esperado – Versão Original

Documentação
Entradas

X = (X1, . . . , Xn): base de treinamento, sem valores ausentes
C = (C1, . . . , Cn): classificação; Xi é da classe Ci, 1 ≤ i ≤ n
C = {C1, . . . , Ct}: classes distintas presentes em C;
f : classificador treinado com (X,C)
Z = (Z1, . . . , Zd): dado a ser classificado
k: número de valores ausentes de Z (assume os k primeiros atributos)

Sáıdas
y: predição da classe de Z

Algoritmo Preenchimento por Valor Esperado
1. definir V [1..t]← 0
2. definir p[1..k]
3. para cada (v1, . . . , vk) ∈ D1 × · · · ×Dk fazer
4. preencher Z1, . . . ,Zk com v1, . . . , vk
5. seja Cr a classe retornada por f(Z)
6. V [r]← V [r] + p(v1, . . . , vk)
7. fim para
8. m← argmax{V [z] | 1 ≤ z ≤ t}
9. y ← Cm
Fim algoritmo

nomeados como E,F . Note que a base de treinamento não possui valores ausentes,

enquanto na base de teste há.

Tabela 31 - Base de treinamento para o exemplo do preenchimento por valor esperado.

x y z

A 1 2 3

B 2 1 2

C 2 0 1

D 2 1 1

O objetivo é prever a classe de E,F . Cada um desses registros vai assumir o papel

de Z na explicação. Quando Z representa o registro A, temos que k = 1 (há apenas um

valor ausente, no atributo z). Analisando o banco de treino, temos que Dz = {1, 2, 3},
sendo pz(1) = 0.5, pz(2) = pz(3) = 0.25. Nesse caso, o produto cartesiano é o próprio

domı́nio de Dz. Portanto, Z = E será preenchido com cada um dos três valores posśıveis,

formando três registros E1, E2, E3 sem valores ausentes, conforme mostra a Tabela 33.

Esses três registros serão classificados pelo classificador f . Suponha que f(E1) =

f(E3) = C1 e f(E2) = C2. Então, o algoritmo determinará que V [1] = pz(1) + pz(3) =

0.75, V [2] = pz(2) = 0.25, e V [i] = 0 para qualquer eventual classe Ci existente com i ≥ 3.
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Tabela 32 - Base de teste para o exemplo do preenchimento por valor esperado.

x y z

E 1 2

F 2

Tabela 33 - Preenchimento do registro E.

x y z

E1 1 2 1

E2 1 2 2

E3 1 2 3

Assim, o algoritmo irá retornar que a classe de E é C1.

Para Z = F , temos k = 2 valores ausentes, nos atributos x, y. Temos que Dx =

{1, 2}, sendo px(1) = 0.25, px(2) = 0.75. Além disso, Dy = {0, 1, 2}, sendo py(0) =

py(2) = 0.25, py(1) = 0.5. Assim, temos

Dx ×Dy = {(1,0), (1,1), (1,2), (2,0), (2,1), (2,2)}

Preenchendo cada um dessas combinações nos valores ausentes de Z = F , teremos os 6

registros da Tabela 34 que serão considerados, nomeados de F1 a F6. Temos que

p(1,0) = px(1)py(0) = 0.25× 0.25 = 0.0625

p(1,1) = px(1)py(1) = 0.25× 0.5 = 0.125

p(1,2) = px(1)py(2) = 0.25× 0.25 = 0.0625

p(2,0) = px(2)py(0) = 0.75× 0.25 = 0.1875

p(2,1) = px(2)py(1) = 0.75× 0.5 = 0.375

p(2,2) = px(2)py(2) = 0.75× 0.25 = 0.1875

Suponha que F1, F2 seja classificador como classe C1, F3, F4 classe C2, e F5, F6 como classe

C3. Teŕıamos então:

V [1] = p(1,2) + p(1,1) = 0.0625 + 0.125 = 0.1875

V [2] = p(1,0) + p(2,1) = 0.0625 + 0.375 = 0.4375

V [3] = p(2,2) + p(2,0) = 0.1875 + 0.1875 = 0.375

Logo, a classe C2 será a retornada como associada ao registro Z = F .
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Tabela 34 - Predição do registro F .

x y z

F1 1 2 2

F2 1 1 2

F3 1 0 2

F4 2 1 2

F5 2 2 2

F6 2 0 2

5.4.1 Preenchimento por Valor Esperado – variante da amostra

O método do preenchimento por valor esperado, apresentado na seção anterior, pos-

sui a desvantagem de requerer muita computação se o produto cartesiano dos domı́nios

tiver cardinalidade muito grande. Nessa seção, apresentamos uma variante daquele algo-

ritmo, que obtém um valor aproximado de V [i], o voto ponderado na i-ésima classe para

todo 1 ≤ i ≤ t, a um custo computacional muito menor.

Note que V [i] é empregado no algoritmo para que seja escolhida a classe associada

ao dado sendo testado; o valor de i que maximiza o valor de V [i] é a ordem da classe

escolhida. No entanto, note que se a variante a ser introduzida aproximar de fato V [i], a

posição do vetor com o maior valor será a mesma com alta probabilidade, e nesse caso a

classe retornada pela variante não será diferente daquela retornada pelo algoritmo original.

Dessa forma, teremos um algoritmo com mesma eficácia do anterior, porém a um custo

computacional muito menor.

A ideia da variante é obter uma amostra do produto cartesiano, ao invés de proces-

sar todos os elementos desse produto. O restante do algoritmo é o mesmo. Se a amostra

tiver tamanho o suficiente, podemos assumir que o valor de V [i] para todo 1 ≤ i ≤ t se

aproximará o suficiente do valor que V [i] teria se todo o produto cartesiano fosse compu-

tado.

O Algoritmo 5 formaliza essa ideia. Note que o algoritmo é bastante similar ao an-

terior, com apenas dois pontos diferentes. O primeiro é que, ao invés de (v1, . . . , vk) iterar

sobre todo o produto cartesiano D1 × . . . × Dk, itera sobre uma amostra com reposição

de tamanho A do produto, onde A é um hiperparâmetro do algoritmo. Tal amostra é

denotada pela função auxiliar Amostra(S,A), que recebe um conjunto qualquer S e um

natural A e retorna uma amostra de tamanho A de elementos de S. Computacional-

mente, tal amostra é obtida por meio de A sorteios de elementos, cada um escolhendo um

elemento de S de forma aleatória e uniforme (um mesmo elemento podendo ser escolhido

novamente). O segundo ponto é que quando a r-ésima classe é retornada pelo classifica-

dor, o voto ponderado V [r] passa a ser incrementado de 1
A

, e não de p(v1, . . . , vk) como

no algoritmo original.
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Algoritmo 5 - Método de Preenchimento do Valor Esperado – Variante da Amostra

Documentação
Entradas

X = (X1, . . . , Xn): base de treinamento, sem valores ausentes
C = (C1, . . . , Cn): classificação; Xi é da classe Ci, 1 ≤ i ≤ n
C = {C1, . . . , Ct}: classes distintas presentes em C;
f : classificador treinado com (X,C)
Z = (Z1, . . . , Zd): dado a ser classificado
k: número de valores ausentes de Z (assume os k primeiros atributos)
A: tamanho da amostra

Sáıdas
y: predição da classe de Z

Algoritmo Preenchimento por Valor Esperado – Variante da Amostra
1. definir V [1..t]← 0
2. definir p[1..k]
3. para cada (v1, . . . , vk) ∈ Amostra(D1 × · · · ×Dk, A) fazer
4. preencher Z1, . . . ,Zk com v1, . . . , vk
5. seja Cr a classe retornada por f(Z)
6. V [r]← V [r] + 1

A

7. fim para
8. m← argmax{V [z] | 1 ≤ z ≤ t}
9. y ← Cm
Fim algoritmo

Vamos agora mostrar que a variante por amostragem de fato aproxima o valor final

de V [r] para todo 1 ≤ r ≤ t. Seja (v1, . . . , vk) ∈ D1 × . . . × Dk um elemento qualquer

do produto cartesiano. Digamos que f(Z), ao ter Z1, . . . , Zk preenchido com v1, . . . , vk,

retorna a r-ésima classe. Ao obter A amostras de D1× . . .×Dk com reposição, o número

esperado de vezes que (v1, . . . , vk) seja sorteado no processo é de A× p(v1, . . . , vk). Como

a cada vez que aparecer tal amostra acumulará em V [r] o valor 1
A

, o valor esperado do

total acumulado por esse elemento do produto cartesiano ao longo de todo o algoritmo é

de

A× p(v1, . . . , vk)× 1

A
= p(v1, . . . , vk)

que é precisamente o valor acumulado por tal elemento na versão original. Assim, o

algoritmo da variante é equivalente ao algoritmo original, exceto pelo fato de que o valor

final de V [r] é o resultado de uma variável aleatória, cujo valor esperado é o valor de V [r]

obtido pelo algoritmo original.

Dessa forma, podemos controlar a eficiência computacional do método escolhendo

um valor não muito alto para A. Por outro lado, A deve ser escolhido de forma a não

ser também muito pequeno, pois a equivalência da variante se baseia que haja amostras
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o suficiente para garantir que o valor experimental convirja para seu valor esperado.

5.5 Comparação de resultado

A fim de medir a eficácia do novo método, foi comparado o resultado desse método

de preenchimento com os outros dois métodos apresentados neste caṕıtulo. Para tal

comparação, foram utilizados 8 bancos de dados dispońıveis publicamente. Para cada um

desses bancos, foram separados base de treinamento e base de teste. Esses bancos não

possúıam valores ausentes. Assim, para formar o banco de teste, foram inseridos valores

ausentes de forma aleatória na base de teste dos 8 bancos, seguindo o modelo MCAR

apresentado na Seção 4.1. Em seguida, conduzimos experimentos para preencher esses

valores ausentes com as técnicas apresentadas e comparar a acurácia de cada método.

A inserção de valores ausentes na base de teste foi feita de duas maneiras. O

algoritmo varre a base de teste inteira, registro por registro, e para cada valor a menos

da classificação final daquele registro, remove aquele valor, de modo a transformá-lo em

um valor ausente, com p = 20% de probabilidade. Na outra maneira, procede da mesma

forma, mas torna o valor ausente com p = 50% de probabilidade. Com a base de teste

agora com valores ausentes, treina-se uma Floresta Aleatória com a base de treinamento

(sem valores ausentes) e verifica-se a acurácia do classificador usando-se a base de teste.

Os valores ausentes de cada dado da base de teste são preenchidos empregando os três

diferentes métodos de preenchimento de valores ausentes. A ideia é verificar qual método

de preenchimento produz a melhor acurácia, fixado um modelo previamente treinado.

Para as execuções a seguir, o método kNN emprega o valor k = 5, o qual é o valor

padrão da biblioteca sklearn.

5.5.1 Bases de dado

Apresentaremos cada um dos oito bancos de dados utilizados nesse experimento.

O banco nomeado de “Adult income dataset” (ADULT. . . , 2024) contém um total

de 14 atributos mais um que representa a classificação do registro, sendo que essa classi-

ficação indica se o registro possui um salário maior que 50 mil. Na base, há um total de

48842 registros.

O banco “Customer Classification” (CUSTOMER. . . , 2024) possui uma base de

clientes de uma empresa de telefonia. Cada dado é composto de 17 atributos, além do

atributo com a classe do dado chamado de “exit status”, que indica se o respectivo cliente

encerrou os serviços com a empresa de telefonia. Há 2600 registros na base.

Outro banco utilizado foi o “Titanic” com passageiros do navio, com um atributo
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classe indicando se determinado passageiro foi um sobrevivente do desastre. O banco pos-

sui um total de 15 atributos, além do atributo de classificação, e conta com 891 registros.

Nesse banco, pré-processamos os dados, removendo os atributos “deck” e “age”, devido a

muitos valores ausentes. Lembramos que os valores ausentes que usamos no experimento

foi inserido por um algoritmo de forma aleatória e apenas na base de teste. O banco está

dispońıvel na biblioteca “seaborn” do Python.

O banco nomeado de “Teaching Assistant Evaluation” (TEACHING. . . , 2024) é a

base de um conjunto de professores, que traz como atributo de classe o desempenho de

cada professor. As classes posśıveis são “baixo”, “médio”, ou “alto”. A base de dados

contém um total de 151 registros com 6 atributos, sendo 1 de classificação.

O banco “Heart Disease” (HEART. . . , 2024) é uma base de pacientes, com a

informação de classe sendo se o respectivo paciente é um doente card́ıaco. O banco

contém 303 registros com 14 atributos, sendo 1 atributo de classificação. A classe é um

inteiro entre 0 a 4, sendo 0 o indicativo que o paciente não contém doença card́ıaca. O

experimento que conduzimos consistiu em apenas classificar cada paciente como card́ıaco

ou não.

O banco “Car Evaluation” (CAR. . . , 2024) possui uma base de dados com ava-

liações de automóveis. O atributo de classe contém se determinado carro foi avaliado

como “não aceitável”, “aceitável”, “bom” ou “muito bom”. Cada dado possui um total

de 7 colunas, sendo 1 atributo de classe. A base possui 1728 registros.

O banco “Nursery” (NURSERY, 2024) foi utilizada durante os anos 80 na Eslove-

nia, para a recomendação ou não de candidatos a trabalhos de creche. Naquela época, o

número de candidaturas era muito alta e a rejeição precisava de uma explicação menos

subjetiva. Cada dado contém um total de 9 atributos, sendo 1 de classificação e um total

de 12960 registros. A classe “recommend” continha apenas 2 registros associados, que

foram removidos da base.

O banco “Tic-Tac-Toe” (TIC. . . , 2024) codifica o conjunto completo de confi-

gurações de tabuleiro posśıveis no final dos jogos da velha, onde se presume que “X”

tenha jogado primeiro. O objetivo é empregar a base para aprender a classificar uma

posição final do jogo da velha em “vitória de X”, “vitória de O”, ou “velha”. O banco

contém 10 atributos, indicando o conteúdo de cada uma as 9 posições de um jogo da

velha, além do atributo de classe indicando o resultado final, e conta com 959 registros.

As Tabelas 35 a 42 mostram a acurácia dos métodos atribuindo 20% de valores

ausentes na base de teste de forma aleatória e seu tempo de execução, além da acurácia

dos métodos com 50% de valores ausentes na base de teste e seu tempo de execução, Para

servir de valor base, há também a acurácia com a base sem valores ausentes como mostra

a primeira linha.

Para coletar os resultados, cada valor mostrado é o resultado da média de 5

execuções do respectivo experimento. Como podemos perceber, o método de preenchi-
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Tabela 35 - Banco Customer Classification

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

78,46% - 78,64% -

kNN 75,71% 0.21 72,15% 0,35

MICE 78,05% 0,4 75,23% 0,47

Valor Esperado 78,46% 9,17 77,69% 14,31

Valor Esperado
(A = 100 amostras)

78,46% 8,91 76,94% 11,46

Valor Esperado
(A = 500 amostras)

78,46% 8,84 77,41% 13,01

Valor Esperado
(A = 1000 amostras)

78,46% 9,04 77,59% 13,70

Tabela 36 - Banco Titanic.

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

100% - 100% -

kNN 95,50% 0,076 87,94% 0,082

MICE 95,73% 0,24 86,90% 0,31

Valor Esperado 92,88% 3,56 81,20% 5,45

Valor Esperado
(A = 100 amostras)

92,88% 3,91 80,97% 3,80

Valor Esperado
(A = 500 amostras)

92,88% 3,47 81,20% 4,61

Valor Esperado
(A = 1000 amostras)

92,88% 3,37 81,20% 5,47

Tabela 37 - Banco Income Prediction Problem

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

76,33% - 76,11% -

kNN 74,32% 0,08 73,33% 0,16

MICE 74,62% 0,33 72,73% 0,41

Valor Esperado 75,41% 3,21 74,35% 14,31

Valor Esperado
(A = 100 amostras)

75,02% 1,38 72,40% 11,46

Valor Esperado
(A = 500 amostras)

75,41% 1,45 72,73% 13,01

Valor Esperado
(A = 1000 amostras)

75,45% 1,65 72,82% 13,70
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Tabela 38 - Banco Teaching Assistant Evaluation

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

58,40% - 62,25% -

kNN 54,51% 0,029 47,10% 0,045

MICE 54,83% 0,26 45,48% 0,36

Valor Esperado 55,50% 0,43 47,10% 0,96

Valor Esperado
(A = 100 amostras)

54,83% 0,42 45,80% 0,65

Valor Esperado
(A = 500 amostras)

54,51% 0,46 46,12% 0,72

Valor Esperado
(A = 1000 amostras)

55,16% 0,46 46,12% 1,04

Tabela 39 - Banco Heart Disease

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

81,25% - 80,25% -

kNN 79,41% 0,03 75,00% 0,03

MICE 80,41% 0,25 76,58% 0,24

Valor Esperado 80,00% 0,72 75,16% 1,04

Valor Esperado
(A = 100 amostras)

79,91% 0,74 73,41% 0,79

Valor Esperado
(A = 500 amostras)

80,00% 0,70 75,33% 0,99

Valor Esperado
(A = 1000 amostras)

80,00% 0,72 75,16% 1,05

Tabela 40 - Banco Car Evaluation

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

97,80% - 98,38% -

kNN 82,25% 0,10 65,14% 0,13

MICE 83,06% 0,44 64,74% 0,32

Valor Esperado 85,02% 5,64 73,87% 6,21

Valor Esperado
(A = 100 amostras)

85,08% 5,68 73,98% 5,93

Valor Esperado
(A = 500 amostras)

85,02% 5,78 73,87% 5,70

Valor Esperado
(A = 1000 amostras)

85,02% 5,45 73,87% 5,61
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Tabela 41 - Banco Nursery

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

99,48% - 99,55% -

kNN 79,18% 2,47 56,11% 6,07

MICE 79,76% 0,79 56,79% 0,93

Valor Esperado 83,97% 30,81 64,12% 61,24

Valor Esperado
(A = 100 amostras)

83,98% 30,93 63,62% 36,88

Valor Esperado
(A = 500 amostras)

83,98% 30,96 63,87% 46,80

Valor Esperado
(A = 1000 amostras)

83,97% 30,84 63,81% 51,48

Tabela 42 - Banco Tic-Tac-Toe

Método de Preenchimento p = 20%
Tempo p = 20%

(segundos)
p = 50%

Tempo p = 50%
(segundos)

Nenhum
(sem valor ausente)

95,83% - 95,41% -

kNN 81,25% 0,04 65,62% 0,07

MICE 80,00% 0,27 61,14% 0,29

Valor Esperado 82,18% 2,24 70,41% 4,34

Valor Esperado
(A = 100 amostras)

81,97% 0,82 68,02% 3,04

Valor Esperado
(A = 500 amostras)

82,18% 0,82 69,16% 3,52

Valor Esperado
(A = 1000 amostras)

82,18% 0,82 70,31% 5,14
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mento por valor esperado tende a manter a acurácia um pouco mais alta na maioria das

bases, porém seu tempo de execução é consideravelmente maior que os demais métodos.

Vale relembrar que nem todas as bases possuem apenas valores categóricos. No

entanto, os valores ausentes foram atribúıdos a apenas os atributos categóricos e somente

na base de teste.



85

CONCLUSÃO E TRABALHOS FUTUROS

Neste trabalho, discutimos sobre o uso de técnicas de aprendizado de máquina no

banco de dados do DATASUS contendo pacientes com COVID-19. O banco obtido foi do

ano 2021 e contém 1.185.228 pacientes. Esses pacientes foram utilizados como entrada

das técnicas a fim de gerar um modelo capaz de predizer a evolução desses pacientes.

Como modelos, empregamos uma variante do Perceptron, MLP e Floresta Aleatória.

No caṕıtulo introdutório, foi descrito nosso objetivo de predizer se um paciente ad-

mitido em uma unidade de emergência médica irá a óbito ou não. Através desse trabalho,

buscamos mostrar que é posśıvel utilizar técnicas de aprendizado de máquina para auxiliar

tal tarefa em tempos de crise pandêmica. Além da contribuição prática, visamos propor

adaptações de alguns dos algoritmos clássicos de aprendizado de máquina e aplicá-las

ao problema. Também apresentamos um método de preenchimento de valores ausentes,

discutido no Caṕıtulo 5, que até onde sabemos é inédito. Assim, além da aplicação em

si, esse trabalho pode ser de interesse teórico.

No Caṕıtulo 1 mostramos alguns trabalhos relacionados, explicando suas seme-

lhanças, seus resultados e quais as principais diferenças entre esses trabalhos e o nosso.

No Caṕıtulo 2, os modelos utilizados no trabalho são apresentados. É explicado

como funcionam os algoritmos de treinamento do Perceptron, Perceptron Multicamada

(MLP), Árvore de Decisão e Floresta Aleatória.

No Caṕıtulo 3, o banco de dados do DATASUS é apresentado. O banco possui

1.185.228 de pacientes que representam as linhas da matriz do banco de dados e também

contém um total de 162 sintomas dos pacientes que são as colunas da matriz. Com

uma grande quantidade de sintomas presente no banco, faz-se necessário realizar um pré-

processamento a fim de filtrar quais colunas realmente foram empregadas como entrada

para as técnicas de aprendizado, e quais foram ignoradas.

É conhecido que o modelo do Perceptron só pode ser aplicado com sucesso em casos

em que o banco de dados de entrada é linearmente separável, isto é, é posśıvel traçar um

hiperplano de forma que separe as diferentes classes associadas aos dados. Esse não era o

caso do banco DATASUS, como da vasta maioria das bases de dados.

No Caṕıtulo 4, explicamos uma variante do Perceptron, o Pocket Perceptron (GAL-

LANT et al., 1990) utilizada no banco do DATASUS, além de explicarmos como foi

utilizada a Floresta Aleatória e o Perceptron Multicamada. A variante do Perceptron

empregada consiste, resumidamente, em não descartar o hiperplano caso ele não separe

totalmente os dados. Ao invés disso, durante as iterações do algoritmo, armazenamos o

hiperplano que obteve a maior acurácia e o retornamos ao final do processo. Por fim,

informamos nossos resultados obtidos com as técnicas utilizadas.

No Caṕıtulo 5, propomos um novo método de preenchimento de valores ausentes.
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Apresentamos dois métodos já conhecidos, o kNN e o MICE. O método proposto tem

por objetivo atuar na fase de teste, assumindo que o banco de treino não possui valores

ausentes, com a vantagem de trabalhar naturalmente com atributos categóricos, motiva-

dos pelo cenário em que acabamos lidando com o banco do DATASUS. A fim de validar

essa técnica proposta de preenchimento, comparamos os três métodos apresentados nesse

caṕıtulo em 8 bancos de dados dispońıveis publicamente, como as bases nomeadas de

Customer Classification, Titanic, Income Prediction Problem, Teaching Assitant Evalua-

tion, Heart Disease, Car Evaluation, Nursery e Tic-Tac-Toe. Para a geração de bancos

de teste, obtivemos amostras desses bancos e sintetizamos valores ausentes de maneira

artificial, tornando cada valor existente como ausente de acordo com uma certa probabili-

dade. Em seguida, empregamos o modelo da Floresta Aleatória para validar os métodos,

reportando a acurácia e o tempo de execução de cada um quando o modelo era validado

com a base de teste preenchida por cada um dos métodos.

Como trabalhos futuros, propomos os seguintes:

1. Aplicar técnicas de redução de dimensionalidade para filtrar apenas os sintomas

mais relevantes. Uma redução no número de sintomas foi considerada até o mo-

mento, porém, de forma manual, para os sintomas mais relevantes do ponto de vista

cĺınico, com o aux́ılio de um especialista da área médica, Ao qual muito agradecemos

professor Fabio Aguiar Alves, Docente do Polo Universitário de Nova Friburgo e do

Programa de Pós Graduação em Patologia e Programa de Pós Graduação em Micro-

biologia e Parasitologia aplicados da UFF. A proposta aqui é verificar se, com uma

redução automatizada a partir da base original, os resultados não podem ser eventu-

almente melhores. Há diversas técnicas existentes na literatura para esse propósito

na área de mineração de dados. Uma outra abordagem seria aproveitar subprodutos

das técnicas ou modelos já aplicados para inferir a relevância dos atributos. Por

exemplo, observe as Figuras 34 e 35. Na primeira observamos a frequência com

que cada sintoma (atributo) é escolhido como raiz da Árvore de Decisão nos experi-

mentos feitos até o momento. Na segunda apresentamos a frequência dos sintomas

nos pacientes que evolúıram a óbito. A importância de certos atributos atributos é

evidente, enquanto a aparente irrelevância de outros podem ser identificadas.

2. Empregar as mesmas técnicas usadas nesse trabalho para predizer outras carac-

teŕısticas do paciente além da evolução (óbito/remido), como intubação. Por exem-

plo, predizer se o paciente desenvolverá sintomas mais graves ou não, ou predizer se

o paciente fará uso do suporte ventilatório ou não.

3. Estender a comparação do método de preenchimento proposto para mais bases de

dados dispońıveis publicamente.
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4. Determinar qual o número ideal de amostras (parâmetro A) no método proposto de

preenchimento.

Figura 34 - Relevância dos atributos

Fonte: O autor, 2024

Figura 35 - Frequência atributos nos pacientes que foram a óbito

Fonte: O autor, 2024

Publicações

Os resultados parciais desse trabalho foram apresentados nos seguintes eventos:

1. Congresso SBMAC, Uma aplicação do Perceptron para previsão de mortalidade da

COVID-19, 2022, (TERRA; OLIVEIRA; FARIA, 2022b).

2. Congresso LAWCG, COVID-19 mortality prediction - Perceptron and Random Fo-

rest applications, 2022, (TERRA; OLIVEIRA; FARIA, 2022a).
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Figura 36 - Frequência atributos nos pacientes que sobreviveram.

Fonte: O autor, 2024
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APÊNDICE A

Esse apêndice relaciona o nome do campo da tabela Excel do dado bruto com sua

descrição, dizendo qual o tipo da variável e oque ela representa, se informa se o paciente

teve febre ou não, se teve tosse ou não, foi internado ou não, etc.
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MINISTÉRIO DA SAÚDE 

SECRETARIA DE VIGILÂNCIA EM SAÚDE 

 

SIVEP Gripe 
SISTEMA DE INFORMAÇÃO DE VIGILÂNCIA EPIDEMIOLÓGICA DA GRIPE 

Dicionário de Dados 

FICHA DE REGISTRO INDIVIDUAL – CASOS DE SÍNDROME RESPIRATÓRIA AGUDA GRAVE HOSPITALIZADOS 
 

Este documento tem como finalidade descrever as variáveis exportadas para o banco de dados em DBF. 
 

CAMPO OBRIGATÓRIO é aquele cuja ausência de dado impossibilita a inclusão do registro no sistema. 
CAMPO ESSENCIAL é aquele que, apesar de não ser obrigatório, registra dado necessário à investigação do caso ou ao cálculo de  indicador epidemiológico 
ou operacional. 
CAMPO INTERNO é aquele que apesar de não constar na ficha e não aparecer no display da tela, é preenchido automaticamente pelo sistema. 
CAMPO OPCIONAL é aquele que só deve ser preenchido caso seja necessário, aparece no display da tela e consta no banco de dados. 

 

Nome do campo Tipo Categoria Descrição Características DBF 

Nº Varchar2(12)  Número do registro 
 

 

Campo Interno 
 

Número sequencial gerado automaticamente pelo sistema. 

 
Uti l izar o padrão: 

320120000123 

 
Dígi to 1: caracteriza o tipo da ficha (1=SG, 2=SRAG-UTI e 3-SRAG 

Hospitalizado). 

 
Dígi tos 2 a  12: número sequencial gerado automaticamente pelo sistema. 

NU_NOTIFIC 

1-Data do preenchimento da ficha de 

notificação 

Date 

DD/MM/AAAA 

 Data  de 

preenchimento da 

ficha  de 
noti ficação. 

Campo Obrigatório 

 

Data deve ser <= a  data da digitação. 

DT_NOTIFIC 

Semana Epidemiológica do 
preenchimento da ficha de 

notificação 

Varchar2(6)  Semana 
Epidemiológica do 

preenchimento da 

ficha  de 

Campo Interno 
 

Ca lculado a  partir da data dos Primeiros Sintomas. 
(SS) 

SEM_NOT 
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noti ficação. 

2-Data de 1ºs sintomas  Date 

DD/MM/AAAA 

 Data  de 1º 

s intomas do caso. 

Campo Obrigatório 

 
Data deve ser <= a  data da digitação e data do preenchimento da ficha de 

noti ficação 

DT_SIN_PRI 

Semana Epidemiológica dos Primeiros 

Sintomas 

Varchar2(6)  Semana 

Epidemiológica do 

início dos sintomas. 

Campo Interno 

 

Ca lculado a  partir da data dos Primeiros Sintomas. 
(SS) 

SEM_PRI 

3-UF Varchar2(2) Tabela com código e siglas 
das  UF padronizados pelo 

IBGE. 

Unidade Federativa 
onde está 

loca lizada a 

Unidade Sentinela 
que realizou a  

noti ficação. 

Campo Obrigatório 
 

Se usuário que está digitando a ficha for de nível: 

 Unidade Sentinela - o campo é preenchido automaticamente pelo 

s istema com a  UF, município e unidade onde está cadastrado o usuário. 

 Municipal – o campo é preenchido automaticamente pelo sistema com a 

UF e município onde está cadastrado o usuário. 

 Estadual – o campo é preenchido automaticamente pelo sistema com a 

UF do usuário. 

 Federal - abre tabela com todas as UF que possuam unidades sentinelas 

cadastradas no sistema. 

SG_UF_NOT 

4-Município 

Código (IBGE) 

Varchar2 (6) Tabela com código e  nomes 

dos  Municípios 
padronizados pelo IBGE. 

Município onde 

está localizada a  
Unidade Sentinela 

que realizou a  

noti ficação. 

Campo Obrigatório 

 
Preenchendo o nome do município de notificação, o código é preenchido 

automaticamente, e vice-versa; 

 
Se usuário que está digitando a ficha for de nível: 

 Unidade Sentinela – o campo é preenchido automaticamente pelo 

s istema com o Município onde está localizada a  unidade de notificação.  

 Municipal – o campo é preenchido automaticamente pelo sistema com o 

município do usuário. 

 Estadual ou Federal – abre tabela com todos os municípios da UF 

selecionada no campo 3 que possuam unidades sentinelas cadastradas 

no s istema. 

ID_MUNICIP OU 

CO_MUN_NOT 

Regional de Saúde de Notificação 

Código (IBGE) 

Varchar2 (6) Tabela com código e nomes 

das  Regionais de Saúde dos 

municípios de notificação  
padronizados pelo IBGE. 

Regional de Saúde 

onde está 

loca lizado o 
Município realizou 

a  noti ficação. 

Campo Interno 

 

Preenchendo o nome da regional de saúde de notificação, o código é 
preenchido automaticamente, e vice-versa; 

 

Se usuário que está digitando a ficha for de nível: 

ID_REGIONA OU 

CO_REGIONA 
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 Unidade Sentinela – o campo é preenchido automaticamente pelo 

s istema com a  Regional do Município onde está localizada a unidade de 

noti ficação.  

 Municipal – o campo é preenchido automaticamente pelo sistema com a 

regional do município do usuário. 

5-Unidade de Saúde 

Código (CNES) 

Varchar2(7) Tabela com códigos CNES e  

nomes das Unidades 
Sentinelas cadastradas no 

s istema. 

Unidade Sentinela 

que realizou o 
atendimento, 

coleta de amostra e 
registro do caso. 

Campo Obrigatório 

 
Preenchendo o nome da unidade, o código é preenchido automaticamente, 

e vice-versa; 
 

Se usuário que está digitando a ficha for de nível: 

 Unidade Sentinela - o campo é preenchido automaticamente pelo 

s istema. 

 Municipal – abre tabela apenas com as unidades sentinelas do 

município.  

 Estadual ou Federal – abre tabela com as unidades sentinelas do 

município selecionado o campo 4. 

ID_UNIDADE OU 

CO_UNI_NOT 

6-CPF do paciente Varchar2(15)  Número do 
Cadastro de Pessoa 

Fís ica (CPF) do 
paciente notificado 

Campo Essencial 
 

Quando preenchido o número do CPF o s istema deverá preencher o Nome, 
Sexo, Data de Nascimento, Idade, Raça/Cor e o Nome da mãe do paciente. 

NU_CPF 

7-Nome Varchar2(70)  Nome completo do 
paciente (sem 

abreviações) 

Campo Obrigatório NM_PACIENT 

8-Sexo Varchar2 (1) 1-Masculino 

2-Feminino 

9-Ignorado 

Sexo do paciente. Campo Obrigatório CS_SEXO 

9-Data de nascimento Date 

DD/MM/AAAA 

 Data  de nascimento 

do paciente. 

Campo Essencial 

 
Data deve ser <= a  data dos primeiros sintomas. 

DT_NASC 

10-(ou) Idade Varchar2(3)  Idade informada 
pelo paciente 

quando não se sabe 

a  data de 
nascimento. 

 
Na fa lta desse dado 

é registrada a idade 

Campo Obrigatório 
 

Se digitado a  data de nascimento, a idade é calculada e preenchida 

automaticamente pelo sistema: considerando o intervalo entre a  data de 
nascimento e a  data dos primeiros sintomas. 

 
Idade deve ser <= 150. 

NU_IDADE_N 
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aparente. 

(ou) Tipo/Idade Varchar2(1) 1-Dia  

2-Mês  
3-Ano 

 Campo Obrigatório 

 
Se digitado a  data de nascimento, o campo Idade/Tipo é  calculado e 

preenchido automaticamente pelo sistema: considerando o intervalo entre a  

data  de nascimento e a  data dos primeiros sintomas. 
 

Se a  di ferença for de 0 a  30 dias, o sistema grava em Idade = (nº dias) e em 

Tipo = 1-Dia. Por exemplo: se Data de nascimento = 05/12/2012 e Data dos 

1ºs  s intomas = 11/12/2012, então Idade = 6 e Tipo = 1-Dia. 

Se a  di ferença for de 1 a  11 meses, o s istema grava em Idade = (nº meses) e 
em Tipo = 2-Mês. Por exemplo: se Data de nascimento = 05/10/2012 e Data 

dos  1ºs  sintomas = 11/12/2012, então Idade = 2 e Tipo = 2-Mês. 

 
Se a  di ferença for maior ou igual a  12 meses, o sistema grava em Idade = (nº 

anos) e em Tipo = 3-Ano. Por exemplo: se Data de nascimento = 05/10/2011 

e Data  dos 1ºs sintomas = 11/12/2012, então Idade = 1 e Tipo = 3-Ano. 

TP_IDADE 

11-Gestante Varchar2(1) 1-1º Trimestre 

2-2º Trimestre 
3-3º Trimestre 

4-Idade Gestacional 

Ignorada 
5-Não 

6-Não se aplica 
9-Ignorado 

Idade gestacional 

da  paciente. 

Campo Obrigatório 

 
Se selecionado categoria 2-Feminino no campo Sexo. 

 

Se selecionado sexo igual a  Masculino ou a  idade for menor ou igual a 9 anos 
o campo é preenchido automaticamente com 6-Não se aplica. 

 
Se selecionado sexo igual a  Feminino e idade for maior que 9 anos, o campo 

não pode ser preenchido com 6-Não se aplica. 

CS_GESTANT 

12-Raça/Cor Varchar2(2) 1-Branca 

2-Preta  

3-Amarela 
4-Parda  

5-Indígena 

9-Ignorado 

Cor ou raça  

declarada pelo 

paciente: 
Branca; Preta; 

Amarela; Parda 

(pessoa que se 
declarou mulata, 

cabocla, cafuza, 

mameluca ou 
mestiça de preto 

com pessoa de 

outra  cor ou raça); 
e, Indígena. 

Campo Obrigatório CS_RACA 

13-Se indígena, qual etnia? Varchar2(4) Tabela do SIASI com código e 
nomes das etnias indígenas. 

Nome e código da 
etnia do paciente, 

Campo Essencial 
 

CS_ETINIA 
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quando indígena. Habilitado se campo 
11-Raça/Cor for igual a  5-Indígena. 

14-Escolaridade Varchar2(1) 0-Sem escolaridade/ 
Anal fabeto 

1-Fundamental 1º ciclo (1ª a  

5ª série) 
2-Fundamental 2º ciclo (6ª a 

9ª série) 

3- Médio (1º ao 3º ano) 
4-Superior 

5-Não se aplica 
9-Ignorado 

Nível  de 
escolaridade do 

paciente. 

 
Para  os  níveis 

fundamental e 

médio deve ser 
cons iderada a  

úl tima série ou ano 
concluído. 

Campo Essencial 
 

Preenchido automaticamente com a  categoria “não se aplica” quando idade 

for menor que 7 anos 
 

Quando idade for maior 

que 7 anos, o campo não pode ser preenchido com “não se aplica”. 

CS_ESCOL_N 

15- Ocupação Varchar2(6) Tabela com código da 
Ocupação da Classificação 

Bras ileira de Ocupações 

(CBO). 

Ocupação 
profissional do 

paciente 

Campo Essencial PAC_COCBO ou 
PAC_DSCBO     

16-Nome da mãe Varchar2(70)  Nome completo da 

mãe do paciente 
(sem abreviações). 

Campo Essencial NM_MAE_PAC 

17-CEP Varchar2(8)  CEP de res idência 
do paciente. 

Campo Essencial 
 

Va l idado a partir da tabela de CEP dos Correios. 

NU_CEP 

18-UF Varchar2(2) Tabela com código e siglas 

das  UF padronizados pelo 

IBGE. 

Unidade Federativa 

de res idência do 

paciente. 

Campo Obrigatório 

 

Se campo 25-País for Brasil. 
 

Se preenchido o campo CEP, a  UF é preenchida automaticamente pelo 
s istema e desabilitada para edição. 

SG_UF 

Regional de Saúde de Residência 
Código (IBGE) 

Varchar2 (6) Tabela com código e nomes 
das  Regionais de Saúde dos 

municípios de residência 

padronizados pelo IBGE. 

Regional de Saúde 
onde está 

loca lizado o 

Município de 
res idência do 

paciente. 

Campo Interno 
 

Preenchendo o nome da regional de saúde de residência, o código é 

preenchido automaticamente, e vice-versa; 

ID_RG_RESI OU 
CO_RG_RESI 

19-Município 

Código (IBGE) 

Varchar2(6) Tabela com código e nome 

dos  Municípios 

padronizados pelo IBGE. 

Município de 

res idência do 

paciente. 

Campo Obrigatório 

 

Se campo 25-País for Brasil. 
 

Se preenchido o campo CEP, o Município e seu respectivo código IBGE são 

preenchidos automaticamente pelo sistema e desabilitados para edição. 

ID_MN_RESI OU 

CO_MUN_RES 
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Se o CEP não for preenchido, o campo é habilitado depois de selecionada 

uma UF no campo 17. Nesse caso, o sistema abre tabela com os municípios 

da  UF. 
 

Preenchendo o nome do município, o código é preenchido 

automaticamente, ou vice- versa. 

20-Bairro Varchar2(72) Tabela com código e nome 

dos  Bairros padronizados 
pelos Correios. 

Ba irro de residência 

do paciente. 

Campo Essencial 

 
Se preenchido o campo CEP, o Ba irro é preenchido automaticamente pelo 

s istema. 

NM_BAIRRO 

21-Logradouro (Rua, Avenida, etc.) Varchar2(50) Tabela com código e nome 

dos  logradouros 
padronizados pelos 

Correios. 

Logradouro (rua, 

avenida, quadra, 
travessa, etc.) do 

endereço de 

res idência do 
paciente. 

Campo Essencial 

 
Se preenchido o campo CEP, o logradouro é preenchido automaticamente 

pelo s istema. 

NM_LOGRADO 

22-Nº Varchar2(8)  Nº do logradouro 
(nº da  casa ou do 

edi fício). 

Campo Essencial NU_NUMERO 

23-Complemento (apto, casa, etc.) Varchar2(15)  Complemento do 

logradouro (bloco, 

apto, casa, etc.). 

Campo Essencial NM_COMPLEM 

24-(DDD) Telefone Varchar2(4) 

Varchar2(10) 

 Código DDD e 

número de telefone 
para  contato do 

paciente. 

Campo Essencial NU_DDD_TEL OU 

NU_TELEFON 

25-Zona Varchar2(1) 1-Urbana 

2-Rura l 
3-Periurbana 

9-Ignorado 

Zona geográfica do 

endereço de 
res idência do 

paciente. 

Campo Essencial CS_ZONA 

26-País (se residente fora do Brasil) Varchar2(3) Tabela com código e nome 

dos  Pa íses. 

Pa ís  de residência 

do paciente. 

Campo Obrigatório 

 

Se preenchido CEP, ou for selecionada uma UF, o campo País é preenchido 
automaticamente pelo sistema e desabilitado para edição. 

 

Se selecionado País  
di ferente de Brasil, os campos 17 a  23 são desabilitados. 

ID_PAIS OU 

CO_PAIS 

27- Paciente tem histórico de viagem 
internacional até 14 dias antes do 

Varchar2 (1) 1-Sim 
2-Não 

 Campo Obrigatório HISTO_VGM 
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início dos sintomas? 9-Ignorado 

28- Se sim: Qual país? Varchar2(3) Tabela com código e nome 

dos  Pa íses. 

Pa ís  onde foi 

rea lizada a viagem 

Campo Obrigatório 

 
Habilitado se campo 27- Paciente tem histórico de viagem,  selecionado 

categoria 1-Sim em Paciente tem histórico de viagem internacional até 14 

dias antes do início dos sintomas? 

PAIS_VGM OU 

CO_PS_VGM 

29- Em qual local? Varchar2(30)  Loca l  (cidade, 

estado, província e 
outros) onde foi 

rea lizada a viagem 

Campo Essencial 

 
Habilitado se selecionado categoria 1-Sim em  campo 27- Paciente tem 

his tórico de viagem internacional até 14 dias antes do início dos s intomas? 

LO_PS_VGM 

30- Data da viagem Date 

DD/MM/AAAA 

 Data  em que foi 

rea lizada a viagem 

Campo Obrigatório 

 
Se preenchido campo 27- Paciente tem histórico de viagem internacional até 

14 dias antes do início dos sintomas? (campo 26), deve ser informada a data 

de viagem 

DT_VGM 

31- Data de retorno Date 

DD/MM/AAAA 

 Data  em que 

retornou de viagem 

Campo Obrigatório 

 
Se preenchido campo 27-  Paciente tem histórico de viagem internacional 

até 14 dias antes do início dos s intomas? (campo 26), deve ser informada a  

data  de retorno 

DT_RT_VGM 

32- É caso proveniente de surto de SG 

que evoluiu para SRAG? 

Varchar2 (1) 1-Sim 

2-Não 
9-Ignorado 

Caso é proveniente 

de surto de SG? 

Campo Essencial 

 

SURTO_SG 

33-Trata-se de caso nosocomial 
(infecção adquirida no hospital)? 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Caso de SRAG com 
infecção adquirida 

após internação. 

Campo Essencial 
Quando o campo 33 for igual a 1, é permitido digitar data de início dos 

s intomas posterior a  data de internação.  

NOSOCOMIAL 

34- Paciente trabalha ou tem contato 

direto com aves, suínos, ou outro 
animal?  

Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Caso com contato 

direto com aves ou 
suínos. 

Campo Essencial 

 

AVE_SUINO 

Paciente trabalha ou tem contato 
direto com aves, suínos/Outro animal 

(especificar) Varchar2(60)  

Informar o animal 
que o  paciente 

teve contato se 

selecionado a  
opção 3. 

Campo Essencial 

 
 

Habilitado de campo 34- Contato com outro animal = 3 (Outro). 

OUT_ANIM 

35-Sinais e Sintomas/Febre Varchar2 (1) 1-Sim 
2-Não 
9-Ignorado 

Paciente 
apresentou febre? 

Campo Essencial 
 
 

FEBRE 

35-Sinais e Sintomas/Tosse Varchar2 (1) 1-Sim 

2-Não 

Paciente 

apresentou tosse? 

Campo Essencial 

 

TOSSE 
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9-Ignorado  

35-Sinais e Sintomas/Dor de Garganta Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Paciente 

apresentou dor de 
garganta? 

Campo Essencial GARGANTA 

35-Sinais e Sintomas/Dispneia Varchar2(1) 1-Sim 
2-Não 

9-Ignorado 

Paciente 
apresentou 

dispneia? 

Campo Essencial DISPNEIA 

35-Sinais e Sintomas/Desconforto 

Respiratório 

Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Paciente 

apresentou 
desconforto 

respiratório? 

Campo Essencial DESC_RESP 

35-Sinais e Sintomas/Saturação  

O2< 95% 

Varchar2(1) 1-Sim 

2-Não 

9-Ignorado 

Paciente 

apresentou 

saturação O2< 
95%? 

Campo Essencial SATURACAO 

35-Sinais e Sintomas/Diarreia Varchar2(1) 1-Sim 
2-Não 

9-Ignorado 

Paciente 
apresentou 

diarreia? 

Campo Essencial DIARREIA 

35-Sinais e Sintomas/Vômito Varchar2(1) 1-Sim 

2-Não 

9-Ignorado 

Paciente 

apresentou 

vômito? 

Campo Essencial VOMITO 

35-Sinais e Sintomas/Dor abdominal Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Paciente 

apresentou dor 
abdominal? 

Campo Essencial DOR_ABD 

35-Sinais e Sintomas/Fadiga Varchar2(1) 1-Sim 
2-Não 

9-Ignorado 

Paciente 
apresentou fadiga? 

Campo Essencial FADIGA 

35-Sinais e Sintomas/Perda do Olfato Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Paciente 

apresentou perda 
do ol fato? 

Campo Essencial 

 

PERD_OLFT 

 

35-Sinais e Sintomas/Perda do Paladar Varchar2(1) 1-Sim 
2-Não 

9-Ignorado 

Paciente 
apresentou perda 

do paladar? 

Campo Essencial PERD_PALA 

35-Sinais e Sintomas/Outros Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Paciente 

apresentou outro(s) 
s intoma(s)? 

Campo Essencial 

 
 

OUTRO_SIN 

35-Sinais e Sintomas/Outros  

(Descrição) 

Varchar2(30)  Li s tar outros sinais 

e s intomas 

Campo Essencial 

 

OUTRO_DES 
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apresentados pelo 
paciente. 

Habilitado se selecionado categoria 1-Sim em Sinais e Sintomas/Outros. 

36-Fatores de risco Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Paciente apresenta 
a lgum fator de risco 

Campo Essencial FATOR_RISC 

36-Fatores de risco/ Puérpera Varchar2 (1) 1-Sim 

2-Não 

9-Ignorado 

Paciente é 

puérpera ou 

parturiente (mulher 
que pariu 

recentemente – até 
45 dias do parto)? 

Campo Essencial 

Habilitado se selecionado no campo 8- Sexo Feminino. 

PUERPERA 

36-Fatores de risco/ Doença 
Cardiovascular Crônica 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Paciente possui 
Doença 

Cardiovascular 

Crônica? 

Campo Essencial 
 

CARDIOPATI 

36-Fatores de risco/ Doença 

Hematológica Crônica 

Varchar2 (1) 1-Sim 

2-Não 
9-Ignorado 

Paciente possui 

Doença 
Hematológica 

Crônica? 

Campo Essencial 

 

HEMATOLOGI 

36-Fatores de risco/ Síndrome de 

Down 

Varchar2 (1) 1-Sim 

2-Não 

9-Ignorado 

Paciente possui 

Síndrome de 

Down? 

Campo Essencial 

 

SIND_DOWN 

36-Fatores de risco/ Doença Hepática 

Crônica 

Varchar2 (1) 1-Sim 

2-Não 
9-Ignorado 

Paciente possui 

Doença Hepática 
Crônica? 

Campo Essencial 

 

HEPATICA 

36-Fatores de risco/ Asma Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Paciente possui 
Asma? 

Campo Essencial 
 

ASMA 

36-Fatores de risco/ Diabetes mellitus Varchar2 (1) 1-Sim 

2-Não 
9-Ignorado 

Paciente possui 

Diabetes mellitus? 

Campo Essencial 

 

DIABETES 

36-Fatores de risco/ Doença 
Neurológica Crônica 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Paciente possui 
Doença 

Neurológica? 

Campo Essencial 
 

NEUROLOGIC 

36-Fatores de risco/ Outra 

Pneumatopatia Crônica 

Varchar2 (1) 1-Sim 

2-Não 

9-Ignorado 

Paciente possui 

outra  pneumopatia 

crônica? 

Campo Essencial 

 

PNEUMOPATI 

36-Fatores de risco/ Imunodeficiência Varchar2 (1) 1-Sim Paciente possui Campo Essencial IMUNODEPRE 
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ou Imunodepressão 2-Não 
9-Ignorado 

Imunodeficiência  
ou Imunodepressão 

(diminuição da 

função do sistema 
imunológico)? 

 

36-Fatores de risco/ Doença Renal 
Crônica 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Paciente possui 
Doença Renal 

Crônica? 

Campo Essencial 
 

RENAL 

36-Fatores de risco/ Obesidade Varchar2 (1) 1-Sim 

2-Não 
9-Ignorado 

Paciente possui 

obesidade? 

Campo Essencial 

 

OBESIDADE 

36-Fatores de risco/ Obesidade 
(Descrição IMC) 

Varchar2(3)  Va lor do IMC 
(Índice de Massa 

Corpora l) do 

paciente calculado 
pelo profissional de 

saúde. 

Campo Essencial  
 

Habilitado se selecionado categoria 1-Sim em Fatores de risco/Obesidade. 

OBES_IMC 

36-Fatores de risco/ Outros Varchar2(1) 1-Sim 

2-Não 

9-Ignorado 

Paciente possui 

outro(s ) fator(es) 

de ri sco? 

Campo Essencial 

 

OUT_MORBI 

36-Fatores de risco/ Outros  

(Descrição) 

Varchar2(30)  Li s tar outro(s) 

fator(es) de risco 
do paciente. 

Campo Essencial 

 
Habilitado se selecionado categoria 1-Sim em Fatores de risco/Outros. 

MORB_DESC 

37-Recebeu vacina contra Gripe na 
última campanha? 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Informar se o 
paciente foi 

vacinado contra 

gripe na última 
campanha, após 

veri ficar a 
documentação / 

caderneta. 

 
Caso o paciente 

não tenha a  

caderneta, 
di recionar a  

pergunta para ele 

ou responsável e 
preencher o campo 

com o código 

correspondente a 

Campo Essencial VACINA 
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resposta. 

38-Data da vacinação Date 

DD/MM/AAAA 

 Data  da última dose 

de vacina contra 
gripe que o 

paciente tomou. 

Campo Essencial 

 
Habilitado se campo 

31-Recebeu vacina contra Gripe for igual a  1. 

 
Data  deve ser <= a  data da digitação (data atual). 

DT_UT_DOSE 

Se < 6 meses: a mãe recebeu a vacina? Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Se paciente < 6 
meses, a mãe 

recebeu vacina? 

Campo Essencial 
 

Habilitar campo 
 

Se a  Idade do caso for < 6 meses. 

MAE_VAC
  

Se sim, data Date 

DD/MM/AAAA 

 Se a  mãe recebeu 

vacina, qual a data? 

Campo Essencial 

 

Habilitado se campo 
Se < 6 meses: a mãe recebeu a vacina for igual a 1. 

 

Data  deve ser <= a  data da digitação (data atual). 

DT_VAC_MAE 

Se < 6 meses: a mãe amamenta a 

criança? 

Varchar2 (1) 1-Sim 

2-Não 
9-Ignorado 

Se paciente < 6 

meses, a mãe 
amamenta a 

criança? 

Campo Essencial 

 
Habilitar campo se 

 

Se a  Idade do caso for < 6 meses. 

M_AMAMENTA 

Se >= 6 meses e <= 8 anos: Data da 

dose única 1/1 

Date 

DD/MM/AAAA 

 Se >= 6 meses e <= 

8 anos, data da 
dose única para 

crianças vacinadas 
em campanhas de 

anos anteriores 

Campo Essencial 

 
Habilitar campo 

 
Se a  Idade do caso for >= 6 meses e <= 8 anos 

DT_DOSEUNI 

Se >= 6 meses e <= 8 anos: Data da 1ª 

dose 

Date 

DD/MM/AAAA 

 Se >= 6 meses e <= 

8 anos, data da 1ª 

dose para crianças 
vacinadas pela 

primeira vez 

Campo Essencial 

 

Habilitar campo 
 

Se a  Idade do caso for >= 6 meses e <= 8 anos 

DT_1_DOSE 

Se >= 6 meses e <= 8 anos: Data da 2ª 

dose 

Date 

DD/MM/AAAA 

 Se >= 6 meses e <= 

8 anos data da 2ª 

dose para crianças 
vacinadas pela 

primeira vez 

Campo Essencial 

 

Habilitar campo 
 

Se a  Idade do caso for >= 6 meses e <= 8 anos 

DT_2_DOSE 

39-Usou antiviral para gripe? Varchar2 (1) 1-Sim Fez uso de antiviral Campo Essencial ANTIVIRAL 
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2-Não 
9-Ignorado 

para  tratamento da 
doença? 

40-Qual antiviral? Varchar2 (1) 1- Oseltamivir 
2- Zanamivir 

3- Outro 

Qual  antivi ral 
uti l izado? 

Campo Essencial 
Habilitado se campo 39- Qual antiviral?  for igual a  1. 

TP_ANTIVIR 

Qual antiviral /Outro, especifique Varchar2(30)  Se o antiviral 

uti l izado não foi 

Oseltamivir ou 
Zanamivir, informar 

qual antiviral foi 
uti l izado. 

Campo Essencial 

 

Habilitado se campo 40- Qual antiviral?  for igual a  3. 

OUT_ANTIV 

41-Data do início do tratamento Date 
DD/MM/AAAA 

 Data  em que foi 
iniciado o 

tratamento com o 

antiviral. 

Campo Essencial 
 

Habilitado se campo 39-Usou antiviral para gripe?  for igual a 1. 

 
Data  deve ser <= a  data da digitação (data atual). 

DT_ANTIVIR 

42-Houve internação? Varchar2(1) 1-Sim 
2-Não 

9-Ignorado 

O paciente foi 
internado? 

Campo Essencial 
 

Caso o campo não seja igual a 1 – Sim o sistema emitirá um aviso indicando 

que não atende a definição de caso. 

HOSPITAL 

43-Data da internação por SRAG Date 

DD/MM/AAAA 

 Data  em que o 

paciente foi 
hospitalizado. 

Campo Obrigatório 

 
Data deve ser maior ou igual a  2- Data de 1ºs sintomas e menor ou igual a 

data  da digitação (atual). 

 

DT_INTERNA

 
 

 

 
  

44-UF de internação Varchar2(2) Tabela com código e siglas 
das  UF padronizados pelo 

IBGE. 

Unidade Federativa 
de internação do 

paciente. 

Campo Essencial 
 

Habilitado se campo 42-Houve internação? for igual a 1 

SG_UF_INTE 
 

Regional de Saúde de Internação 

Código (IBGE) 

Varchar2 (6) Tabela com código e nomes 

das  Regionais de Saúde dos 
municípios de internação 

padronizados pelo IBGE. 

Regional de Saúde 

onde está 
loca lizado o 

Município de 

internação do 
paciente. 

Campo Interno 

 
Preenchendo o nome da regional de saúde de internação, o código é 

preenchido automaticamente, e vice-versa. 

ID_RG_INTE OU 

CO_RG_INTE 

45-Município de internação/ 
Código(IBGE) 

Varchar2 (20) Tabela com código e nomes 
dos  Municípios 

padronizados pelo IBGE. 

Município onde 
está localizado a 

Unidade de Saúde 

onde o paciente 
internou. 

Campo Essencial 
 

Habilitado se campo 42-Houve internação? for igual a 1 

ID_MN_INTE OU 
CO_MU_INTE 
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46-Unidade de Saúde de internação/ 
Código CNES 

Varchar2(20) Tabela com códigos CNES e 
nomes das  Unidades de 

Saúde. 

Unidade Sentinela 
que realizou a  

internação do 

paciente. 

Campo Essencial 
 

Habilitado se campo 42-Houve internação? for igual a 1 

ID_UN_INTE OU 
CO_UN_INTE 

47-Internado em UTI? Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

O paciente foi 

internado em UTI? 

Campo Essencial 

 

UTI 

48-Data da entrada na UTI Date 
DD/MM/AAAA 

 Data  de entrada do 
paciente na 

unidade de Terapia 
intensiva (UTI). 

Campo Essencial 
 

Habilitado se campo 47-Internado em UTI?  for igual a 1. 
 

Data  deve ser maior ou igual a  2-Data de 1ºs sintomas da SRAG e menor ou 

igual a  data da digitação (atual). 

DT_ENTUTI 

49-Data da saída da UTI Date 

DD/MM/AAAA 

 Data  em que o 

paciente saiu da 
Unidade de Terapia 

intensiva (UTI). 

Campo Essencial 

 
Habilitado se campo 47-Internado em UTI?  for igual a 1. 

 

Data deve ser maior ou igual a  48-Data da entrada  na UTI e menor ou igual 
a  data da digitação (atual). 

DT_SAIDUTI 

50-Uso de suporte ventilatório? Varchar2(1) 1-Sim, invasivo 
2-Sim, não invasivo 

3-Não 

9-Ignorado 

O paciente fez uso 
de suporte 

venti latório?  

Campo Essencial 
 

SUPORT_VEN 

51- Raio X de Tórax Varchar2(1) 1-Normal 

2-Infiltrado intersticial 
3-Consolidação 

4-Misto 
5-Outro 

6-Não realizado 

9-Ignorado 

Informar resultado 

de Raio X de Tórax. 

Campo Essencial 

 

RAIOX_RES 

Raio X de Tórax/ Outro (especificar) 

Varchar2(30)  

Informar o 

resultado do RX de 
tórax se 

selecionado a  

opção 5-Outro. 

Campo Essencial 
 

Habilitado de campo 51- Raio X de Tórax = 5 (Outro). 

RAIOX_OUT 

52-Data do Raio X  Data  

DD/MM/AAAA  

Se rea lizou RX de 

Tórax, especificar a  
data  do exame. 

Campo Essencial 

 
Habilitado se campo 51- Raio X de Tórax for igual a 1, 2, 3, 4 ou 5. 

DT_RAIOX 

53- Aspecto Tomografia 
 

Number(3) 1-Tipico COVID-19  
2- Indeterminado COVID-19   

Informar o 
resultado da 

Campo Essencial 
 

TOMO_RES 
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3- Atípico COVID-19     
4- Negativo para Pneumonia     

5- Outro                                                                  

6-Não realizado          
9-Ignorado 

tomografia. 

Aspecto Tomografia/Outro 
(especificar) 

 

 

Varchar2(100) 

 

Informar o 
resultado da 

tomografia se  

selecionado a  
opção 5-Outro 

Campo Essencial 
Habilitado de campo 53- Aspecto Tomografia = 5 (Outro 

TOMO_OUT 

54- Data da Tomografia Data  

DD/MM/AAAA 
 

Se rea lizou 

tomografia, 

especificar a  data 
do exame. 

Campo Essencial 

Habilitado se campo 53- Aspecto Tomografia for igual a 1, 2, 3, 4 ou 5. 

DT_TOMO 

 

55-Coletou amostra? Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Foi  realizado coleta 
de amostra para 

rea lização de teste 

diagnóstico? 

Campo Essencial AMOSTRA 

56-Data da Coleta Date 

DD/MM/AAAA 

 Data  da coleta da 

amostra para 
rea lização do teste 

diagnóstico. 

Campo Essencial 

 
Habilitado de campo 55-Coletou amostra? = 1. 

 

Data  deve ser maior ou igual a  2-Data de 1ºs sintomas e menor ou igual a  
data  da digitação (atual). 

DT_COLETA 

57-Tipo de amostra Varchar2(30) 1-Secreção de Naso-
orofaringe 

2-Lavado Broco-alveolar 
3-Tecido post-mortem 

4-Outra , qual? 

5-LCR 
9-Ignorado 

Tipo da amostra 
cl ínica coletada 

para  o teste 
diagnóstico.  

Campo Essencial 
 

Habilitado de campo 55-Coletou amostra? = 1. 

TP_AMOSTRA 

Tipo de amostra/Outra Varchar2(30)  Descrição do tipo 
da  amostra cl ínica, 

caso diferente das 

l i stadas nas 
categorias do 

campo. 

Campo Essencial 
 

Campo habilitado se selecionado categoria 4-Outra, qual em Tipo de 

amostra. 

OUT_AMOST 

58-Nº da Requisição do GAL   Número da 

requisição de 

exames gerado 

Campo Essencial 

 

REQUI_GAL 
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pelo s istema GAL. 

59- Tipo do Teste antigênico Number(3) 1-Imunofluorescência (IF)    

2- Teste rápido antigênico 

Tipo do teste 

antigênico que foi 
rea lizado. 

Campo Essencial 

 TP_TES_AN 

 

60- Data do resultado teste  

Antigênico 

Data  

DD/MM/AAAA 

 Data  do resultado 

do teste antigênico. 

Campo Essencial 

 
Data  deve ser maior ou igual a  56- Data da Coleta  

DT_RES_AN 

61- Resultado do Teste Antigênico Varchar2(1) 1-pos itivo  
2-Negativo       

3-  Inconclusivo 
4-Não realizado    

5-Aguardando resultado     

9-Ignorado 

Resultado do Teste 
Antigênico 

Campo Essencial 
 

Es te campo vi rá marcado com 5-Aguardando Resultado e estará habilitado se 
o campo 55-Coletou amostra? = 1 

 

RES_AN 

62-Laboratório que realizou o Teste 

antigênico 
 

Varchar2(70) Nomes dos  Laboratórios 

cadastrados no sistema 

Laboratório 

responsável pela 
l iberação do 

resultado do teste 

antigênico. 

Campo Essencial 

 
Habilitado se selecionado categoria 1-Positivo, 2-Negativo ou 3-Inconclusivo 

Preenchendo o nome do Laboratório, o código é preenchido 

automaticamente, ou vice-versa 

LAB_AN   

62-Laboratório que realizou o Teste 

antigênico 

Varchar2(7) Tabela com códigos CNES  Campo Essencial CO_LAB_AN 

63-Agente etiológico – Teste 

Antigênico. 
 Positivo para Influenza? 

Varchar2(1) 1-Sim 

2-Não 
9-Ignorado 

Resultado do Teste 

Antigênico que foi 
pos itivo para 

Influenza 

Campo Essencial 

 

POS_AN_FLU

 
  

63-Agente etiológico – Teste 

Antigênico.  

Se sim, qual Influenza? 

Varchar2(1) 1-Influenza A 

2-Influenza B 

Resultado do Teste 

Antigênico, para o 

tipo de Influenza. 

Campo Essencial 

 

Habilitado se campo 63-Agente etiológico – Teste Antigênico: Positivo para 
Influenza? = 1. 

TP_FLU_AN 

 

63-Agente etiológico – Teste 

Antigênico.  

 
Positivo para outros vírus? 

Varchar2 (1) 1-Sim 

2-Não 

9-Ignorado 

Resultado do Teste 

Antigênico, que foi 

pos itivo para outro 
vírus  respiratório. 

Campo Essencial 

 

POS_AN_OUT 

63-Agente etiológico – Teste 
Antigênico. 

SARS-CoV-2 

Varchar2(1) 1-marcado pelo usuário 
Vazio - não marcado 

Resultado do Teste 
Antigênico, para  

SARS-CoV-2. 

Campo Essencial 
 

Habilitado se campo 63-Agente etiológico, Teste Antigênico.  

Positivo para outros vírus? = 1. 

AN_SARS2 

63-Agente etiológico – Teste 

Antigênico. 

Varchar2(1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado do Teste 

Antigênico, para 

Campo Essencial 

 

AN_VSR 
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VSR VSR. Habilitado se campo 63-Agente etiológico, Teste Antigênico.  
Positivo para outros vírus? = 1. 

63-Agente etiológico – Teste 
Antigênico. 

Parainfluenza 1 

Varchar2 (1) 1-marcado pelo usuário 
Vazio - não marcado 

Resultado do Teste 
Antigênico, para 

Para influenza 1. 

Campo Essencial 
 

Habilitado se campo 63-Agente etiológico, Teste Antigênico. 

Positivo para outros vírus? = 1. 

AN_PARA1 

63-Agente etiológico – Teste 

Antigênico. 
Parainfluenza 2 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado do Teste 

Antigênico. 
Para influenza 2. 

Campo Essencial 

Habilitado se campo 63-Agente etiológico, Teste Antigênico 
Positivo para outros vírus? = 1. 

AN_PARA2 

63-Agente etiológico – Teste 

Antigênico. 

Parainfluenza 3 

Varchar2(1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado do Teste 

Antigênico. 

Para influenza 3. 

Campo Essencial 

 

Habilitado se campo 63-Agente etiológico, Teste Antigênico. 
Positivo para outros vírus? = 1. 

AN_PARA3 

63-Agente etiológico – Teste 
Antigênico. 

Adenovírus 

Varchar2(1) 1-marcado pelo usuário 
Vazio - não marcado 

Resultado do Teste 
Antigênico. 

Adenovírus. 

Campo Essencial 
 

Habilitado se campo 63-Agente etiológico, Teste Antigênico. 

Positivo para outros vírus? = 1. 

AN_ADENO 

63- Agente etiológico – Teste 

Antigênico. 
Outro vírus respiratório 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado do Teste 

Antigênico.  
Outro vírus  

respiratório. 

Campo Essencial 

 
Habilitado se campo 63-Agente etiológico, Teste Antigênico. 

Positivo para outros vírus? = 1. 

AN_OUTRO 

63- Agente etiológico – Teste 

Antigênico. 

 Outro vírus respiratório (Descrição) 

Varchar2(30)  Nome do outro 

vírus  respiratório 

identificado pelo 
Teste Antigênico. 

 

Campo Essencial 

 

Habilitado se campo 63-Agente etiológico, Teste Antigênico. 
Positivo para outros vírus? = 1. 

DS_AN_OUT 

64-Resultado da RT-PCR/outro 

método por Biologia Molecular 

Varchar2 (1) 1-Detectável 

2-Não Detectável 
3-Inconclusivo 

4-Não Realizado 

5-Aguardando Resultado 
9-Ignorado 

Resultado do teste 

de RT-PCR/outro 
método por 

Biologia Molecular. 

Campo Essencial 

 
Este campo vi rá marcado com 5-Aguardando Resultado e estará habilitado se 

o campo 55-Coletou amostra? = 1. 

 

PCR_RESUL 

65-Data do Resultado RT-PCR/outro 
método por Biologia Molecular 

Date 
DD/MM/AAAA 

 Data  do Resultado 
RT-PCR/outro 

método por 

Biologia Molecular 

Campo Essencial 
 

Campo habilitado se selecionado categoria 1-Detectável, 2-Não Detectável 

ou 3-Inconclusivo em Resultado da RT-PCR/outro método por Biologia 
Molecular. 

 

Data deve ser >= a data da coleta- campo 56. 

DT_PCR 
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66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Positivo para Influenza? 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Resultado da RT-
PCR foi  positivo 

para  Influenza 

Campo Essencial 
 

POS_PCRFLU 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 

Se sim, qual Influenza? 

Varchar2(1) 1-Influenza A 

2-Influenza B 

Resultado 

diagnóstico do RT-

PCR para  o tipo de 
Influenza. 

Campo Essencial 

 

Habilitado se campo 66-Agente etiológico – RT_PCR/outro método por 
Biologia Molecular: Positivo para Influenza?  = 1. 

TP_FLU_PCR 

66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Se Influenza A, qual subtipo? 

Varchar2(1) 1-Influenza A(H1N1)pdm09 
2-Influenza A (H3N2) 

3-Influenza A não subtipado 
4-Influenza A não subtipável 

5-Inconclusivo 

6-Outro, especifique: 

Subtipo para 
Influenza A. 

 

Campo Essencial 
 

Habilitado se campo 66-Agente etiológico – RT_PCR/outro método por 
Biologia Molecular: Se sim, qual Influenza? = 1. 

PCR_FLUASU 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
Se Influenza A, qual subtipo? Outro, 

especifique: 

Varchar2 (30)  Outro subtipo para 

Influenza A. 

Campo Essencial 

 
Habilitado se Agente etiológico – RT-PCR/outro método por Biologia 

Molecular: 

Se Influenza A, qual subtipo? = 6. 

FLUASU_OUT 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
Se Influenza B, qual linhagem? 

Varchar2(1) 1-Victoria 

2-Yamagatha 
3-Não realizado 

4-Inconclusivo 

5-Outro, especifique: 

Linhagem para 

Influenza B. 
 

Campo Essencial 

 
Habilitado se campo 66-Agente etiológico – RT_PCR/outro método por 

Biologia Molecular: Se sim, qual Influenza? = 2. 

PCR_FLUBLI 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
Se Influenza B, qual linhagem? Outro, 

especifique: 

Varchar2 (30)  Outra  l inhagem 

para  Influenza B. 

Campo Essencial 

 
Habilitado se 66- Agente etiológico – RT-PCR/outro método por Biologia 

Molecular: 
Se Influenza B, qual linhagem? = 5. 

FLUBLI_OUT 

66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Positivo para outros vírus? 

Varchar2 (1) 1-Sim 
2-Não 

9-Ignorado 

Resultado da RT-
PCR foi  positivo 

para  outro vírus 

respiratório 

Campo Essencial 
 

POS_PCROUT 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
SARS-CoV-2    

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-
PCR para  (SARS-CoV-

2). 

Campo Essencial 

 
Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

Biologia Molecular: 

Positivo para outros vírus? = 1. 

PCR_ SARS2    

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
VSR 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-
PCR para  (VSR). 

Campo Essencial 

 
Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

PCR_VSR 
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Biologia Molecular: 
Positivo para outros vírus? = 1 

66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Parainfluenza 1 

Varchar2 (1) 1-marcado pelo usuário 
Vazio - não marcado 

Resultado 
diagnóstico do RT-

PCR para  

Para influenza 1. 

Campo Essencial 
 

Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

Biologia Molecular: 
Positivo para outros vírus? = 1 

PCR_PARA1 

66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Parainfluenza 2 

Varchar2 (1) 1-marcado pelo usuário 
Vazio - não marcado 

Resultado 
diagnóstico do RT-

PCR para  
Para influenza 2. 

Campo Essencial 
 

Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 
Biologia Molecular: 

Positivo para outros vírus? = 1 

PCR_PARA2 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 

Parainfluenza 3 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-

PCR para  
Para influenza 3. 

 Campo Essencial 

 

Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 
Biologia Molecular: 

Positivo para outros vírus? = 1 

PCR_PARA3 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 

Parainfluenza 4 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-

PCR para  
Para influenza 4. 

Campo Essencial 

 

Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 
Biologia Molecular: 

Positivo para outros vírus? = 1 

PCR_PARA4 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 

Adenovírus 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-

PCR para  
Adenovírus. 

Campo Essencial 

 

Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 
Biologia Molecular: 

Positivo para outros vírus? = 1 

PCR_ADENO 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
Metapneumovírus 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-
PCR para  

Metapneumovírus. 

Campo Essencial 

 
Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

Biologia Molecular: 

Positivo para outros vírus? = 1 

PCR_METAP 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
Bocavírus 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-
PCR para  Bocavírus. 

Campo Essencial 

 
Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

Biologia Molecular: 

Positivo para outros vírus? = 1 

PCR_BOCA 

66- Agente etiológico – RT-PCR/outro 

método por Biologia Molecular: 
Rinovírus 

Varchar2 (1) 1-marcado pelo usuário 

Vazio - não marcado 

Resultado 

diagnóstico do RT-
PCR para  Rinovírus. 

 Campo Essencial 

 
Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

PCR_RINO 
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Biologia Molecular: 
Positivo para outros vírus? = 1 

66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Outro vírus respiratório, especifique: 

Varchar2 (1) 1-marcado pelo usuário 
Vazio - não marcado 

Resultado 
diagnóstico do RT-

PCR para  Outro 

vírus  respiratório. 

Campo Essencial 
 

Habilitado se campo 66- Agente etiológico – RT-PCR/outro método por 

Biologia Molecular: 
Positivo para outros vírus? = 1 

PCR_OUTRO 

66- Agente etiológico – RT-PCR/outro 
método por Biologia Molecular: 

Outro vírus respiratório (Descrição) 

Varchar2 (30)  Nome do outro 
vírus  respiratório 

identificado pelo 
RT-PCR. 

Campo Essencial 
 

Habilitado se 66- Agente etiológico – RT-PCR/outro método por Biologia 
Molecular: 

Outro vírus respiratório, especifique: 

DS_PCR_OUT 

67-Laboratório que realizou RT-

PCR/outro método por Biologia 

Molecular 
Código (CNES) 

Varchar2 (7) Tabela com códigos CNES e 

nomes dos  Laboratórios 

cadastrados no sistema. 

Laboratório 

responsável pela 

l iberação do 
resultado do teste 

diagnóstico (RT-

PCR) da  amostra do 
paciente. 

Campo Essencial 

 

Habilitado se selecionado categoria 1-Detectável, 2-Não Detectável ou 3-
Inconclusivo em 66-Resultado da RT-PCR/outro método por Biologia 

Molecular. 

 
Preenchendo o nome do Laboratório, o código é preenchido 

automaticamente, ou vice-versa. 

LAB_PCR OU 

CO_LAB_PCR 

68- Tipo de Amostra Sorológica para 

SARS-Cov-2 

Number(3) 1- Sangue/plasma/soro   

2-Outra , qual?  

9-Ignorado                                                                        

Tipo de amostra 

sorológica que foi 

coletada. 

Campo Essencial 

 

TP_AM_SOR 

 

Tipo de Amostra Sorológica para SARS-

Cov-2/Outra, qual? 

  Descrição do tipo 

da  amostra cl ínica, 
caso diferente das 

l i stadas na 
categoria um (1) do 

campo.  

 

Campo Essencial 

 
Campo habilitado se selecionado categoria 2-Outra, qual?  

em Tipo de Amostra Sorológica. 

SOR_OUT 

69- Data da coleta Data  

DD/MM/AAAA 

 Data  da coleta do 

material para 
diagnóstico por 

Sorologia.  

 

Campo Essencial 

 
Habilitado de campo 55-Coletou amostra? = 1. 

 

Data  deve ser maior ou igual a  2-Data de 1ºs sintomas e menor ou igual a  
data  da digitação (atual). 

DT_CO_SOR 

70- Tipo de Sorologia para SARS-Cov-2 Number(3) 1-Teste rápido  
2-El i sa   

3- Quimi luminescência 

4- Outro, qual 

Tipo do Teste 
Sorológico que foi 

rea lizado 

Campo Essencial 
 

 

TP_SOR 
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70- Tipo de Sorologia para SARS-Cov-2 Varchar 2(100)    Descrição do tipo 
de Teste Sorológico 

Campo Essencial 
Campo habilitado se selecionado categoria 4-Outro, qual?  

em Tipo de  Sorologia. 

OUT_SOR 

70- Tipo de Sorologia para SARS-Cov-

2/Outro, qual? 

Varchar 2(100)    Outro tipo de 

amostra  Sorológica 

 SOR_OUT           

70- Resultado do Teste Sorológico para 

SARS-CoV-2:     

Varchar2(1) 1-Pos i tivo   

2-Negativo  

3-Inconclusivo   
4-Não realizado    

5-Aguarda resultado  
9 Ignorado 

Resultado da 

Sorologia para 

SARS-CoV-2 

Campo Essencial 

 

 

RES_ SOR 

70- Resultado do Teste Sorológico para 
SARS-CoV-2:     

Varchar2(1) IgG Resultado da 
Sorologia para 

SARS-CoV-2 

Campo Essencial 
 

RES_IGG 

70- Resultado do Teste Sorológico para 

SARS-CoV-2:     

Varchar2(1) IgM Resultado da 

Sorologia para 

SARS-CoV-2 

Campo Essencial 

 

RES_IGM 

70- Resultado do Teste Sorológico para 

SARS-CoV-2:     

Varchar2(1) IgA Resultado da 

Sorologia para 
SARS-CoV-2 

Campo Essencial 

 

RES_IGA 

71- Data do Resultado Date 
DD/MM/AAAA 

 Data  do Resultado 
do Teste Sorológico 

Campo Essencial 
 

Data deve ser maior ou igual a 69- Data da Coleta 

 

DT_RES 

72-Classificação final do caso Varchar2(1) 1-SRAG por influenza 

2-SRAG por outro vírus 
respiratório 

3-SRAG por outro agente 
etiológico, qual:  

4-SRAG não especificado 

5-SRAG por COVID-19 

Diagnóstico final do 

caso. 
 

 
 

Se tiver resultados 

divergentes entre 
as  metodologias 

laboratoriais, 

priorizar o 
resultado  do  RT-

PCR. 

Campo Obrigatório 

 
 

CLASSI_FIN 

72-Classificação final do caso  

3-SRAG por outra causa , qual: 

Varchar2(30)  Descrição de qual 

outro agente 

etiológico foi 
identificado 

Campo Obrigatório 

 

Se campo 72-Classificação final do caso = 3. 
 

CLASSI_OUT 
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Habilitado se campo 72-Classificação final do caso = 3. 

73–Critério de Encerramento Varchar2(1) 1. Laboratorial 

2. Cl ínico Epidemiológico 
3. Cl ínico 

4. Cl ínico Imagem 

 

Indicar qual o 

cri tério de 
confi rmação. 

Campo Essencial 

 

CRITERIO 

74–Evolução do caso Varchar2(1) 1-Cura  

2-Óbito 
3- Óbito por outras causas 

9-Ignorado 

Evolução do caso Campo Essencial 

 

EVOLUCAO 

75–Data da alta ou óbito Date 

DD/MM/AAAA 

 

Data  da alta ou 

óbito 

Campo Essencial 

 
Data da alta ou do óbito deve ser > ou = a  data dos primeiros sintomas e <= 

a  data da digitação (atual). 

 
Habilitado se campo 74- Evolução do caso = 1 ou 2. 

DT_EVOLUCA 

76-Data do Encerramento Date 
DD/MM/AAAA 

 Data  do 
encerramento do 

caso. 

Campo Obrigatório 
 

Se o campo 72- Classificação final do caso estiver preenchido. 

 
Data do encerramento deve ser > ou = a  data do preenchimento. 

 

Data  do encerramento deve ser < ou = a  data da digitação (atual). 

DT_ENCERRA 

77- Número D.O   Número da 

Declaração de 
Óbito 

Campo Essencial 

 
Habilitado se o campo 74- Evolução do caso = 2 

 

NU_DO 

78-Observações Varchar2(999)  Outras  observações 

sobre o paciente 
cons ideradas 

pertinentes. 

Campo Opcional 

 

OBSERVA 

79-Profissional de Saúde Responsável Varchar2(60)  Nome completo do 

profissional de 

saúde (sem 
abreviações) 

responsável pela 

noti ficação. 

Campo Essencial NOME_PROF 

80-Registro Conselho/Matrícula Varchar2(15)  Número do 

conselho ou 
matrícula do 

Campo Essencial REG_PROF 
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profissional de 
saúde responsável 

pela notificação 

(Ex: CRM/RJ 1234) 

Data da digitação Date 

DD/MM/AAAA 

 Data  de inclusão do 

registro no sistema. 

Campo Interno 

 
Preenchido automaticamente pelo s istema com a  data da digitação da ficha. 

Não é a  data de preenchimento da ficha manualmente e sim a data em que 

é digitado no sistema. 
Não é atualizada se houver alterações posteriores de dados. 

DT_DIGITA 
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APÊNDICE B

Esse apêndice mostra a ficha que é preenchida do paciente que deu entrada do

sistema único de saúda, o SUS.



      

         
MINISTÉRIO DA SAÚDE 

SECRETARIA DE VIGILÂNCIA EM SAÚDE 

Nº 
 
SIVEP Gripe - SISTEMA DE INFORMAÇÃO DE VIGILÂNCIA EPIDEMIOLÓGICA DA GRIPE 

FICHA DE REGISTRO INDIVIDUAL - CASOS DE SÍNDROME RESPIRATÓRIA AGUDA GRAVE HOSPITALIZADO-   27/07/2020 
 

 

CASO DE SÍNDROME RESPIRATÓRIA AGUDA GRAVE (SRAG-HOSPITALIZADO): Indivíduo com *SG que apresente: 
dispneia/desconforto respiratório OU pressão persistente no tórax OU saturação de O2 menor que 95% em ar ambiente OU 
coloração azulada dos lábios ou rosto. (*SG: Indivíduo com quadro respiratório agudo, caracterizado por pelo menos dois (2) dos 

seguintes sinais e sintomas: febre (mesmo que referida), calafrios, dor de garganta, dor de cabeça, tosse, coriza, distúrbios  olfativos 
ou gustativos). 
Para efeito de notificação no Sivep-Gripe, devem ser considerados os casos de SRAG hospitalizados ou os óbitos por SRAG 

independente de hospitalização. 
 

1  
Data do preenchimento da ficha de notificação:  
____|____|_______ 

2  
Data de 1ºs sintomas  
____|____|_______ 

3  UF:        4  Município: 
_____________________________________________ 

Código (IBGE): 
__|__|__|__|__|__           __|__  

5  Unidade de Saúde: Código (CNES): 

 _________________________________       __|__|__|__|__|__|__ 

D
ad

o
s 

d
o

 P
ac

ie
n

te
 

6  CPF do cidadão:  __|__|__|__|__|__|__|__|__|__|__|__|__|__|__ 

7  Nome: ______________________________________________ 8  Sexo:  |__|1- Masc. 2- Fem. 9- Ign 
9  Data de nascimento:  

____|____|_______ 
10  (Ou) Idade:  __|__|__ 

1-Dia   2-Mês   3-Ano  |__| 
11  Gestante:  |__| 

   1-1º Trimestre     2-2º Trimestre     3-3º 
Trimestre 
 4-Idade Gestacional Ignorada         5-Não 
 6-Não se aplica     9-Ignorado 

12  Raça/Cor:  |__|  1-Branca   2-Preta   3-Amarela   4-Parda   5-Indígena   9-Ignorado        
13 1 Se indígena, qual etnia? _________________________________ 

14 1 Escolaridade:  |__| 0-Sem escolaridade/Analfabeto      1-Fundamental 1º ciclo (1ª a 5ª série)    2- Fundamental 2º ciclo (6ª a 9ª série)         
                                                 3-Médio (1º ao 3º ano)                                4-Superior                    5-Não se aplica     9-Ignorado  

15 1 Ocupação: __________________________ 16  Nome da mãe:____________________________ 

D
ad

o
s 

d
e 

re
si

d
ên

ci
a 

17  CEP:  __|__|__|__|__ - __|__|__ 

18 1 UF:  __|__ 19  Município: _____________________________     Código (IBGE):  __|__|__|__|__|__ 
20  Bairro: 21  Logradouro (Rua, Avenida, etc.): 22  Nº: 

 ___________________________  ________________________________________      _____    

23  Complemento (apto, casa, etc...): 24  (DDD) Telefone: 
 ______________________________________________  __|__ - __|__|__|__|__|__|__|__|__ 

25  Zona:  |__|1-Urbana    2-Rural    3-Periurbana    9-Ignorado 26  País: (se residente fora do Brasil) _____________________________ 

D
ad

o
s 

C
lín

ic
o

s 
e 

Ep
id

em
io

ló
gi

co
s 

27  Paciente tem histórico de viagem internacional até 14 dias antes do início dos sintomas?|_|1-Sim 2-Não 9-Ign 

28  Se sim: Qual país? _____________________ 29 2 Em qual local? _____________________________ 

30  Data da viagem: ___|___|____ 31  Data do retorno: ___|___|____ 
32  É caso proveniente de surto de SG que evoluiu para SRAG? |__|             1-Sim    2-Não    9-Ignorado 

33  Trata-se de caso nosocomial (infecção adquirida no hospital)?  |__|  1-Sim   2-Não    9-ignorado 

34   Paciente trabalha ou tem contato direto com aves, suínos, ou outro animal? |__|   1-Sim    2-Não 

|__|3- Outro, qual________________________  9-ignorado 

35  Sinais e Sintomas:  1-Sim    2-Não    9-ignorado          |__| Febre          |__| Tosse        |__| Dor de Garganta     |__| Dispneia      

|__| Desconforto Respiratório |__| Saturação O2< 95% |__| Diarreia |__| Vômito |__|Dor abdominal |__| Fadiga                              

|__| Perda do olfato                   |__| Perda do paladar         |__| Outros__________________________________ 
 

36  Possui fatores de risco/comorbidades?  |__|  1-Sim    2-Não    9-Ignorado     Se sim, qual(is)? (Marcar X) 
|__| Puérpera (até 45 dias do parto)          |__| Doença Cardiovascular Crônica    |__| Doença Hematológica Crônica  

|__| Síndrome de Down                                |__| Doença Hepática Crônica               |__| Asma 
|__| Diabetes mellitus                                    |__| Doença Neurológica Crônica         |__| Outra Pneumopatia Crônica 
|__| Imunodeficiência/Imunodepressão   |__| Doença Renal Crônica                    |__| Obesidade, IMC |_____| 

|__| Outros ______________________ 
37  Recebeu vacina contra Gripe na última campanha? 38  Data da vacinação: 

             |__|  1-Sim    2-Não    9-Ignorado      ____|____|________ 

Se < 6 meses:  a mãe recebeu a vacina?        |__|   1-Sim     2-Não    9-Ignorado              Se sim, data:   ____|____|________ 

                            a mãe amamenta a criança?  |__|   1-Sim     2-Não    9-Ignorado 
 

  Se >= 6 meses e <= 8 anos: 

Data da dose única 1/1:  ____|____|______ (dose única para crianças vacinadas em campanhas de anos anteriores) 
             Data da 1ª dose:  ____|____|______ (1ª dose para crianças vacinadas pela primeira vez) 
            Data da 2ª dose:  ____|____|______ (2ª dose para crianças vacinadas pela primeira vez 

  



  

D
ad

o
s 

d
e 

A
te

n
d

im
en

to
 

39  Usou antiviral para gripe?  |__| 40  Qual antiviral? |__|  1-Oseltamivir      41  Data início do tratamento 
           1-Sim    2-Não    9-Ignorado 2-Zanamivir  3-Outro, especifique:______________ ____|____|_________ 

42  Houve internação?  |__| 43  Data da internação por SRAG: 44 8 UF de internação: 
            1-Sim    2-Não    9-Ignorado                      ____|____|__________          __|__ 

45          Município de internação: ______________________________       Código (IBGE):__|__|__|__|__|__ 
46           Unidade de Saúde de internação:________________________       Código (CNES):__|__|__|__|__|__|__ 

47  Internado em UTI?  |__| 48  Data da entrada na UTI: 49  Data da saída da UTI: 

 1-Sim    2-Não    9-Ignorado                      ____|____|_______  ____|____|_______ 
50  Uso de suporte ventilatório:  

|__|1-Sim, invasivo   2-Sim, não invasivo 

            3-Não                  9-Ignorado 

51  Raio X de Tórax:  |__| 
1-Normal   2-Inflitrado intersticial   3-Consolidação               
4-Misto      5-Outro:_____________________________               
6-Não realizado                     9-Ignorado 

52  Data do Raio X: 
____|____|_______ 

53  Aspecto Tomografia|__|   1-Tipico COVID-19         2- Indeterminado COVID-19   

 3- Atípico COVID-19                   4-Negativo para Pneumonia      
 5-Outro_____________________________        6-Não realizado         9-Ignorado 

54  
Data da tomografia: 
____|____|_______ 

55  Coletou amostra  |__| 
1-Sim    2-Não    9-Ignorado 

56  Data da coleta: 
____|____|___ 

57  Tipo de amostra:  |__| 1-Secreção de Naso-orofaringe     
2-Lavado Bronco-alveolar   3-Tecido post-mortem            
4-Outra, qual? _______________________    5-LCR       9-Ignorado                                                                        

 

D
ad

o
s 

La
b

o
ra

to
ri

ai
s 

58  
Nº Requisição do GAL:  ___________________  59  

Tipo do teste para pesquisa de antígenos virais: 
|__|  1- Imunofluorescência (IF)    2- Teste rápido antigênico 

60  Data do resultado da pesquisa de antígenos: 
___|____|___                                                

61   Resultado da Teste antigênico: |__| 1-positivo 2-Negativo       

3-  Inconclusivo 4-Não realizado   5-Aguardando resultado    9-Ignorado 

62  Laboratório que realizou o Teste antigênico:                                                                Código (CNES): 
____________________________________________                                                  __|__|__|__|__|__|__ 

63  Agente Etiológico - Teste antigênico:      Positivo para Influenza? |__|   1-Sim   2-Não   9-Ignorado  

Se sim, qual influenza? |__|  1- Influenza A     2- Influenza B          Positivo para outros vírus?  |__|   1-Sim   2-Não   9-Ignorado 

Se outros vírus respiratórios qual(is)?  (marcar X) |__| SARS-CoV-2           |__| Vírus Sincicial Respiratório          |__| Parainfluenza 1          

|__| Parainfluenza 2          |__| Parainfluenza 3          |__| Adenovírus   |__| Outro vírus respiratório, especifique: ____________________________ 

64  Resultado da RT- PCR/outro método por 
Biologia Molecular:  |__|  

65  
Data do resultado RT-PCR/outro método por Biologia 
Molecular: ____|____|_______ 

 1-Detectável      2-Não Detectável     3-Inconclusivo     4-Não 
realizado    5-Aguardando resultado 9-Ignorado      

66  Agente Etiológico - RT-PCR/outro método por Biologia Molecular:    
Positivo para Influenza?       |__|   1-Sim   2-Não    9-Ignorado        Se sim, qual influenza?  |__|  1- Influenza A     2- Influenza B 

Influenza A, qual subtipo?    |__|   1-Influenza A(H1N1)pdm09        2-Influenza A/H3N2        3-Influenza A não subtipado 
                                                              4-Influenza A não subtipável      5-Inconclusivo                  6-Outro, especifique: _____________________ 

Influenza B, qual linhagem? |__|  1-Victoria   2-Yamagatha   3-Não realizado   4-Inconclusivo   5-Outro, especifique: __________________ 

Positivo para outros vírus?   |__|  1-Sim   2-Não   9-Ignorado              Se outros vírus respiratórios, qual(is)?  (marcar X) 

|__| SARS-CoV-2   |__| Vírus Sincicial Respiratório   |__| Parainfluenza 1  |__| Parainfluenza 2     |__| Parainfluenza 3    |__| Parainfluenza 4                    

|__|  Adenovírus   |__| Metapneumovírus   |__| Bocavírus  |__| Rinovírus    |__| Outro vírus respiratório, especifique: _______________________ 

67  Laboratório que realizou RT-PCR/outro método por Biologia Molecular:          Código (CNES): 

 ________________________________  __|__|__|__|__|__|__ 

68  Tipo de amostra sorológica para SARS-Cov-2: |__|  1- Sangue/plasma/soro   

2-Outra, qual? _______________________________________       9-Ignorado                                                                        
69  Data da coleta: 

____|____|_______          

70   Tipo de Sorologia para SARS-Cov-2:    |__| 1-Teste rápido  2-Elisa  3- Quimiluminescência 

 4- Outro, qual?_______________________________________________ 

Resultado do Teste Sorológico para SARS-CoV-2:    |__| IgG     |__|IgM   |__|IgA 
1-Positivo  2-Negativo 3-  Inconclusivo  4-Não realizado   5-Aguarda resultado 9 Ignorado 

71     Data do resultado:  

____|____|_______ 
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72  

Classificação final do caso:  |__|        
1-SRAG por influenza                  2-SRAG por outro vírus respiratório   
3-SRAG por outro agente etiológico, qual________________________________             
4-SRAG não especificado             5-SRAG por COVID-19    

73  Critério de Encerramento:|__|  
1- Laboratorial            2- Clínico Epidemiológico                           
3- Clínico                      4- Clínico-Imagem 
 

74  Evolução do Caso:  |__|   1-Cura               

2-Óbito       3-Óbito por outras Causas  
9-Ignorado 

75  Data da alta ou 
óbito:___|___|____ 

76  Data do Encerramento:            
____|____|______ 

 77  Número D.O: |__|__|__|__|__|__|__|__| - |__| 
 

78  OBSERVAÇÕES: 
 

79  Profissional de Saúde Responsável: 80  Registro Conselho/Matrícula: 
         _______________________________________________         __|__|__|__|__|__|__ 
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