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RESUMO

MARTINS, Vinícius Zacharias. Adaptação de Domínio em Rede Neural Pro-
funda para Segmentação Semântica de Minérios em Imagens de Microscopia
Ótica de Luz Refletida. 2024. 99 f. Tese (Mestrado em Ciências Computacionais) –
Instituto de Matemática e Estatística, Universidade do Estado do Rio de Janeiro, Rio de
Janeiro, 2024.

A caracterização mineral tem um papel importante na indústria de mineração por
fornecer dados e parâmetros visando apoiar o processamento eficiente e lucrativo de mi-
nérios. No entanto, as técnicas de caracterização de minérios requerem extensa análise de
imagem, tornando impraticável a segmentação manual das fases minerais em larga escala.
Assim, considerando o nível de exatidão fornecido pelos modelos de aprendizado profundo,
eles representam uma potencial solução para o problema de automatizar a caracteriza-
ção microestrutural de minérios. No entanto, o treinamento de modelos de aprendizado
profundo requer uma quantidade abundante de imagens anotadas. Além disso, modelos
supervisionados de aprendizado profundo treinados em dados de uma amostra de minério
específica, aqui chamada de domínio fonte, tendem a ter um desempenho ruim em amos-
tras de outros domínios. Nesse contexto, o domínio distinto costuma ser referido pelo
termo domínio alvo, em oposição ao domínio fonte. Por outro lado, diferenças entre os
domínios, o chamado deslocamento de domínio, podem surgir desde de discrepâncias na
composição mineral como até mesmo resultar de amostras de uma mesma jazida mineral
submetidas a processos de preparação distintos. Esta pesquisa se propõe a investigar o
uso da técnica de adaptação de domínio DANN (Domain Adversarial Neural Network),
baseada em treinamento adversarial, para melhorar a precisão da segmentação semântica
da rede neural DeepLabv3+ no domínio alvo. A tarefa da rede é discriminar pixels de
minério de pixels contendo resina em imagens de microscopia ótica de luz refletida do do-
mínio alvo. Para esse propósito, o treinamento do modelo depende de imagens anotadas
do domínio fonte e imagens não rotuladas do domínio alvo. Experimentos preliminares
de validação cruzada entre domínios distintos, treinamento com dados de um domínio e
teste em dados de um domínio distinto, revelaram uma dificuldade pronunciada na gene-
ralização do modelo. Este fato é motivador desta avaliação do potencial da adaptação de
domínio na tentativa de preencher a perda de desempenho provocada pelos deslocamento
entre domínios cruzados. Os resultados da adaptação de domínio mostraram que parte
significativa dos modelos treinados com o framework DANN apresentaram métricas de
performance consideravelmente acima do baseline de validação cruzada, atingindo ganhos
de F1 de aproximadamente 38% e 33% nos dois melhores casos. Entretanto, nestes mes-
mos experimentos, apesar de ter funcionado muito bem para alguns casos, a adaptação de
domínio não funcionou consistentemente para todas as combinações fonte e alvo testadas.
Este resultado pode ser um indício de que a intensidade do deslocamento entre os domí-
nios fonte e alvo possa ser um limitador importante no sucesso do método de adaptação
de domínio.

Palavras-chave: aprendizagem profunda, segmentação semântica, adaptação de do-
mínio, microscopia, caracterização de minério, minério de ferro, mi-
nério de cobre.



ABSTRACT

MARTINS, Vinícius Zacharias. Domain Adaptation in Deep Neural Networks
for Semantic Segmentation of Mineral Particles in Reflected Light Microscopy
Images.. 2024. 99 f. Tese (Mestrado em Ciências Computacionais) – Instituto de
Matemática e Estatística, Universidade do Estado do Rio de Janeiro, Rio de Janeiro,
2024.

In the mining industry, mineral characterization provides data and parameters to sup-
port efficient and profitable ore processing. However, mineral characterization techniques
usually require extensive image analysis, making manual large-scale image segmentation
of mineral phases impractical. Thus, considering the accuracy level provided by deep
learning models, they represent a potential solution to the problem of automating mine-
ralogical ore characterization. However, training deep learning models requires abundant
annotated images. Besides, supervised deep learning models trained on data of a gi-
ven ore sample, herein called the source domain, tend to perform poorly on a sample
of another domain. In this context, the distinct domain is usually referred to as tar-
get domain, in opposition to source domain. In addition, in such application context,
domain divergences, the so-called domain shift, may emerge from differences in mineral
composition or even result from samples of the same mineral deposit submitted to distinct
preparation processes. This research proposes the investigation of the domain adaptation
technique DANN (Domain Adversarial Neural Network), based on adversarial training, to
improve the classification accuracy of a DeepLabv3+ neural network model for semantic
segmentation in the target domain. The task for the model is to discriminate ore and
resin pixels in reflected light optical microscopy images of the target domain. Prelimi-
nary cross-validation experiments between different domains, training with data from one
domain and testing on data from a different domain, revealed a pronounced difficulty
in model’s generalization. This fact motivates the herein presented research regarding
evaluation of the potential of domain adaptation as an attempt to compensate for the
loss of performance caused by cross-domain shifts. The results of the domain adaptation
showed that a significant part of the models trained with the DANN framework presented
performance metrics considerably above the cross-validation baseline, achieving F1 score
gains of approximately 38% and 33% in the best cases. However, in these same experi-
ment set, despite that relative success, domain adaptation did not work consistently for
all source and target combinations. This result may be an indication that the intensity
of the displacement between the source and target domains may limit the success of the
domain adaptation method.

Keywords: deep learning, semantic segmentation, domain adaptation, micros-
copy, ore characterization, iron ore, copper ore.
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INTRODUÇÃO

O aproveitamento de um minério está diretamente ligado ao conhecimento sobre suas

características intrínsecas, como a composição e as propriedades físico-químicas. Por isso,

a caracterização de minérios é extremamente importante na indústria de mineração para

fornecer dados e parâmetros necessários para o dimensionamento assertivo de toda a rota

de bene�ciamento do minério. Além disso, a otimização dos processos leva a um correto

gerenciamento de resíduos, permitindo reduzir eventuais impactos ambientais. O objetivo

dessa etapa de análise é determinar e quanti�car toda a assembleia mineralógica, de�nindo

quais são os minerais de interesse e de ganga1, assim como sua distribuição no minério.

A maneira de se caracterizar uma amostra de minério varia muito com a própria mine-

ralogia e as propriedades inerentes ao minério, bem como com os objetivos e a abrangência

da caracterização. Além disso, a caracterização de uma amostra de minério é executada

em vários estágios, com forte interdependência entre si. De maneira geral, os estágios de

caracterização que são executados mais frequentemente são: fracionamento da amostra,

identi�cação das fases, quanti�cação dos minerais e determinação da liberação. Informa-

ções mais detalhadas sobre cada uma dessas etapas podem ser encontradas no trabalho

de LUZ; SAMPAIO; FRANÇA (2010). Ainda assim, são apresentadas a seguir breves

de�nições de cada uma das etapas:

ˆ Fracionamento da Amostra: Esta etapa tem como objetivo facilitar a identi�cação

dos minerais através da sua individualização e concentração, melhorar a quanti�ca-

ção das fases e estabelecer certas propriedades físicas dos minerais previamente.

ˆ Identi�cação das Fases: Essa etapa, como o próprio nome já diz, consiste na iden-

ti�cação das fases dos minerais que são concentrados na etapa de fracionamento.

Existem diversas técnicas analíticas para a identi�cação dos minerais, sendo a mi-

croscopia ótica e eletrônica de varredura e a difração de raios X as mais utilizadas.

É nesta etapa da caracterização que este trabalho se encaixa, com o objetivo de

substituir a análise individual e manual de imagens de microscopia ótica por uma

1Minerais que não possuem valor comercial relevante.
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rede neural profunda totalmente escalável.

ˆ Quanti�cação dos Minerais: O objetivo desta etapa é quanti�car a presença dos

minerais na amostra. Nesta etapa é fundamental que se tenha em mente as reais

necessidades do projeto, uma vez que uma quanti�cação mais simpli�cada, com

maior erro e agrupando um conjunto de minerais, pode ser satisfatória e passível

de ser realizada em uma pequena fração do tempo e dos recursos analíticos de uma

análise completa.

ˆ Determinação da Liberação: Esta etapa tem como objetivo veri�car a liberação das

fases de interesse em relação às de ganga, sendo frequentemente calculada a partir

dos dados das três etapas anteriores e veri�cada em diversas faixas de tamanho de

partículas. A liberação é uma das informações mais importantes na caracterização.

A microscopia de luz transmitida (MLT) e re�etida (MLR) (CALDAS et al., 2024)

(PASCARELLI et al., 2024) são as duas principais técnicas utilizadas na identi�cação de

minérios. Na microscopia de luz transmitida, a fonte de luz encontra-se na parte inferior

do microscópio, que, ao atravessar a amostra do mineral, permite que esta seja obser-

vada. Desta forma, são observadas as características das rochas e minerais quando estes

são atravessados pela luz. As observações no microscópio de luz transmitida apenas são

possíveis com amostras que sejam não-opacas, ou seja, quase transparentes. Por outro

lado, os microscópios de luz re�etida possuem a fonte de luz e a captação da imagem

posicionados no mesmo lado da amostra. Dessa forma, a imagem observada é o resul-

tado da re�exão da luz sobre o material. Portanto, os minerais opacos são estudados

com o microscópio de luz re�etida. A caracterização de minérios de ferro é usualmente

realizada através da técnica de microscopia de luz re�etida, já que as principais fases

ferrosas (hematita, magnetita e goetita) são opacas e facilmente identi�cadas pelas suas

re�ectâncias características. No entanto, a discriminação entre partículas de quartzo e

outros minerais não opacos, usualmente considerados como ganga, e a resina impregnada

na amostra é uma tarefa árdua, já que estas possuem re�ectâncias especulares similares.

(LUZ; SAMPAIO; FRANÇA, 2010)
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Além disso, técnicas manuais para caracterização de minérios requerem a análise indi-

vidual de amostras por pro�ssionais, inviabilizando a segmentação de fases minerais em

larga escala. Desta forma, a aplicação de modelos computacionais de aprendizagem pro-

funda representa uma potencial solução para o problema de caracterização de minérios.

Estes modelos são considerados estado da arte na área de inteligência arti�cial, devido à

sua alta capacidade de identi�cação de padrões em problemas extremamente complexos,

especialmente na área de visão computacional, como por exemplo detecção de objetos,

classi�cação de imagens e segmentação semântica. De maneira simplista, esses mode-

los de aprendizagem profunda são caracterizados por redes neurais com uma quantidade

de camadas relativamente alta quando comparado com modelos mais antigos. A grande

quantidade de camadas e parâmetros treináveis permite a extração e processamento de

uma maior quantidade de informações e padrões nas amostras de entrada.

No entanto, apesar do sucesso dos modelos de aprendizagem profunda em problemas

complexos de visão computacional, tais modelos são conhecidos por demandar uma quan-

tidade extremamente alta de imagens anotadas para treinamento. Em problemas de seg-

mentação semântica, por exemplo, as imagens da base de dados de treinamento devem ser

classi�cadas previamente pixel a pixel. Essa grande quantidade de informação requerida

para o processo de treinamento muitas das vezes acaba inviabilizando a aplicação desse

tipo de abordagem em diversos problemas práticos. (WITTICH; ROTTENSTEINER,

2019)

Além disso, modelos de aprendizagem profunda treinados com amostras de um do-

mínio especí�co tendem a performar muito mal quando validados em amostras de um

outro domínio que não foram apresentadas ao modelo durante o processo de treinamento

(FILIPPO et al., 2021). No contexto da análise de minérios, domínios distintos podem ser

de�nidos por discrepâncias na composição mineral ou até mesmo amostras de uma mesma

origem porém submetidas a processos de preparação diferentes. Outros fatores, como por

exemplo viés de amostragem, diferenças substanciais no conteúdo das imagens, ângulo

de visão, nível de brilho, escala de cores e ruído excessivo podem também diferir entre

domínios (STACKE et al., 2021). Dessa forma, a composição das imagens se torna muito
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diferente entre os domínios, tornando o modelo treinado com amostras de um domínio

especí�co, incapaz de generalizar a classi�cação das fases minerais. Esta diferença nas

distribuições dos domínios é conhecida na literatura comodomain shift ou domain gap,

e em língua portuguesa, pelo termo deslocamento entre domínios (VEGA et al., 2021).

As �guras 1a e 1b mostram de forma comparativa a diferença entre uma amostra de um

minério de ferro e minério de cobre, respectivamente. Nestas �guras podem ser observadas

diferenças de coloração, textura, brilho, contraste e forma, por exemplo.

(a) Minério de ferro. (b) Minério de cobre.

Figura 1 � Imagens de amostras minerais obtidas por microscopia de luz re�etida.

No contexto do problema de deslocamento entre domínios (domain shift), os domínios

são denominados como fonte (source) e alvo (target). O domínio source é aquele no

qual existe um número de imagens anotadas su�cientemente grande para treinar um

modelo. O domíniotarget, por outro lado, é aquele do qual não se possui anotações ou se

possui um número pequeno de imagens anotadas disponíveis para treinamento. O desa�o

é fazer com que o modelo treinado apenas com imagens anotadas do domíniosource

consiga generalizar a classi�cação sobre o domíniotarget, que não possui rótulos. Neste

trabalho, os rótulos do domíniotarget são utilizados apenas para cálculo de métricas de

performance, desta forma, não ajudam no supervisionamento do modelo. Cada domínio

é caracterizado por um espaço de atributos (features) X e uma distribuição de atributos

P(X ) correspondente. Quanto maior a distância e diferença entre as distribuições dos
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dois domínios, mais difícil tende a ser a generalização do modelo treinado com amostras

do domíniosource. (GANIN; LEMPITSKY, 2014)

Vários métodos alternativos foram estudados e propostos num passado recente para

resolver o problema de generalização entre domínios mencionado anteriormente. A grande

maioria desses métodos se baseia na técnica detransfer learning, que consiste basicamente

em utilizar informações e padrões aprendidos em determinada tarefa como informação

adicional para um problema diferente, mas relacionado. A estratégia detransfer learning

mais famosa e comumente aplicada em problemas de segmentação semântica consiste em

treinar uma rede profunda com as amostras do domíniosourcee utilizar algumas poucas

imagens anotadas do domíniotarget para realizar o ajuste �no dos pesos do classi�cador

(decoder). Essa estratégia tende a melhorar a exatidão de classi�cação do modelo sobre o

domínio target. No entanto, esse aumento de performance depende substancialmente da

quantidade de imagens anotadas do domíniotarget e da quantidade de classes a serem

inferidas pelo modelo.

Algumas técnicas de adaptação de domínio (Domain Adaptation - DA) baseadas em

treinamento adversarial foram aplicadas recentemente com o intuito de solucionar o pro-

blema de generalização entre domínios. A adaptação de domínio no contexto da aprendiza-

gem profunda (Deep Learning- DL) pode ser realizada de duas formas, através de adapta-

ção de aparência (appearance adaptation) ou adaptação de atributos (feature adaptation).

Appearance adaptation(WITTICH; ROTTENSTEINER, 2021) consiste na transforma-

ção das imagens do domíniotarget em imagens equivalentes estilizadas no domíniosource.

Dessa forma, as imagens transformadas teriam uma aparência similar àquelas do domínio

sourcee, consequentemente, um modelo treinado apenas com imagens do domíniosource

se torna capaz de classi�car as imagens estilizadas. No entanto, esse tipo de abordagem

possui certa predisposição a criar feições e alucinações que não condizem com os domínios

sourcee target, podendo limitar a performance dos classi�cadores. Por outro lado,feature

adaptation (LE et al., 2021) consiste no alinhamento dasfeatures extraídas das imagens

de entrada em um espaço latente defeatures comum aos dois domínios. Em tarefas de

segmentação semântica, a extração dasfeatures é frequentemente realizada através de
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uma rede neural convolucional, que reduz a dimensão das imagens de entrada, o assim

chamadoencoder.

O método de adaptação de domínio, tema de estudo desse trabalho, promove o ali-

nhamento dessasfeatures entre os dois domínios através de uma camada de reversão de

gradiente acoplada a um discriminador de domínio, geralmente posicionado nobottleneck

da rede. O funcionamento de todos esses componentes da rede, assim como a arquite-

tura geral, será explicado mais adiante. A ideia geral é que o treinamentoadversarial

entre o extrator de features e o discriminador de domínio promova o aparecimento de

features profundas que são discriminativas para o classi�cador e invariantes em relação

aos domínios, possibilitando assim a classi�cação das imagens não anotadas do domínio

target.

Motivado pelo trabalho de FILIPPO et al. (2021); que utilizou uma rede neural pro-

funda baseada na arquitetura DeepLabv3+ para realizar a segmentação semântica de

partículas minerais em imagens de microscopia de luz re�etida; e pelo trabalho de SOTO

et al. (2022); que utilizou adaptação de domínio em imagens de satélites para detecção

de desmatamento; o presente trabalho tem como objetivo a aplicação da técnica de adap-

tação de domínio do tipofeature adaptationpara a realização da segmentação semântica

em imagens de microscopia de luz re�etida de diferentes minérios de ferro e cobre com

diferentes con�gurações de aquisição.

Até o presente momento, este é o primeiro trabalho sobre segmentação semântica

de imagens de minérios baseado em aprendizagem profunda empregando a técnica de

adaptação de domínio viafeature adaptation.

De maneira geral, as principais contribuições desse trabalho para a área de aprendi-

zagem profunda são:

ˆ Avaliação comparativa dos resultados obtidos pela arquitetura DeepLabv3+ em re-

lação à arquitetura do tipo U-Net aplicados à tarefa de segmentação semântica de

minérios em imagens de microscopia de luz re�etida.

ˆ Análise da capacidade de generalização da rede neural do tipo DeepLabv3+ através

de experimentos de validação cruzada considerando diferentes conjuntos de dados.
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ˆ Análise da capacidade de generalização da rede neural do tipo DeepLabv3+ através

de experimentos de validação cruzada considerando modi�cações substanciais na

arquitetura.

ˆ Validação de uma rotina de treinamento generalizada para adaptação de domínio a

partir da reprodução dos resultados do estudo original.

ˆ Avaliação quantitativa e qualitativa dos resultados de adaptação de domínio aplica-

dos à tarefa de segmentação semântica de minérios em imagens de microscopia de

luz re�etida a partir da comparação entre os modelos treinados sobre os diferentes

domíniossourcee target.

O conteúdo desse trabalho está organizado da seguinte forma: A seção 1 apresenta a

descrição e formalização do problema de transferência de aprendizado (transfer learning)

e adaptação de domínio. A seção 2 apresenta os trabalhos disponíveis na literatura sobre

segmentação semântica e adaptação de domínio aplicados à caracterização de minérios.

A seção 3 expõe alguns conceitos fundamentais para uma melhor compreensão dos mé-

todos utilizados neste trabalho e dos resultados obtidos. A seção 4 descreve o método e

arquitetura da rede neural utilizada para a segmentação semântica. A seção 5 descreve

os experimentos e os conjuntos de dados utilizados, assim como todos os hiperparâmetros

considerados, de�ne as métricas utilizadas para avaliar os modelos e descreve a prepara-

ção das bases de dados. A seção 6 é dedicada à discussão e apresentação dos resultados

obtidos em cada um dos experimentos. A seção 6.4 apresenta as conclusões a respeito

dos resultados encontrados. Por �m, a seção 6.4 apresenta as oportunidades de trabalhos

futuros dentro desse tema de pesquisa.
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1 DESCRIÇÃO DO PROBLEMA

Todas as de�nições e conceitos apresentados neste capítulo são embasados no trabalho

de PAN; YANG (2010), cujo estudo fornece uma de�nição clara e aprofundada do pro-

blema de transferência de aprendizado (transfer learning). Os conceitos apresentados no

estudo são de extrema relevância para o entendimento do problema de adaptação de do-

mínio abordado neste trabalho, permitindo um melhor entendimento da relação entre os

diversos elementos do problema. Além disso, a compreensão formal do problema cientí�co

permite identi�car os desa�os e limitações inerentes a ele, e auxiliar no desenvolvimento

de estratégias e soluções para enfrentar o problema de maneira mais e�ciente.

Algoritmos tradicionais de aprendizado de máquina são construídos com base em da-

dos de treinamento previamente coletados, podendo ser rotulados ou não rotulados. A

classi�cação semissupervisionada aborda o problema de ter poucos dados rotulados para

construir um bom classi�cador, utilizando uma grande quantidade de dados não rotula-

dos e uma pequena quantidade de dados rotulados. No entanto, a grande maioria das

abordagens utilizadas no aprendizado semissupervisionado, cujos conjuntos de dados são

imperfeitos ou com baixa disponibilidade de amostras, assume que as distribuições dos da-

dos rotulados e não rotulados são as mesmas. Os métodos de transferência de aprendizado,

por sua vez, permitem que os domínios, tarefas e distribuições usados no treinamento e

teste sejam diferentes. No mundo real, é possível observar facilmente muitos exemplos de

transferência de aprendizado. Por exemplo, podemos descobrir que aprender a reconhecer

cães pode ajudar a reconhecer gatos. Da mesma forma, aprender a tocar violão pode

facilitar o aprendizado de guitarra. O estudo da transferência de aprendizado é motivado

pelo fato de que pessoas podem aplicar inteligentemente o conhecimento aprendido ante-

riormente em determinada tarefa para resolver novos problemas de maneira mais rápida

ou com soluções melhores.

Neste contexto, um domínioD consiste basicamente de dois componentes: um es-

paço de atributos X e uma distribuição marginal de probabilidadeP(X ), onde X =

f x1; :::; xng 2 X . Logo, X é o espaço de todos os objetos,x i representa o i-ésimo objeto

do conjunto eX é um objeto genérico do conjunto. De maneira geral, se dois domínios
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são diferentes, então eles podem apresentar diferentes espaços de atributos ou diferentes

distribuições marginais de probabilidade.

Dado um domínio especí�coD = fX ; P(X )g, uma tarefaT pode ser de�nida através

de dois componentes: um espaço de rótulosY e uma função objetivo preditivaf (�),

denotada porT = fY ; f (�)g. A função preditiva não é diretamente observável, mas pode

ser aprendida através dos dados de treinamentoD, que, por sua vez, consistem de pares

f x i ; yi g, onde x i 2 X e yi 2 Y . A função de classi�caçãof (�) é utilizada para inferir os

rótulos y, onde y = f (x), correspondente a um objeto especí�cox. Do ponto de vista

probabilístico, f (x) pode ser modelada comoP(yjx), que representa as probabilidades

relativas aos rótulos, dado que a entradax tenha sido observada.

Considerando a existência de apenas um domíniosource e um domínio target, a

de�nição formal dos dados de cada domínio é feita a seguir. Os dados do domínio

source são de�nidos por DS = f (xS1 ; yS1 ); :::; (xSn S
; ySn S

)g, onde xSi 2 X S representa

uma entrada que faz parte do conjunto de treinamento eySi 2 YS representa o rótulo

de classe correspondente. Analogamente, os dados do domíniotarget são de�nidos por

DT = f (xT1 ; yT1 ); :::; (xTn T
; yTn T

)g, ondexTi 2 X T e yTi 2 YT . Considerando restrições es-

pecí�cas na maioria das aplicações práticas, o número de elementos do conjunto de dados

do domínio target é muito menor que o dosource (0 � nT � nS).

Tendo em vista a de�nição dos termos anteriores, é possível formalizar o problema

de transferência de aprendizado da seguinte forma. Dado um domíniosource DS e uma

tarefa de aprendizagemTS, um domínio target DT e uma tarefa de aprendizagemTT , o

objetivo das técnicas de transferência de aprendizado é melhorar a aprendizagem da função

preditiva f T (�) sobreDT , utilizando conhecimento prévio sobreDS e TS, ondeDS 6= DT

ou TS 6= TT . Na presente apresentação, um domínio é de�nido pelo parD = fX ; P(X )g.

Portanto, a condiçãoDS 6= DT implica em XS 6= XT ou PS(X ) 6= PT (X ).

Analogamente à de�nição anterior, uma tarefa de aprendizagem é de�nida pelo par

T = fY ; P(Y jX )g, onde P(Y jX ) representa a probabilidade condicional de um objeto

genéricoX do conjunto pertencer a determinada classeY. Portanto, a condiçãoTS 6=

TT implica que YS 6= YT ou P(YSjX S) 6= P(YT jX T ). Quando os domíniossource e
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target são iguais (DS = DT ) e as tarefas de aprendizagem também são iguais (TS = TT ),

então o problema se torna um problema tradicional de aprendizado de máquina. Por

outro lado, quando os domínios são diferentes, então (1) o espaço de atributos entre os

domínios são diferentes (XS 6= XT ) ou (2) o espaço de atributos entre os domínios são

iguais mas a distribuição de probabilidade dos atributos entre os domínios são diferentes

(P(XS) 6= P(XT ), onde X Si 2 X S e X Ti 2 X T ).

Em último caso, quando as tarefas de aprendizagem de dois domínios especí�cosDS

e DT são diferentes (TS 6= TT ), então (1) o espaço de rótulos entre os domínios são

diferentes (YS 6= YT ) ou (2) a distribuição condicional de probabilidade entre os domínios

são diferentes (P(YSjX S) 6= P(YT jX T )), onde YSi 2 YS e YTi 2 YT .

Tendo em vista a extensão da área detransfer learning, podemos subdividi-la em

diferentes tipos de aplicações baseado na con�guração da tarefa de aprendizagem e da

disponibilidade de dados dos domíniossource e target. A transferência de aprendizado

pode ser classi�cada como indutiva, transdutiva e não-supervisionada.

No contexto da transferência de aprendizado indutiva, a tarefatarget é diferente da

tarefa source, independentemente se os domíniossource e target são diferentes. Nesse

caso, é necessário ter alguns dados rotulados do domíniotarget para criar um modelo

preditivo indutivo a ser utilizado nesse domínio. É possível ainda subdividir a transfe-

rência de aprendizado indutiva em duas categorias de acordo com a disponibilidade de

dados do domíniosource: aprendizagem multitarefa (multi-task learning) e aprendizagem

autoditada (self-taught learning). Na aprendizagem multitarefa há uma grande disponibi-

lidade de dados rotulados do domíniosourcee as tarefas dos domíniossourcee target são

aprendidas simultaneamente. Por outro lado, na aprendizagem autoditada não há dados

rotulados do domíniosourcee o espaço de rótulos pode ser diferente.

Na transferência de aprendizado transdutiva as tarefas de aprendizadosourcee target

são as mesmas, enquanto os domínios são diferentes. Nesse caso não há disponibilidade

de dados rotulados no domíniotarget, enquanto o domíniosource possui uma grande

quantidade de dados rotulados. A transferência de aprendizado transdutiva pode ser

subdividida em dois casos. (1) O primeiro caso ocorre quando o espaço de atributos
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dos domíniossource e target são diferentes (XS 6= XT ). O segundo caso, por sua vez,

ocorre quando os espaço de atributos entre os dois domínios são iguais (XS = XT ), no

entanto, a distribuição de probabilidade marginal dos dados de entrada são diferentes

(P(X S) 6= P(X T )).

No cenário de transferência de aprendizado não-supervisionada, a tarefatarget é di-

ferente da tarefasource, mas ambas estão correlacionadas. No entanto, o foco da trans-

ferência de aprendizado não-supervisionada é resolver tarefas de aprendizado do domínio

target de maneira exclusivamente não-supervisionada, utilizando, por exemplo, algorit-

mos de agrupamento e redução de dimensionalidade. Nesse caso, não há dados rotulados

disponíveis em ambos os domínios durante o treinamento.

As subdivisões da transferência de aprendizado, assim como a classi�cação de dispo-

nibilidade de dados para cada caso estão resumidas na Tabela 1.

Tabela 1 � Cenários da transferência de aprendizado. (PAN; YANG, 2010)

Transf. de Aprendizado Áreas Relacionadas Rótulos Source Rótulos Target Tarefas

Indutiva
Aprendizagem Multitarefa Disponível Disponível

Regressão,
Classi�cação

Aprendizagem Autodidata Não disponível Disponível
Regressão,
Classi�cação

Transdutiva
Adaptação de Domínio,
Sample Selection Bias,
Covariate Shift

Disponível Não disponível
Regressão,
Classi�cação

Não-supervisionada Não disponível Não disponível
Regressão,
Classi�cação

Tendo em vista toda a de�nição e as subdivisões da transferência de aprendizado, a

Adaptação de Domínio aplicada à segmentação semântica de imagens, tema de estudo

desse trabalho, é considerada um caso especí�co de transferência de aprendizado trans-

dutiva. Nesse cenário, embora o espaço de atributos seja o mesmo, as distribuições de

probabilidade marginais apresentam diferenças signi�cativas. Isso implica que o modelo

treinado no domíniosource não será diretamente aplicável ao domíniotarget, exigindo

a adaptação dos pesos e parâmetros para lidar com as variações nas distribuições de

probabilidade. Além disso, nesse caso há somente dados rotulados do domíniosource,

impedindo qualquer tipo de supervisionamento do domíniotarget.
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2 REVISÃO BIBLIOGRÁFICA

A utilização de modelos de aprendizagem profunda para análise de imagens na in-

dústria de mineração, ciência de materiais e engenharia conta com diversos trabalhos e

estudos acadêmicos. Um dos primeiros trabalhos baseados em técnicas de aprendizagem

profunda aplicado à mineralogia e ciência de materiais foi o estudo de MASCI et al.

(2012). Nesse trabalho, foi desenvolvida uma rede neural convolucional com camadas de

pooling para classi�cação supervisionada de defeitos no aço em imagens de inspeção. Os

resultados mostraram que o classi�cador atingiu uma taxa de erro de apenas 7%, 2 vezes

menor quando comparado ao modelo SVM. Além disso, o método proposto trabalha di-

retamente com as imagens brutas, evitando o gasto de tempo e poder computacional com

pré-processamento.

Tendo em vista o rápido desenvolvimento dos modelos de aprendizagem profunda nos

últimos anos, diversos autores se propuseram a aplicar esses modelos na área de ciência de

materiais em tarefas de segmentação semântica. JIANG et al. (2018) propôs um método

de segmentação semântica de grãos em imagens de arenito em três etapas. A primeira

etapa envolve a clusterização de imagens multiângulo emsuperpixels. A segunda etapa

envolve o treinamento de uma rede neural convolucional (CNN) para extrairfeatures dos

superpixels. A terceira etapa envolve a junção dossuperpixelsem grãos minerais usando

o algoritmo de agrupamento Fuzzy C-Means. Os resultados experimentais demonstraram

que asfeaturesextraídas pela CNN são mais adequadas para caracterizar os grãos minerais

de imagens de arenito e que o método de três etapas proposto é mais e�caz do que os

métodos de segmentação estado da arte.

LIU et al. (2020) propõem um novo método de segmentação de imagem de minério

para correias transportadoras, que combina os resultados de uma U-Net com uma ResU-

Net. Também foram utilizadas técnicas de pré-processamento, como �ltragem mediana

e equalização de histograma adaptativa para reduzir o ruído e extrair a região alvo. A

e�ciência e a precisão do método são demonstradas e validadas por comparação com os

métodos de segmentação de imagens existentes.

SVENSSON (2019) avaliou o desempenho de 5 modelos existentes para segmentação
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semântica de imagens de microscopia ótica de pelotas de minério de ferro. Os modelos

avaliados foram PSPNet, FC-DenseNet, DeepLabv3+, BiSeNet e GCN. O conjunto de

dados utilizado no estudo inclui 180 imagens de microscopia de pelotas de minério de

ferro coletadas de um forno experimental. O estudo também investigou o impacto do

tamanho do conjunto de dados e das técnicasdata augmentationno desempenho dos

modelos. Os resultados do estudo indicaram que o PSPNet é o modelo de CNN com

melhor desempenho, com uma precisão média de 91,7%. Além disso, o estudo descobriu

que técnicas simples dedata augmentation, como virar horizontal e verticalmente, podem

melhorar o desempenho dos modelos em média 3,4%.

LORENZONI et al. (2020) utilizou uma arquitetura do tipo U-Net para analisar a

microestrutura de compósitos cimentícios endurecidos por deformação em imagens de

tomogra�a computadorizada de raios-X de alta resolução. Essa aplicação requer uma

segmentação precisa das diferentes fases do material e outras características, o que re-

presenta uma tarefa complexa para os algoritmos convencionais de segmentação. Os

resultados obtidos foram promissores, visto que foi possível segmentar com precisão as

�bras de polímero e os vazios de ar das matrizes cimentícias.

FILIPPO et al. (2021) foi um dos estudos mais importantes e que serviu de motivação

para a aplicação do método de adaptação de domínio proposto nesta tese. O trabalho

apresentado no artigo descreve um método de segmentação semântica de pixel a pixel

usando uma arquitetura totalmente convolucional do tipo DeepLabv3+ para discriminar

minerais opacos e não-opacos da resina epóxi em imagens de microscopia de luz re�e-

tida. O modelo de aprendizagem profunda foi treinado e testado usando quatro conjuntos

diferentes de dados de imagens de minérios de cobre e ferro adquiridas com várias con-

�gurações experimentais. Os resultados dos experimentos mostraram um desempenho

relevante, com uma acurácia global e F1-scoresistematicamente acima de 90%, e até 94%

para alguns conjuntos de dados. Os autores também conduziram avaliações de validação

cruzada para analisar a capacidade de generalização do método para outros conjuntos,

no entanto, os resultados mostraram que as métricas de qualidade são muito baixas, po-

dendo atingir 1% de F1 na validação cruzada no pior caso. Esse resultado demonstra
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a alta sensibilidade das redes convolucionais ao conjunto de treinamento, resultando em

resultados ruins na generalização para outros conjuntos. Desta forma, faz-se necessária a

busca de soluções alternativas para alavancar a performance dos modelos de aprendizagem

profunda em conjuntos não utilizados no treinamento.

Ainda no contexto da segmentação semântica aplicada à imagens de minérios, CAI et

al. (2024) investigou a aplicação detransfer learning usando um modelo conhecido como

Swin Transformer (LIU et al., 2021). A transferência de aprendizado foi feita através

do pré-treinamento da rede com o conjunto de dados públicos de visão computacional

ImageNet-1K (DENG et al., 2009). A partir do pré-treinamento, osSwin Transformers

foram ajustados �namente para a classi�cação de cinco minerais metálicos (arsenopirita,

calcopirita, ouro, pirita e estibinita) em imagens de microscopia ótica. A comparação

foi realizada com 2 modelos de redes neurais convolucionais (CNNs): ResNet-50 (HE

et al., 2015) e MobileNetv2 (SANDLER et al., 2019). Os resultados mostraram uma

acurácia máxima de 92% para oSwin Transformer contra 91% e 81% para a ResNet-50

e MobileNetv2, respectivamente, indicando que o pré-treinamento foi útil para melhorar

a performance de classi�cação da rede.

Recentemente alguns autores publicaram novos estudos sobre segmentação semântica

de imagens aplicado à área de mineralogia. SUN et al. (2022), por exemplo, apresentou

uma nova abordagem para a segmentação de imagens visando determinar a distribuição

de tamanho de partículas de minérios triturados em engenharia prática. Oframework pro-

posto é e�ciente e leve, projetado para trabalhar em um ambiente de trabalho complexo

onde equipamentos de computação grandes e de alta potência não são viáveis. Os autores

propuseram uma rede neural chamada LosNet composta por umbackboneleve para ex-

tração defeatures, seguido por uma rede piramidal compacta para reduzir a complexidade

computacional e informações semânticas desnecessárias, e, por último, uma estrutura de

detecção otimizada para manter a precisão. Os resultados experimentais demonstraram

a e�cácia do modelo, atingindo uma precisão média de67; 68%na detecção de partículas

e 46; 74%na segmentação semântica, a 40frames por segundo.

No estudo de NIE; ZHANG; CAO (2022) foi proposto um método de detecção de tama-
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nho de partícula de areia de quartzo com base em uma rede de segmentação semântica de

aprendizado profundo do tipo ResNet-50. A rede segmenta imagens de areia e o tamanho

médio de partícula de areia de quartzo é obtido após converter o tamanho de partícula

em pixel para tamanho de partícula físico. Os resultados mostraram que a precisão de

validação da ResNet-50 foi superior a 97% e o valor de perda foi de aproximadamente 0.2

em valor absoluto. Em comparação com o Mobile-UNet e o DeepLab-Xception, o erro

médio de detecção de tamanho de partícula foi de aproximadamente 0.01 mm, o que foi

próximo aos resultados do software de calibração manual. Este método tem as vanta-

gens de amostragem rápida e baixo custo de equipamento, aumentando a e�ciência de

classi�cação de areia de quartzo e promovendo a automação do processo.

Os trabalhos desenvolvidos recentemente na área de segmentação semântica aplicada

à mineralogia e apresentados anteriormente se baseiam exclusivamente na abordagem su-

pervisionada. Esse tipo de abordagem demanda uma alta quantidade de imagens classi�-

cadas previamente pixel a pixel, o que torna inviável sua utilização em muitas aplicações

práticas. Além disso, modelos treinados com um tipo de imagem especí�co (domínio

source), tendem a performar de maneira muito ruim quando aplicados em outros tipos de

imagens (domíniotarget). Nesse contexto, um método alternativo para aumentar a per-

formance de generalização de modelos de aprendizagem profunda treinados com amostras

de apenas um domínio se torna necessário e bastante útil. Um dos métodos de referência

nesse tipo de problema e utilizado no estudo dessa tese é a DANN (Domain Adversarial

Neural Network), proposta por GANIN; LEMPITSKY (2014). Este método se baseia no

treinamento adversarial entre um extrator de features (encoder) e um discriminador de

domínio, de modo que o processo promova um alinhamento dasfeaturesdos dois domínios

no bottleneck da rede neural e, dessa forma, o classi�cador (decoder) consiga realizar a

classi�cação pixel a pixel adequadamente. Os resultados experimentais mostraram que

esse método apresentou métricas de qualidade satisfatórias em tarefas de classi�cação de

imagens, promovendo a adaptação dasfeatures. A ideia deste trabalho é utilizar o método

de feature adaptationproposto na segmentação semântica de imagens de minérios.

Apesar dos recentes avanços signi�cativos na área de visão computacional, poucos são
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os trabalhos que se propõem a abordar o problema de adaptação de domínio aplicada

à segmentação semântica, seja porfeature adaptation ou appearance adaptation. WIT-

TICH; ROTTENSTEINER (2019) explorou a adaptação de domínio em redes neurais

profundas para segmentação de imagens de sensoriamento remoto. A arquitetura utili-

zada consiste em uma rede totalmente convolucional profunda do tipoencoder-decodere

algumas variações comskip connections. Neste trabalho também foi avaliada a perfor-

mance da adaptação de domínio em função da posição do discriminador de domínio na

rede. Os resultados mostraram que ao conectar o discriminador em uma camada especí�ca

do encoder a segmentação teve uma melhora de performance. Além disso, as versões da

rede semskip connectionsapresentaram melhores resultados em termos de acurácia. Isso

se deve ao fato que asskip connectionpermitem o vazamento dos gradientes dodecoder

para o encoder, di�cultando a adaptação de domínio.

No contexto da medicina, DU et al. (2023) criou uma abordagem inovadora para re-

duzir artefatos metálicos em tomogra�as computadorizadas usando um método chamado

UDAMAR ( Unsupervised Domain Adaptation for Metal Artefact Reduction) baseado em

treinamento adversarial para adaptação de domínio. Artefatos metálicos em tomogra�as

computadorizadas causados por objetos metálicos, como por exemplo implantes, criam

listras e distorções, di�cultando a interpretação das imagens. Métodos tradicionais de

aprendizado profundo supervisionado para redução de artefatos metálicos (MAR) funci-

onam bem com dados simulados, mas têm di�culdades com dados do mundo real devido

às diferenças entre os dois. Além, disso a anotação desse tipo de dado possui custo

elevado, inviabilizando o treinamento supervisionado apenas com dados reais anotados.

Este método introduz uma perda de regularização não supervisionada em um método

típico MAR supervisionado. Isso ajuda a reduzir odomain gapentre artefatos metálicos

simulados e reais e, consequentemente, promove o alinhamento dasfeatures durante o

treinamento. Experimentos em conjuntos de dados clínicos de dentes e torso mostraram

que o UDAMAR supera tanto seu método base supervisionado MAR quanto dois métodos

não supervisionados de última geração. Indicando a potencial aplicação da adaptação de

domínio baseada em treinamentoadversarial em outras áreas de conhecimento além da
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mineralogia.

SOTO et al. (2022) avaliou a utilização da DANN na detecção de desmatamento

em biomas brasileiros. Essa aplicação é caracterizada por uma alta variabilidade das

imagens e desbalanceamento crítico entre as classes. Junto com a DANN foi aplicado

um método não-supervisionado depseudo-labelingbaseado emchange vector analysis

(CVA) para mitigar o problema de desbalanceamento das classes nas amostras do domínio

target. A comparação dos resultados mostrou que a solução proposta apresentou melhorias

na performance de classi�cação comparada com o resultadobaseline e com a DANN.

Além disso, quando comparada com outros métodos de adaptação de domínio, a solução

apresentada mostrou ganho de performance em praticamente todos os casos analisados.

Motivado pelos resultados de SOTO et al. (2022), SOTO et al. (2023) propôs o método

Weakly-supervised Domain Adversarial Neural Network(DANN WS), baseado na DANN,

para detecção de desmatamento. O objetivo é melhorar a discriminabilidade do espaço

de features da DANN utilizando pseudo-labels, que foram utilizados para proporcionar

um leve supervisionamento no balanceamento das classes do domíniotarget e também

para treinar o classi�cador defeaturesque compõe a estrutura geral da DANN. O estudo

utilizou uma arquitetura totalmente convolucional e avaliou os resultados da metodologia

proposta sobre diferentes regiões do bioma amazônico e do Cerrado brasileiro. Os resulta-

dos mostraram que a combinação da DANN com a utilização de rótulos de baixa qualidade

no domínio target (weak supervision) ocasionou melhoras na acurácia de classi�cação do

modelo em todos os cenários de validação cruzada analisados.

Este trabalho tem como objetivo desenvolver e avaliar um modelo de aprendizado

profundo que utiliza adaptação de domínio para a segmentação semântica de imagens de

minérios obtidas por microscopia de luz re�etida. O modelo, treinado em um domínio

especí�co, terá sua capacidade de generalização avaliada ao segmentar imagens de minérios

em diferentes domínios, eliminando a necessidade de rótulos adicionais. Após extensiva

busca na literatura, consideramos que para o nosso conhecimento este seja o primeiro

estudo sobre a utilização da adaptação de domínio na tarefa de segmentação semântica

através da aplicação de uma rede neural profunda para caracterização de minerais brutos.
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3 FUNDAMENTAÇÃO TEÓRICA

3.1 Classi�cação e Segmentação Semântica de Imagens

A classi�cação de imagens e a segmentação semântica estão entre as mais importantes

tarefas da área de visão computacional. A classi�cação de imagens consiste em atribuir

a uma imagem de entrada uma classe ou rótulo dentre um conjunto de categorias pre-

de�nidas. Um modelo de classi�cação de imagens, por exemplo, pode ser desenvolvido

e treinado para identi�car se uma imagem contém um carro ou avião, gato ou cachorro.

Desta forma, a saída de um sistema de classi�cação é uma etiqueta ou classe para cada

imagem de entrada.

A segmentação semântica, por outro lado, tem como objetivo atribuir para cada pixel

da imagem de entrada uma classe ou rótulo dentro de um conjunto de categorias pre-

de�nidas. Um modelo de segmentação semântica, por exemplo, pode ser desenvolvido e

treinado para classi�car os pixels de uma imagem de paisagem como céu, prédio, carro,

pessoa e rua.

De maneira resumida, a principal diferença entre classi�cação e segmentação semântica

é que a classi�cação produz um único rótulo de classe para toda a imagem, enquanto

a segmentação semântica produz um rótulo para cada pixel da imagem. A Figura 2

resume de maneira ilustrativa a diferença entre as duas tarefas. Pode ser observado uma

mesma imagem contendo um avião sendo simultaneamente submetida a um algoritmo

de classi�cação de imagens e de segmentação semântica. Na porção superior da Figura

2, um algoritmo de classi�cação produz um único rótulo sumarizando o conteúdo da

imagem de entrada. Por outro lado, na porção inferior da Figura 2 a mesma imagem

é alvo de um algoritmo de segmentação semântica. Podemos observar a saída fornecida

pela segmentação semântica em que os pixels rotulados como avião aparecem em um tom

avermelhado.

Com o objetivo de obter um melhor desempenho computacional nas tarefas de segmen-

tação semântica de imagens, algumas arquiteturas chamadas de totalmente convolucionais

(fully convolutional networks) (LONG; SHELHAMER; DARRELL, 2014) foram idealiza-
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Figura 2 � Diferença entre classi�cação e segmentação semântica.

Fonte: KIM; CHOUGH; PANDA (2021)

das. Essas arquiteturas, normalmente, usam uma estrutura do tipoencoder-decoder. No

encoder (codi�cador) a dimensão das imagens de entrada é reduzida por camadas convo-

lucionais e depooling, que sequencialmente extraem as características dos dados de en-

trada até uma região da arquitetura chamada debottleneck. No decoder(decodi�cador),

camadas de convoluções transpostas, ou interpolações bilinearesupsample, recuperam

sequencialmente as dimensões espaciais originais da imagem.

3.2 Convolução

O conceito matemático de convolução surgiu no cálculo diferencial, sendo muito utili-

zado na área de processamento de sinais e imagens. Trata-se de um operador linear que,

a partir de duas funções, produz uma terceira função que mede o grau de sobreposição

do deslocamento existente entre elas (BOYCE; DIPRIMA; MEADE, 2017). A operação

de convolução é de�nida matematicamente pela Equação 1.

[f � g](t) =
Z + 1

�1
f (� )g(x � � ) d� (1)

No contexto das redes neurais convolucionais (Convolutional Neural Networks- CNNs),

utilizam-se convoluções discretas materializadas através de um somatório ao invés de uma
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integral. Em cada posição, o �ltro (kernel) é multiplicado pelos valores dos pixels que

ele está cobrindo e esses resultados são somados, formando um único valor de saída para

a posição atual do centro do �ltro na imagem. Esse processo é repetido para todas as

coordenadas da imagem de entrada, deslizando o �ltro sobre a imagem horizontalmente e

verticalmente. Ao �nal de todo o processo um mapa de atributos é gerado com o número

de canais igual à quantidade de �ltros utilizados. Esse objeto resultante é conhecido como

mapa de atributos (feature map). Em algumas camadas da rede, esse mapa de atributos

é passado para uma função de ativação com o objetivo de introduzir relações não lineares

no modelo, resultando em um mapa de ativação (activation map). A Figura 3 mostra o

funcionamento da camada convolucional, através da projeção do �ltro sobre os mapas de

entrada e saída da camada. À esquerda da Figura 3, observa-se a entrada, onde aparece

realçado na cor azul um recorte relativo a um dado pixel de referência. No centro da

�gura, observamos okernel contendo os valores (pesos) do �ltro. Juntos, este recorte

submetido ao �ltro produz o valor do pixel de referência no mapa de atributos. Este pixel

aparece destacado pelo ponto verde na porção à direta na Figura 3.

Figura 3 � Funcionamento da camada convolucional.

Fonte: YANG et al. (2018)

As CNNs são construídas majoritariamente através da utilização de camadas convolu-

cionais, com o objetivo de extrair características em vários níveis da imagem de entrada e

produzir um mapa probabilístico para cada pixel. Os valores das entradas dokernel con-
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sistem de parâmetros treináveis que são ajustados a cada iteração durante o processo de

treinamento. De maneira geral, as características da imagem obtidas através da convolu-

ção podem ser de�nidas como a soma ponderada das características da entrada localizadas

aproximadamente no mesmo local do pixel de saída, sendo os pesos dessa soma os valores

do prório kernel. Dessa forma, o tamanho dokernel e o passo do deslizamento, também

conhecido comostride, são hiperparâmetros que in�uenciam diretamente no tamanho da

matriz de saída resultante da operação de convolução.

3.3 Convolução Dilatada

Em várias aplicações da área de visão computacional, especialmente em tarefas de

segmentação semântica, o contexto geral da imagem em diversas escalas carrega infor-

mações relevantes que devem ser utilizadas pelo modelo para se obter uma qualidade

dos resultados satisfatória. Isso signi�ca que objetos, características e feições não estão

completamente isolados na imagem. Existe uma inter-relação entre eles, chamada de con-

texto, que de�ne o sistema globalmente. Nesse tipo de aplicação em que se busca capturar

contextos globais, faz-se necessária a utilização de �ltros convolucionais maiores de modo

a aumentar o campo receptivo e capturar um maior contexto. Entretanto, a utilização

de �ltros de dimensões maiores impacta o custo computacional, já que a quantidade de

operações matemáticas de ponto �utuante cresce de forma quadrática. Em redes muito

profundas que lidam com imagens de entrada de dimensão relativamente alta, a utilização

de tais �ltros se torna muitas das vezes inviável. Isto impulsionou o uso das convoluções

dilatadas como forma de conter o custo computacional, além da incerteza causada pelo

aumento do número de parâmetros do modelo, ainda assim permitindo alcançar contextos

espaciais mais amplos.

As convoluções dilatadas, também conhecidas em inglês poratrous convolutions, são

um tipo de operação convolucional que permite um controle explícito sobre a resolução da

imagem de saída. Elas foram introduzidas pela primeira vez na arquitetura do DeepLabv3

em CHEN et al. (2017). As convoluções dilatadas têm a capacidade de ampliar o campo

receptivo dos �ltros convolucionais através da inserção de buracos ou espaços (zeros) nesse
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�ltro, incorporando contextos espaciais maiores sem aumentar o número de parâmetros

ou a quantidade de operações de ponto �utuante. O tamanho do campo receptivo, assim

como a quantidade de zeros inseridos na projeção do �ltro são controlados pela taxa de

dilatação (dilation rate). A Figura 4 ilustra a diferença entre a convolução convencional

e dilatada.

(a) Convolução convencional. (b) Convolução dilatada.

Figura 4 � Comparação entre a convolução convencional e convolução dilatada.

Fonte: HE et al. (2021)

3.4 Convolução Separável Dilatada

A convolução separável dilatada (atrous separable convolution) é uma camada utilizada

nas redes neurais de aprendizagem profunda para melhorar a e�ciência e velocidade de

processamento. Foi proposta inicialmente na terceira versão da arquitetura DeepLab

(CHEN et al., 2018) como uma forma de decomposição espacial que substitui a camada

de convolução convencional por uma série de operações mais simples, com o objetivo de

reduzir o número de parâmetros e operações necessárias, aumentando assim a velocidade

de treinamento e inferência do modelo. Além disso, a convolução separável dilatada

proporciona uma redução do risco deover�tting , devido à uma menor quantidade de

parâmetros treináveis.

As camadas convolucionais convencionais consistem em um conjunto de �ltros que

são deslizados sobre a imagem de entrada, produzindo um mapa de ativação na saída.
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Na convolução separável em profundidade (depthwise separable convolution), a operação

é decomposta em duas partes. Primeiramente, um �ltro com profundidade igual a um

opera separadamente em cada camada da entrada ao longo de sua profundidade. E,

em seguida, um �ltro pontual (pointwise convolution) realiza uma convolução 1� 1 para

combinar as saídas do primeiro �ltro. Assim, um �ltro que teriaw � h � c parâmetros

passa a demandarw � h + c parâmetros.

Na convolução separável dilatada, o primeiro �ltro, aquele que opera ao longo da pro-

fundidade, é substituído por um �ltro dilatado, permitindo a captura de um contexto

espacial maior com um número reduzido de parâmetros treináveis. Isso permite um equi-

líbrio entre quantidade de operações e tamanho do campo receptivo, tornando a operação

muito mais e�ciente do que uma convolução convencional. A Figura 5 mostra as convo-

lução utilizadas na técnica mencionada.

(a) Convolução convencional. (b) Convolução separável.

Figura 5 � Comparação entre a convolução convencional e convolução dilatada.

Fonte: https://www.paepper.com/blog/posts/depthwise-separable-convolutions-in-pytorch/

3.5 Atrous Spatial Pyramid Pooling

A ASPP (atrous spatial pyramid pooling) é uma estrutura utilizada em arquiteturas de

redes neurais de aprendizagem profunda com o objetivo de extrair características (featu-

res) em múltiplas escalas, sendo amplamente utilizada na área de visão computacional em

tarefas de segmentação semântica, detecção de objetos e classi�cação de imagens. Esse

módulo foi introduzido inicialmente na arquitetura DeepLab por CHEN et al. (2016) e

aprimorado nas versões subsequentes.
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A ASPP consiste na utilização de várias camadas de convolução dilatadas em paralelo

com diferentes taxas de dilatação, permitindo que a rede extraiafeatures em diferentes

escalas. Além das convoluções, a ASPP também possui uma camada deglobal average

pooling responsável por extrair informações de contexto global da imagem.

De maneira detalhada, a ASPP aprimorada na DeepLabv3+ (CHEN et al., 2018) con-

siste em uma convolução 1� 1 e três convoluções 3� 3 com taxas iguais a 6, 12 e 18 (todas

com 256 �ltros e batch normalization). As características resultantes são concatenadas

e passam por outra convolução 1� 1 (também com 256 �ltros ebatch normalization). A

Figura 6 mostra de forma esquemática a arquitetura da ASPP.

Figura 6 � Atrous spatial pyramid pooling.

Fonte: BENJDIRA et al. (2020)

3.6 Camada de Pooling

Em uma arquitetura de rede neural, as camadas convolucionais aplicam os �ltros

às imagens de entrada para criar mapas de ativação que representam as características

(features) extraídas. Camadas próximas à entrada da rede são responsáveis por extrair

características de mais baixo nível, como por exemplo linhas e bordas, enquanto que

camadas mais profundas são responsáveis por extrair características de mais alto nível ou
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abstratas, como formas ou objetos especí�cos.

Uma limitação da saída do mapa de ativação das camadas convolucionais é que eles

são extremamente sensíveis à posição dasfeatures extraídas na imagem de entrada. Isso

signi�ca que pequenos movimentos na posição de objetos ou feições na imagem de en-

trada pode acabar resultando em um mapa de ativação diferente. Além disso, uma outra

limitação é o alto custo computacional das camadas convolucionais ao operar imagens de

alta dimensão. Nesses casos, o número de operações de multiplicação e soma de números

ponto �utuante se torna bastante alto.

A abordagem mais utilizada para solucionar esses problemas é a aplicação de alguma

técnica de amostragem reduzida, também conhecida comodownsampling. O objetivo

dessa operação é criar uma imagem de dimensão mais baixa que a imagem de entrada, mas

que ainda contém os elementos estruturais e informações mais importantes, descartando

os detalhes �nos que não seriam utilizados efetivamente nas camadas subsequentes para

a tarefa �nal do modelo.

A redução dimensional pode ser obtida através de camadas convolucionais alterando o

passo de deslizamento dokernel (stride), no entanto esse tipo de abordagem ainda resul-

taria em parâmetros treináveis do �ltro para serem aprendidos pelo modelo. A abordagem

mais comum consiste na utilização da camada depooling adicionada após a camada con-

volucional. Esse operador age separadamente em cada canal do mapa de ativação para

criar um novo conjunto com a mesma quantidade de canais, no entanto, com dimensão ho-

rizontal e vertical menor. Assim como nas camadas convolucionais, a camada de pooling

utiliza um kernel de dimensão menor que o tamanho do mapa de ativação.

As funções depooling mais utilizadas são:pooling máximo epooling médio. Opooling

máximo seleciona o valor máximo de cada recorte (patch) do mapa de ativação. Opooling

médio, por outro lado, calcula o valor médio para cada recorte do mapa de ativação. O

pooling máximo é mais efetivo em reter características importantes e descartar as menos

importantes, já que apenas o maior valor dopatch é selecionado. Opooling médio inclui

a contribuição de todos os valores dopatch, no entanto, é mais sensível a ruídos eoutliers.

As �guras 7a e 7b mostram de forma esquemática uma comparação entrepooling máximo
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e médio em um mapa de ativação.

(a) Pooling máximo. (b) Pooling médio.

Figura 7 � Exemplo de aplicação da camada depooling.

3.7 Batch Normalization

A operação debatch normalizationé uma técnica de padronização de dados utilizada

dentro da arquitetura das redes neurais e que tem um papel crucial na melhoria da con-

vergência e qualidade dos modelos. A ideia por trás de método consiste em redimensionar

o mapa de ativação na saída das camadas da rede neural de modo a evitar o problema de

desaparecimento de gradiente (vanishing gradients) ou a explosão do mesmo, aumentando

o potencial de convergência da rede.

Matematicamente, obatch normalization é realizado calculando a média e o desvio

padrão dos dados do mapa de ativação em cadabatch separadamente e, em seguida,

utilizando esses parâmetros para padronizar os dados através da fórmulaz-score, como

mostra a Equação 2.

z =
x � �

�
(2)

O batch normalizationtambém tem como vantagem introduzir uma quantidade adici-

onal de aleatoriedade na rede, o que ajuda a reduzir oover�tting do modelo. Além disso,

permite que as redes neurais sejam treinadas com valores uma taxa de aprendizado mais

alta, acelerando a convergência e mantendo a estabilidade durante o treinamento.

No entanto, vale lembrar que a camada debatch normalizationpode aumentar a com-

plexidade computacional do modelo e consequentemente o uso da memória durante o
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treinamento da rede. Algunsframeworks computacionais de modelos de aprendizagem

profunda também costumam inserir parâmetros treináveis na formulação dobatch nor-

malization, de modo a aumentar sua robustez. Todos esses fatores podem implicar em

uma queda da performance computacional.

3.8 Camadas Totalmente Conectadas

As redes neurais são formadas por neurônios, que consistem de estruturas computa-

cionais simples que recebem sinais de entradas e calculam uma soma ponderada desses

sinais através da multiplicação de pesos. O resultado dessa soma é combinado a um termo

aditivo, chamado debias, e então uma função de ativação não linear é aplicada sobre o

resultado, gerando o valor de saída do neurônio. Os valores dos pesos e do termo aditivo

formam a base das redes neurais, já que o processo de treinamento consiste justamente no

ajuste do valor desses pesos para que se obtenha o melhor resultado possível de inferência.

A Figura 8 mostra o esquema de funcionamento de uma unidade neural.

Figura 8 � Representação de uma unidade neural.

Fonte: https://www.freecodecamp.org/news/deep-learning-neural-networks-explained-in-plain-
english/

As camadas totalmente conectadas (fully connected) são de�nidas como uma asso-

ciação de várias unidades neurais em série e paralelo, por isso, também são conhecidas

como camadas densas. Nesse tipo de camada, cada neurônio da camada anterior é co-

nectado a um neurônio da camada subsequente. Desta forma, a entrada é processada

por cada neurônio da camada atual, produzindo uma saída que é usada como entrada

para a próxima camada. As camadas totalmente conectadas são amplamente utilizadas
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para modelar relações complexas entre entradas e saídas e são usualmente empregadas no

aprendizado supervisionado, onde entrada e saída são conhecidos. A Figura 9 mostra de

forma esquemática uma rede neural com camadas totalmente conectadas. Note que todos

os neurônios de uma camada estão conectados às saídas de todos os neurônios da camada

imediatamente anterior.

Figura 9 � Representação esquemática de uma rede neural com camadas totalmente
conectadas.

Fonte: https://medium.com/codex/introduction-to-how-an-multilayer-perceptron-works-but-
without-complicated-math-a423979897ac

É importante mencionar que a quantidade de parâmetros treináveis em uma camada

totalmente conectada aumenta rapidamente conforme a dimensão do vetor de entrada

aumenta. Portanto, a utilização das camadas totalmente conectadas deve ser feita com

muito cuidado para evitarover�tting e não gerar modelos extremamente complexos. Por

esse motivo, em modelos aplicados à visão computacional, as camadas totalmente conec-

tadas não são muito utilizadas no início da arquitetura das redes, já que a dimensão do

vetor de entrada seria extremamente alto, devido à dimensão das imagens, gerando uma

quantidade extremamente alta de parâmetros treináveis. Geralmente, essas camadas são

encontradas no �nal das redes, após a aplicação sucessiva de operações dedownsampling,

de modo que suas entradas sejam bem reduzidas.
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3.9 Funções de Ativação

As funções de ativação são um elemento muito importante utilizado na construção

das redes neurais. De forma resumida, elas decidem se um neurônio deve ser ativado ou

não. Se a informação que o neurônio está recebendo é importante, então é passada para

as próximas camadas. Essa decisão do grau de importância da informação recebida é

competência da função de ativação.

As funções de ativação também tem como objetivo introduzir não linearidade na rede

neural, permitindo a aprendizagem de relações mais complexas entre entradas e saídas.

Sem as funções de ativação, as redes neurais estariam limitadas à problemas lineares e

teriam as métricas de qualidade comprometidas em aplicações mais complexas.

Outra aplicação das funções de ativação é a normalização dos dados na saída das ca-

madas. Funções de ativação especí�cas, como por exemplo a tangente hiperbólica (tanh),

podem ser utilizadas para normalização dentro de um range especí�co, permitindo melhor

controle e estabilidade numérica nas camadas subsequentes e prevenindo oover�tting .

Algumas funções de ativação, como por exemplo a unidade linear reti�cada (ReLU),

introduz esparsidade no modelo. Isso signi�ca que alguns neurônios são desativados du-

rante o treinamento e inferência, criando um modelo mais e�ciente e prevenindo também

o over�tting . A Figura 10 mostra algumas das funções de ativações mais utilizadas na

construção das redes neurais.

Figura 10 � Exemplos de funções de ativação.
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3.9.1 Softmax

É uma função de ativação usada em problemas de classi�cação muticlasse para trans-

formar a saída de uma função linear em uma distribuição de probabilidade, sendo geral-

mente posicionada na última camada imediatamente antes da saída da rede.

3.9.2 Sigmoide

A função sigmoide mapeia qualquer entrada para o intervalo entre 0 e 1, e é comumente

usada como função de ativação para problemas de classi�cação binária.

3.9.3 Tanh

A função de ativaçãotanh mapeia qualquer entrada para o intervalo entre -1 e 1, e é

frequentemente usada com a �nalidade de normalização.

3.9.4 ReLU

A função de ativaçãoReLU retorna a entrada se for positiva e retorna 0 se for negativa.

É uma das funções de ativação mais utilizadas nas camadas internas da rede.

3.9.5 Leaky ReLU

Semelhante àReLU, mas com uma pequena inclinação não-nula para entradas nega-

tivas. Isso ajuda a evitar o problema do desligamento excessivo de neurônios com valores

de ativação negativos.

3.9.6 ELU

Uma variação daReLU, a ELU tem uma pequena inclinação negativa para entradas

abaixo de 0, além de oferecer uma transição mais suave próximo à origem, melhorando a

convergência.
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3.10 Dropout

As redes neurais são modelos naturalmente complexos, com número relativamente alto

de parâmetros e baixa interpretabilidade, capazes de identi�car e inferir comportamentos

não lineares nos dados. No entanto, com o aumento do número de parâmetros e com-

plexidade, o risco do modelo se ajustar excessivamente sobre os dados de treinamento se

torna muito alto. Esse ajuste excessivo, também chamado deover�tting , causa uma queda

de performance de generalização do modelo sobre dados não utilizados durante o treina-

mento. Portanto, de modo a mitigar esse problema deover�tting , torna-se necessária a

utilização de técnicas de regularização.

O Dropout é uma técnica de regularização muito utilizada na construção de redes

neurais devido ao baixo custo computacional, número reduzido de hiperparâmetros e fácil

entendimento. A ideia por trás dodropout consiste no desligamento aleatório de uma

fração dos neurônios em determinada posição da arquitetura da rede em cada época de

treinamento. A fração dos neurônios que são descartados é um hiperparâmetro da camada

dedropout, sendo de�nido no momento da construção da arquitetura. Em termos práticos,

o dropout é implementado como uma camada da rede. Durante o processo de treinamento,

os neurônios são desligados e durante o processo de inferência, a camada dedropout não

é utilizada, mantendo assim todos os neurônios ativos. A Figura 11 mostra de forma

esquemática o funcionamento da camada dedropout em uma rede totalmente conectada.
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(a) Arquitetura padrão sem dropout. (b) Arquitetura com dropout.

Figura 11 � Exemplo de aplicação da camada dedropout.

A taxa de dropout é um parâmetro muito importante na utilização desse tipo de

artifício. Um alto valor da taxa resulta em um modelo com uma regularização muito

agressiva, no entanto, pode retardar a convergência do mesmo. Por outro lado, uma taxa

baixa acelera a convergência, mas pode causarover�tting . Geralmente, esse parâmetro é

de�nido através de um processo experimental de otimização de hiperparâmetro ou de�nido

baseado em valores padrão disponíveis na literatura.

3.11 Estrutura Encoder-Decoder

A arquitetura DeepLabv3+ (CHEN et al., 2018), que serve como base para o modelo

utilizado neste trabalho, utiliza uma estrutura do tipoencoder-decoder. O encoder (co-

di�cador) segue o modelo DeepLabv3 e seu resultado é o mapa de ativação da última

camada. Um módulo dedecoder (decodi�cador) simples foi desenvolvido para melhorar

os resultados da segmentação, especialmente ao longo das bordas do objeto, através do

uso de umaskip connectionque resgata características da imagem de mais baixo nível. O

resultado doencoderé geralmente calculado com umoutput stride de 16. Ooutput stride

é a razão entre a resolução espacial da imagem de entrada e a resolução espacial do mapa

de ativação nobottleneck da rede. Com o objetivo de recuperar detalhes de segmenta-

ção do objeto que não são possíveis de reproduzir por meio de uma interpolação bilinear
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simples por um fator de 16, o mapa de ativação de saída doencoder no DeepLabv3+ é

primeiro interpolado bilinearmente por um fator de 4 e, em seguida, concatenado com o

mapa de ativação de baixo nível correspondente dobackboneda rede que possui a mesma

resolução espacial. Antes da concatenação, uma convolução 1� 1 é aplicada nasfeatures

de baixo nível para reduzir o número de canais correspondentes, de modo que eles não

superem a importância da saída doencoder. Após a concatenação, são aplicadas convo-

luções 3� 3, �nalmente seguidas por outra interpolação bilinear simples por um fator de 4

(CHEN et al., 2018) (FILIPPO, 2020). A Figura 12 mostra a arquitetura do DeepLabv3+

mencionada.

Figura 12 � Arquitetura original da DeepLabv3+.

Fonte: CHEN et al. (2018)

3.12 Skip Connection

A skip connectioné uma estrutura muito utilizada em redes neurais convolucionais e

funciona como uma espécia debypass, conectando saídas de camadas com suas próprias

entradas ou até mesmo com outros pontos não adjacentes e, dessa forma, fornecendo um

caminho alternativo para o gradiente durante o processo de retropropagaçãobackpropa-

gation. Esse tipo de conexão acelera a convergência da rede, pois evita o problema do

desaparecimento de gradiente (vanishing gradient). Além disso, faz com que a rede con-
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siga aprender características de várias escalas já que asskip connectionsfazem um tipo

de mistura entre asfeatures de alto e baixo nível na rede. A Figura 13 mostra de forma

esquemática a representação dasskip connectionsem uma rede genérica de segmentação

de imagem.

Figura 13 � Representação esquemática dasskip connections.

Fonte: MAO; SHEN; YANG (2016)

As skip connectionsestão presentes em diversas arquiteturas conhecidas na literatura

como a ResNet (HE et al., 2015) e a U-Net (RONNEBERGER; FISCHER; BROX, 2015).

Elas podem ser aplicadas de duas formas, através da adição e concatenação. A adição,

como o nome sugere, consiste em adicionar puramente os mapas de ativação na saída da

camada com o mapa de ativação advindo daskip connection. A concatenação, por outro

lado, consiste no empilhamento dos mapas de ativação e consequentemente no aumento do

número de canais da imagem de saída da camada. A operação de concatenação preserva

mais informações das camadas anteriores que podem ser úteis nas camadas subsequentes,

no entanto, se não adequadamente aplicada pode acarretar no aumento expressivo da

quantidade de parâmetros treináveis da rede e consequentemente no custo computacional

do modelo. As �guras 14a e 14b mostram os dois tipos deskip connectionsque podem

ser utilizadas.
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(a) Skip connection por adição. (b) Skip connection por concatenação.

Figura 14 � Representação ilustrativa dos diferentes tipos deskip connections.

A rede neural para segmentação de imagens proposta nesse trabalho faz uso dos dois

tipos deskip connectionsem diferentes pontos. Desse modo, as informações de baixo nível,

ou seja, próximas à entrada da rede, podem ser utilizadas para aumentar a performance

do classi�cador.
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4 MÉTODO

4.1 Arquitetura do DeepLabv3+

O DeepLabv3+ utiliza convoluções dilatadas em conjunto com o módulo ASPP, se

destacando pelo excelente desempenho na segmentação de imagens caracterizadas por

alta variação de escala e complexidade. Essa abordagem é especialmente e�caz em cená-

rios como imagens urbanas ou outros ambientes reais, onde a variação de profundidade e

a presença de objetos em diferentes escalas exigem um modelo capaz de capturar tanto

detalhes �nos quanto contextos globais, garantindo segmentações precisas mesmo em di-

ferentes perspectivas. Logo, o DeepLabv3+ é uma rede especialmente adequada para a

segmentação semântica em imagens de microscopia ótica de luz re�etida, utilizadas na ca-

racterização de minérios, visto que as partículas de minérios possuem formatos complexos

e podem assumir diferentes tamanhos e escalas. A arquitetura da rede neural utilizada

neste trabalho foi inspirada no estudo de SOTO et al. (2023), cuja estrutura corresponde a

uma arquitetura do tipo DeepLabv3+. Algumas modi�cações na arquitetura supracitada

foram realizadas para melhorar a performance de classi�cação.

O output stride é um parâmetro muito importante na DeepLabv3+, pois controla a

redução dimensional das ativações nobottleneckda rede. Para que haja essa diferenciação

da dimensão das ativações nobottleneck, algumas alterações devem ser realizadas no

encoder como função dooutput stride. Essa distinção é representada pelas letrasA e B

no diagrama da Figura 15. A letraA representa o valor dostride, que pode ser igual a 1,

quando output stride é igual a 8, e 2, quandooutput stride é igual a 16. A letraB , por

sua vez, representa uma função, de�nida como umbypassy = x, quandooutput stride é

igual a 8. No caso em queoutput stride é igual a 16, ela assume a operação deMaxPooling

com kernel de tamanho2 � 2 e stride de 2, de modo a reduzir pela metade a dimensão

do mapa de ativação nesse ponto.
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Figura 15 � Diagrama em blocos da arquitetura da DeepLabv3+.

A arquitetura original de SOTO et al. (2023) utiliza uma camada deupsamplede 8�

imediatamente antes dasoftmax. No entanto, testes preliminares mostraram que uma



50

interpolação tão grande quanto essa di�culta a classi�cação das amostras com grandes

valores depatch size. Logo, a camada deupsamplede 8� foi substituída por uma de

2� , de modo a tornar menos agressiva essa interpolação. Dessa forma, foi necessário fazer

ajustes ao longo da rede através da introdução de novas camadas deupsamplepara ajustar

o tamanho das ativações. Essas novas camadas foram alocadas na entrada dodecodere

no �nal da skip connection. Os seus respectivos valores são representados pelas letrasC e

D e assumem os valores de 4 e 4 para umoutput stride de 8, e 4 e 8 para umoutput stride

de 16. Além disso, algumas camadas dedropout foram adicionadas para evitarover�tting

e aumentar o potencial de generalização da rede. Todos osdropouts adicionados utilizam

0.2 de probabilidade. A regra de utilização dos parâmetrosA, B , C e D em função do

output stride pode ser resumida da seguinte forma.

ˆ outputstride = 8

A = 1; B(x) = x; C = 4; D = 4

ˆ outputstride = 16

A = 2; B(x) = MaxPooling(x); C = 4; D = 8

O diagrama em blocos da Figura 15 ilustra a arquitetura DeepLabv3+ na sua va-

riante com o backboneXception (CHOLLET, 2017) tal qual utilizado nesta pesquisa,

suas respectivas camadas e os hiperparâmetros de cada camada. Nesta �gura, o sím-

bolo � representa a simples adição ponto a ponto dos tensores e os tipos de operação

são: convolução (Conv), convolução separável (SConv), função de ativação ReLU,batch

normalization (BathchNorm), max-pooling (MaxPooling), dropout (Dropout) e supera-

mostragem (Upsample). O primeiro parâmetro representa o tipo de operação da camada,

o segundo representa a quantidade de �ltros, o terceiro representa ostride utilizado e o

último parâmetro representa a taxa de dilatação. As camadas depooling não possuem

taxa de dilatação, portanto o último parâmetro se refere aostride. O bottleneckda rede;
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ponto onde ocorre a redução máxima das ativações e onde é posicionado o discriminador

de domínio; está localizado entre odecoder e a ASPP. Oencoder é representado pelos

blocos verde e azul e odecoderé representado pelo bloco laranja.

4.2 Método DANN

A técnica desenvolvida e apresentada por GANIN; LEMPITSKY (2014), conhecida por

Domain Adversarial Neural Network(DANN), consiste em uma estratégia de treinamento

adversarialque faz com que a representação latente dasfeaturesseja invariante em relação

aos domínios, minimizando a diferença entre as distribuições de probabilidade latente

dos domíniossource e target. Na DANN, a arquitetura da rede neural é dividida em 3

módulos: extrator defeatures, classi�cador e discriminador de domínio. O extrator de

features Gf (�; � f ), também chamado deencoder, mapeia asfeatures dos domíniossource

e target em um espaço latente comum. O classi�cadorGl (�; � l ), chamado pelos autores

de label predictor ou encoder, faz a classi�cação das amostras de entrada do modelo. Em

problemas de segmentação semântica, como abordado nesse trabalho, essa classi�cação é

feita pixel a pixel. E por último, o discriminador de domínioGd(�; � d) é utilizado durante

o treinamento para discriminar as amostras entre domíniosourcee target, em função das

features extraídas peloencoder. No procedimento proposto pela DANN, asfeatures do

domínio target extraídas peloencoderGf (�; � f ) não são passadas aodecoderGl (�; � l ), visto

que as classes verdadeiras das amostras desse domínio são teoricamente desconhecidas.

No entanto, asfeatures derivadas dos domíniossourcee target são passadas adiante para

o discriminador de domínioGd(�; � d), visto que o domínio das amostras é conhecido. A

Figura 16 mostra de forma esquemática a arquitetura da DANN.
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Figura 16 � Estrutura geral da DANN.

Fonte: SOTO et al. (2023)

Na formulação do método, assume-se que o modelo recebe como entrada um conjunto

de amostrasx 2 X , ondeX representa o espaço dasfeatures de entrada. Dessa forma, a

rede neural gera como saída um conjunto de amostrasy 2 Y, ondeY representa o espaço

de saída do classi�cador, sendoY um conjunto �nito e de�nido por Y = f 1; 2; :::; Lg, onde

L representa o número de classes possíveis. Assume-se também que existem 2 distribuições

S(x; y) e T(x; y) referentes àsfeatures dos domíniossourcee target, respectivamente. As

duas distribuições são complexas e desconhecidas, no entanto, são similares. Durante o

processo de treinamento, são apresentadas à rede amostras do domíniosource e target

pertencentes ao conjuntof x1; x2; :::; xN g, ondeN representa o número total de amostras.

Além disso, denota-se pordi uma variável binária cujo papel é indicar se a i-ésima amostra

é originária do domíniosource (di = 0) ou do domíniotarget (di = 1).

A função objetivoE é de�nida pela Equação 3, sendo expressa como a soma das perdas

do classi�cador, representado pelo primeiro termo da equação, e do discriminador de

domínio, representado pelo segundo termo. O termoR� (x) é descrito como uma pseudo-

função, de�nida por duas equações matematicamente incompatíveis, como mostrado nas

equações 4 e 5, ondeI é a matriz identidade.
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E(� f ; � l ; � d) =
NX

i ; di=0

L l (Gl (Gf (x i ; � f ); � l ); yi ) +
NX

i

Ld(Gd(R� (Gf (x i ; � f )) ; � d); yi ) (3)

R� (x) = x (4)

dR�

dx
= � � I (5)

O parâmetro � controla a in�uência do discriminador de domínio na atualização dos

pesos doencoder que, de acordo com GANIN; LEMPITSKY (2014), deve começar em

0 aumentando gradualmente e assintoticamente com o número de épocas até 1. Dessa

forma, o gradiente deLd é utilizado para atualizar os valores dos pesos do discriminador

de domínio e doencoder em direções opostas, con�gurando o esquema de treinamento

adversarial. Na prática, essa operação é implementada através de uma camada de rever-

são de gradiente (Gradient Reversal Layer- GRL) posicionada entre oencoderda rede e

o discriminador de domínio. A camada de reversão de gradiente não possui parâmetros

a serem treinados e sua função é apenas controlar o valor dos gradientes que são retro-

propagados do discriminador de domínio, agindo como uma função identidade durante

a inferência da rede, mas invertendo o valor do gradiente durante o processo de retro-

propagação. A Figura 16 mostra esquematicamente a camada de reversão de gradiente

posicionada na estrutura da DANN.

Durante o processo de treinamento, para que se obtenhamfeatures invariantes em

relação ao domínio, os parâmetros� f do encodersão atualizados de modo a maximizar a

perda do discriminador de domínio. Esse efeito signi�ca que a distribuição dasfeatures

estão perfeitamente alinhadas e, dessa forma, o discriminador não consegue mais discernir

a respeito de qual domínio a amostra é originária. Simultaneamente, os parâmetros� d do

discriminador de domínio são atualizados de modo a minimizar sua perda. De maneira

geral, o encoder compete com o discriminador de domínio em interesses opostos. Esse

esquema de otimização dos pesos� f , � l e � d é de�nido formalmente pelas equações 6 e 7.
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�
�̂ f ; �̂ l

�
= arg min

� f ;� l

E(� f ; � l ; �̂ d) (6)

�̂ d = arg min
� d

E(�̂ f ; �̂ l ; � d) (7)

A atualização dos pesos se traduz matematicamente através do procedimento descrito

pelas equações 8, 9 e 10, onde� é a taxa de aprendizagem e� é o parâmetro da camada de

reversão do gradiente, que controla a magnitude dos gradientes vindos do discriminador

de domínio, como descrito anteriormente.

� f  � f � �
�

@Ll
@�f

� �
@Ld
@�f

�
(8)

� l  � l � �
@Ll
@�l

(9)

� d  � d � �
@Ld
@�d

(10)
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5 PROCEDIMENTO EXPERIMENTAL

Neste trabalho foram realizados quatro tipos de experimentos: validação da arquite-

tura, validação cruzada, validação da rotina de treinamento para adaptação de domínio

e os experimentos de adaptação de domínio aplicado à tarefa de segmentação semântica.

Na análise de validação da arquitetura, a rede neural descrita na seção 4.1, baseada na

arquitetura proposta por SOTO et al. (2023), foi treinada sobre o conjunto de dados Fe120.

Separadamente, uma rede de arquitetura U-Net padrão (RONNEBERGER; FISCHER;

BROX, 2015) foi também treinada com os mesmos dados. Os resultados obtidos com a U-

Net foram considerados comobaseline, visto que essa é uma arquitetura bem consolidada

e muito utilizada em tarefas de segmentação semântica de imagens. Além disso, o modelo

baselineestabelece um nível de performance mínimo para a qualidade de modelos mais

complexos.

Nos experimentos de validação cruzada, um modelo com a arquitetura proposta na

seção 4.1 foi treinado utilizando cada um dos conjunto de dados e avaliado nos outros três

conjuntos restantes, de modo que o potencial de generalização fosse avaliado de acordo

com o gap entre domínios. Além disso, experimentos adicionais de validação cruzada

foram realizados a partir da remoção daskip connectionmostrada na Figura 15, que liga

o encoder ao decoder, de modo a investigar a in�uência dessa estrutura na performance

de classi�cação da rede.

Na validação do código para adaptação de domínio, foram reproduzidos os resultados

do problema de classi�cação de imagens publicado por (GANIN; LEMPITSKY, 2014),

utilizando uma rotina de treinamento customizada. Esses resultados são importantes

para validar o algoritmo de treinamento e o bom funcionamento doframework utilizado

na construção dos modelos.

Nos experimentos de adaptação de domínio, foi utilizado oframework validado através

dos experimentos descritos no parágrafo anterior, para aplicar o método DANN à tarefa

de segmentação semântica. O objetivo é avaliar o ganho de performance de classi�cação

com a adaptação de domínio para diferentes combinaçõessource-target.
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5.1 Base de Dados

As quatro bases de dados utilizadas no estudo de FILIPPO et al. (2021) foram tam-

bém utilizadas nos experimentos deste trabalho: Fe19, Fe120, FeM, Cu. Tais bases são

formadas por pares de imagens correlacionadas, sendo uma imagem MLR e sua imagem

de referência rotulada pixel a pixel. A microscopia correlativa foi utilizada para obter

imagens adequadamente registradas a partir de um microscópio de luz re�etida e um mi-

croscópio eletrônico de varredura (MEV). As imagens óticas captadas por MLR foram

adquiridas na quantização de cor RGB com 24 bits, e as imagens do MEV são monocro-

máticas, ou seja, com uma única banda, de 8 bits. Posteriormente, as imagens do MEV

foram processadas através da aplicação de �ltros e limiarização para compor as máscaras

binárias de referência. É importante ressaltar que as imagens de MEV foram utilizadas

exclusivamente para gerar as máscaras de referência através de diversas etapas de trata-

mento. As imagens utilizadas como entrada do modelo de segmentação semântica foram

obtidas via MLR. A grande vantagem de se utilizar imagens de microscopia ótica para

caracterização de minérios em detrimento das imagens de microscopia eletrônica é o baixo

custo de aquisição, manutenção e operação dos microscópios óticos.

Na aquisição e pós-processamento das imagens das base de dados mencionadas, não

foram considerados erros decorrentes da microscopia correlativa (co-localização de campos

e registro de imagens) ou devido ao processamento de imagens (delineamento e limiari-

zação), assim como diferenças devido à natureza distinta das técnicas de imageamento

empregadas. Por exemplo, imagens obtidas por MLR e de MEV são geradas em dife-

rentes profundidades na amostra polida, portanto, são capazes de mostrar características

diferentes da amostra. Desse modo, cada imagem de referência é considerada uma imagem

rotulada corretamente.

5.1.1 Base de Dados Fe19

A base de dados Fe19 contém imagens de uma amostra de minério de ferro do depósito

de Serrote do Breu, localizado no estado de Alagoas. A mineralogia deste depósito de

minério de ferro consiste de quartzo, magnetita, hematita, hastingsita, albita, biotita,
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